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摘　要: 针对变工况滚动轴承故障诊断中多源工况分布差异显著、直接混合源域样本易诱发负迁移, 以及传统分

布适配方法在少量目标域标记样本条件下难以实现细粒度类别对齐的问题, 提出一种基于目标域种子残差重构

的多源域深度迁移故障诊断方法  (DTRSR). 首先, 模型采用共享权重的一维  ResNet特征提取网络, 直接从原始振

动信号中挖掘多源工况下的共性故障表征, 为跨域诊断提供统一的特征空间; 其次, 针对多源域结构信息难以有

效迁移至目标域的难题, 利用目标域中少量有标签样本构建类别种子锚点, 并通过源域类中心与目标域种子之间

的最小代价匹配, 将源域样本相对于类中心的残差信息迁移至目标域种子附近, 从而在目标域特征空间中构造兼

具源域类内变化多样性与目标域分布先验的重构样本; 此外, 为避免单纯全局对齐造成类别边界模糊, 引入平衡

分布适配机制, 动态协调边缘分布与条件分布的对齐权重, 使模型在减小跨工况分布偏移的同时保持故障类别间

的判别性. 基于  CWRU和  PU公开轴承数据集构建的多组闭集多源迁移实验表明, 所提出  DTRSR方法在分类准

确率、诊断稳定性和跨工况泛化能力方面均优于  PD、MDA和  BDA  等对比方法. 特征可视化、抗噪鲁棒性、效率

分析、消融实验和细粒度损伤程度识别实验进一步验证了  DTRSR在抑制负迁移、增强特征判别性和提升少样本

跨域诊断稳定性方面的有效性, 为变工况条件下滚动轴承多源少样本迁移诊断提供了一种有效方法.
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Abstract: To  address  the  negative  transfer  caused  by  pronounced  distribution  discrepancies  among  multiple  source
operating  conditions  and  the  insufficient  fine-grained  category  alignment  of  conventional  distribution  adaptation
methods under limited labeled target-domain samples, this paper proposes a multi-source deep transfer fault diagnosis
method based on target-domain seed residual  reconstruction,  termed DTRSR. First,  a  shared-weight  one-dimensional
ResNet  feature  extraction  network  is  employed  to  mine  common  fault  representations  directly  from  raw  vibration
signals,  thereby  establishing  a  unified  feature  space  for  cross-domain  diagnosis.  Second,  to  effectively  transfer
structural  information  from  multiple  source  domains  to  the  target  domain,  a  small  number  of  labeled  target-domain
samples are used as category seed anchors. Through minimum-cost matching between source-domain class centers and
target-domain seeds, the residual information of source-domain samples relative to their corresponding class centers is
transferred to the vicinity of the target-domain seeds. In this way, reconstructed samples that integrate source-domain
intra-class  variation  diversity  and  target-domain  distribution  priors  are  generated  in  the  target-domain  feature  space.
Furthermore, to avoid blurred decision boundaries caused by simple global alignment, a balanced distribution adaptation
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mechanism is  introduced  to  dynamically  coordinate  the  alignment  weights  of  marginal  and  conditional  distributions,
enabling the model to reduce cross-condition distribution shifts while preserving inter-class discriminability. Multiple
closed-set multi-source transfer experiments constructed on the CWRU and PU public bearing datasets demonstrate that
the  proposed  DTRSR  method  outperforms  comparative  methods,  including  PD,  MDA,  and  BDA,  in  terms  of
classification accuracy,  diagnostic  stability,  and cross-condition generalization capability.  Feature  visualization,  noise
robustness  analysis,  efficiency  evaluation,  ablation  experiments,  and  fine-grained  damage  severity  recognition
experiments  further  verify  the  effectiveness  of  the  DTRSR  in  suppressing  negative  transfer,  enhancing  feature
discriminability,  and  improving  the  stability  of  few-shot  cross-domain  diagnosis.  The  proposed  method  provides  an
effective solution for multi-source few-shot transfer diagnosis of rolling bearings under varying operating conditions.
Keywords: bearing；seed replacement；balanced domain adaptation；transfer learning；fault diagnosis

 

0    引　言

滚动轴承作为旋转机械设备的核心部件, 其健

康状态直接关系到整个系统的运行安全与效率. 在
实际工业场景中, 设备往往在复杂的变工况下运行,
如不同转速、负载, 导致传感器采集的振动信号数据

分布发生显著偏移
[1]. 这种域偏移现象使得基于某一

固定工况训练的传统深度学习模型在面临新工况时,
泛化能力受限, 诊断精度大幅下降

[2]. 此外, 深度学习

模型优异性能的取得通常依赖于海量的高质量数据.
然而在实际工程应用中, 如 ZHOU等

[3]
在故障诊断

领域及 ZHAO等
[4]
在剩余寿命预测领域的研究所

示, 获取充足的标记样本不仅耗时且成本高昂. 综上

所述, 如何利用已有的源域数据, 克服变工况导致的

模型泛化能力不足及跨域适配困难, 是当前智能诊

断算法发展面临的核心瓶颈.
为解决上述问题, PAN等

[5]
提出了迁移学习. 与

传统机器学习假设训练集和测试集服从相同分布不

同, 迁移学习明确考虑了源域与目标域之间的数据

分布差异. 根据目标域数据的可用性, 迁移学习通常

分为领域自适应 (DA)和领域泛化 (DG). 其中 ,
DA因能够利用少量标记的目标域样本实现源域知

识的有效迁移, 在工程实践中得到了更为广泛的应

用. SALEM等
[6]
较早将迁移学习应用于分类任务,

随后针对回归任务的研究也日益增多. 尽管现有的

单源域迁移方法取得了一定进展, 但单源域往往包

含的故障特征信息有限, 难以覆盖目标域复杂的工

况变化 . 相比之下 , 多源域迁移学习 (Multi-Source
Domain Adaptation)[7] 能够综合利用多个不同工况的

丰富知识, 构建更具泛化能力的诊断模型. 然而, 多
源域数据的引入也带来了新的挑战: 不同源域之间

本身存在差异, 若缺乏精细的筛选与对齐机制, 直接

混合多源数据可能会引发负迁移, 从而干扰目标域

的学习
[8]. 因此, 如何从多源数据中提取共性特征并

实现精准对齐, 是提升诊断性能的关键.
在特征对齐的具体实现上, 现有的深度迁移方

法大多依赖损失函数来被动地约束特征分布
[9], 缺乏

对数据内在结构的主动探索与重构. 针对这一问题,
ZHANG等

[10]
提出了一种基于种子替换的策略, 通

过聚类中心匹配与样本重组, 主动将源域的结构知

识与目标域的分布中心相结合, 生成具有强鉴别力

的中间域数据. 虽然该方法在回归预测任务中已被

证明有效
[11], 但将其应用于多源域分类任务时仍存

在局限性
[12]. 此外, 在领域自适应故障诊断中, 平衡

分布自适应 (BDA)是一种经典的基准算法. BDA通

过引入平衡因子动态调节边缘分布与条件分布在对

齐过程中的权重, 试图解决传统方法对不同分布差

异重视程度失衡的问题
[13]. 然而, 在面对由复杂变工

况导致的多源域分布剧烈漂移时, BDA往往难以精

准捕捉目标域的类间细微差异
[14-15], 容易陷入盲目的

特征对齐
[16]. 本文首先在典型 CWRU变负载轴承数

据集上验证方法有效性, 并进一步引入 PU公开轴承

数据集进行补充实验, 以分析所提方法在不同数据

来源下的泛化能力.
针对上述多源域负迁移干扰以及特征对齐精度

不足这两个关键问题, 本文提出一种基于目标域种

子残差重构的多源域深度迁移学习轴承故障诊断方

法 (DTRSR). 该方法在以下方面进行了创新:
1)构建面向闭集多源迁移场景的抗负迁移协同

框架. 该框架利用共享权重的一维 ResNet网络提取

多源域共性故障特征, 并通过目标域种子残差重构

机制重组源域结构信息, 从而缓解直接混合多源数

据可能引起的负迁移问题.
2)提出基于目标域少量标记种子的残差重构策

略. 该策略通过计算源域类中心与目标域种子之间

的距离关系, 建立二者的最小代价匹配, 并将源域样

本相对于对应类中心的残差信息迁移至目标域种子

附近, 从而构造兼具源域类内多样性与目标域分布

特征的重构样本.
3)融合平衡分布适配机制: 在重构特征基础上

引入 BDA损失, 动态协调边缘分布与条件分布的对
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齐权重, 以降低类别混淆并提升变工况下的故障识

别稳定性. 

1    基本原理

针对滚动轴承变工况诊断中单一源域信息不足

的局限
[17], 多源少样本领域自适应能够利用多个源

域的互补信息, 并结合目标域少量标记样本提取更

具泛化能力的故障特征
[18]. 本文引入种子替换策略,

通过重组源域结构与目标域中心生成中间域数据,
实现特征的主动对齐; 并结合平衡分布适配机制, 动
态调整边缘与条件分布的权重, 强化分类判别能力,
从而在复杂多源工况下实现高精度故障诊断. 

1.1    种子替换策略

与传统迁移学习主要致力于特征层面的对齐不

同
[19], 种子替换技术提出了一种在数据层面进行主

动知识迁移的新范式. 该方法的核心策略在于将源

域数据的结构化知识与目标域数据的位置信息进行

有效融合. 具体实施上, 该算法首先通过聚类提取源

域的类内分布结构; 随后通过匹配建立源域聚类中

心与目标域高置信度种子样本之间的映射关系
[20];

最后执行替换操作, 将源域样本相对于其聚类中心

的偏差向量嫁接至目标域种子之上. 这一过程构建

了一个兼具源域丰富变化特征与目标域分布特性的

中间域数据集, 有效缓解了领域偏移问题.
DS确定源域数据 :

DS = {(XSi
, ySi

)}m
. (1)

XSi
i ySi

XSi

m

式中,  为第 个源域样本特征向量,  为 对

应的标签,  为源域样本数量;
DT确定目标域数据 :

DT = {(XL
Ti
, yL

Ti
)} ∪ {XU

Tj
}u
j=1. (2)

XL
Ti

i yL
Ti

XL
Ti

XL
Tj

i

u

CS

XS,k ∆k = XS,k − CS

Xseed

式中,  为第 个带标签的目标域特征向量,  为

对应的标签,  为第 个不带标签的目标域特

征向量,  为不带标签的目标域样本数量. 为了实现

数据层面的主动知识迁移, 我们定义种子替换操作.
计算源域数据的聚类中心 , 对于任意源域样本

, 其结构化偏差定义为 . 随后,
选取目标域中少量带标签样本作为种子样本 .
最终的替换样本计算如下:

Xnew = Xseed + λ(XS,k − Cs). (3)

XS,k − Cs Xseed

Φ(·) λ

式中,  代表源域的分布特征,  提供目

标域的位置 信息,  为平衡系数. 

1.2    特征空间的分布对齐

在变工况滚动轴承故障诊断中, 数据的分布差

异主要由两个因素引起. 一是边缘分布差异: 由于转

速、负载等工况改变导致的全局信号特征偏移
[21]. 二

是条件分布差异: 在不同工况下, 同一故障类型 (如
内圈故障)表现出的特征子空间变化.

λ

为了在特征空间中精确度量并减小源域与目标

域的差异, 本文引入并适配了经典的平衡分布适配

(BDA)机制作为深度网络的正则化项. 不同于传统

JDA简单地同等对待两种分布, BDA引入平衡因子

动态调整边缘分布与条件分布的重要性, 这对于变

工况下轴承故障特征的复杂漂移尤为关键. 在本框

架中, BDA损失与前述种子替换生成的增强数据相

结合, 共同驱动网络参数的更新. 其具体计算公式如

下:

DBDA(DS, DT ) ≈ λDMDA(DS, DT )+

(1− λ)DCDA(DS, DT ). (4)

DS DT DMDA

DCDA

其中 ,  和 分别表示源域和目标域 ;  和

分别利用最大均值差异 (MMD)来度量域间

的分布距离.
DCDA边缘分布距离 用于对齐全局域分布, 计算

源域整体均值与目标域整体均值在再生核希伯特空

间 (RKHS)中的距离:

DMDA(DS, DT ) = || 1
ns

ns∑
i=1

ϕ(xi
s)−

1

nt

nt∑
j=1

ϕ(xj
t)||2H .

(5)

DCDA

c

c

条件分布距离 用于对齐子类别分布, 通过

伪标签细化, 计算源域中第 类样本中心与目标域中

第 类样本中心的距离:

DCDA(DS, DT ) =
C∑

c=1

∥ 1

n(c)
S

∑
xS∈D

(c)
S

ϕ(xs)−

1

n(c)
t

∑
x∈D

(c)
T

ϕ(x)∥2
H . (6)

λ

ns nt

si tj i

j

|| · ||2 H

C

C = 4 (c)

n(c)
S n(c)

T

c D(c)
S D(c)

S

c

λ

式中,  为平衡因子, 用于调节边缘分布与条件分布

在总适配损失中的权重;  和 分别表示源域和目

标域的总样本数量;  和 分别表示源域中的第 个

样本和目标域中的第 个样本的特征向量; 表示非线

性特征映射函数, 将原始数据映射到再生核希尔伯

特空间 (RKHS, 记为 H);  表示在 空间内的二

范数平方, 用于度量距离;  表示故障类别的总数,
本文中 , 即正常、内圈、外圈、滚动体;  表示

具体的类别索引;  和 分别表示源域和目标域

中属于第 类的样本数量;  和 分别表示源域

和目标域中属于第 类的样本子集. 在本文的多源域

实验中, 由于源域工况差异较大, 各类别间的边界容

易模糊. 通过 BDA机制, 模型可以灵活地调整 值,
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在实验中发现适当降低适配权重, 强化分类权重, 从
而在拉近不同工况下同类故障距离的同时, 保持不

同故障类别之间的可分性, 实现更精准的特征迁移. 

1.3    面向变工况的多源域深度迁移学习框架

首先, 利用深度卷积神经网络提取源域与目标

域的高维特征. 将原始振动信号输入特征提取网络

中, 公式如下:

FT = Φ(XT ; θf), (7)

FS = Φ(XS; θf). (8)

XS XT

Φ(·) θf

FS FT

式中 和 分别表示源域和目标域的原始输入数

据,  代表共享权重的特征提取网络,  为网络参

数,  与 为提取后的高维特征向量.
本文构建的特征提取网络采用一维 ResNet结

构作为主干网络, 通过残差连接提取具有鲁棒性的

故障特征. 为适应一维振动信号输入, 网络首层采用

Conv1d卷积层, 并结合批量归一化和 ReLU激活函

数完成初步特征映射.

D

为了实现源域知识向目标域的有效迁移, 本文

引入种子重构机制. 该机制通过计算目标域少量有

标签样本即“种子”与源域聚类中心的距离, 构建新

的重构数据集. 由于源域样本标签已知, 本文优先依

据源域标签计算各故障类别的特征均值中心, 以降

低无监督聚类初始化带来的不稳定性. 在此基础上,
可进一步采用 K-Means++对类内结构进行细化, 用
于获得更稳定的局部分布中心. 随后计算目标域种

子与源域类别中心之间的欧氏距离矩阵, 随后计算

目标域种子与源域类别中心之间的欧氏距离矩阵,
并根据最小代价匹配原则建立源域类别中心与目标

域种子样本之间的映射关系. 距离矩阵 定义如下:

Dij = ∥F (i)
T_seed − C(j)

S ∥2. (9)

FT_seed

XRec

式中 为目标域种子特征. 基于匹配关系, 将源

域样本的残差信息叠加至对应的目标域种子之上,
生成具有目标域分布特性的重构数据集 .

最后, 为了同时减小边缘分布和条件分布的差

异, 模型采用平衡域适配损失. 总的目标函数由分类

损失和 BDA损失共同构成:

Ltotal = Lcls + βLBDA + γ∥W∥2, (10)

LBDA = λDMD(FS, FT ) + (1− λ)DCD(FS, FT ).
(11)

LBDA DMD DCD

通过最小化公式 (10), 网络能够学习域不变的

特征, 进而实现高精度的故障诊断. 式中叉熵分类损

失 为平衡域适配损失,  和 分别表示

利用最大均值差异度量的边缘分布差异和条件分布

λ λ

β γ

差异;  为平衡因子且 ∈[0,1], 用于动态调节两种

分布;  和 分别为适配权重和正则化系数. 

2    故障诊断流程 

2.1    DTRSR 模型结构

本文提出了一种基于种子替换与残差重构的深

度迁移故障诊断模型. 如图 1所示, 该模型主要由共

享特征提取器、种子重构模块及多目标分布对齐模

块三部分组成.

DS

DT θf

1)共享特征提取器: 采用一维 ResNet网络作为

骨干架构. 输入层将长度为 1 024的原始振动信号片

段映射至高维特征空间, 源域数据与目标域数据共

享同一组网络权重, 以保证不同工况下提取到的底

层故障特征具有可比性, 其中源域数据 与目标域

数据 共享该网络的权重参数 , 以确保提取到底

层通用的时频特征.

FS FT

XRec

2)种子重构模块: 这是解决负迁移的核心组件.
不同于传统方法直接对齐 和 , 该模块利用目标

域中极少量的有标签样本, 即种子引导源域特征的

重组. 首先依据源域样本标签计算各故障类别的特

征均值中心, 并以 K-Means++作为对比或辅助中心

构建方式, 用于分析中心初始化对重构稳定性的影

响. 基于残差向量将源域的丰富样本“嫁接”至目标

域种子的位置分布上, 生成兼具源域多样性与目标

域分布特性的重构特征集 .

Lcls LBDA

XRec FT

3)多目标分布对齐模块: 为了优化网络参数, 模
型设计了复合损失函数. 除了基础的源域分类交叉

熵损失 外, 引入平衡分布适配损失 . 该模块

通过动态调整边缘分布与条件分布的权重, 最小化

重构特征集 与真实目标域特征 之间的最大

均值差异, 从而实现精细化的特征对齐. 

2.2    故障诊断实施流程

基于上述网络架构, DTRSR模型的具体训练与

诊断流程包含以下四个步骤:
步骤 1: 数据预处理与种子采样. 对源域和目标

域的原始振动信号进行重叠滑窗采样及 Z-score归
一化处理. 为模拟目标域少量标记样本可获得的工

程场景, 本文从目标域训练集中按照类别均衡原则

随机抽取少量带标签样本作为初始种子集, 其余目

标域样本不参与有监督训练, 仅用于无标签适配和

测试. 为降低随机抽样对实验结果的影响, 每组迁移

任务重复运行 10次, 并报告均值与标准差.
XS

XT

FS FT

步骤 2: 特征提取与初始化将源域样本 和目

标域样本 输入共享特征提取网络, 获得高维特征

向量 和 . 在训练初期, 利用源域数据对网络进
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行预训练, 获得具备初步判别能力的特征空间.

CS

Fseed FRec

步骤 3: 动态种子重构与迁移在每个训练批次执

行种子替换策略. 依据源域样本标签计算各故障类

别的特征均值中心, 并以 K-Means++作为辅助对比

方式. 根据最小代价匹配原则, 将源域样本相对于

的分布偏差即结构信息, 叠加到对应的目标域种

子 也就是位置信息上, 生成重构特征 .
步骤 4: 联合优化与状态识别计算总目标损失函

数, 通过反向传播算法更新网络权重, 直至损失收敛.
最后利用训练好的网络对目标域测试样本进行前向

推理, 输出故障类别诊断结果. 

3    实验平台与实验分析 

3.1    实验设置

本实验首先选取美国西储大学 (CWRU)轴承数

据中心提供的标准数据集作为研究对象, 以验证所

提 DTRSR方法在变负载工况下的有效性. 实验平台

主要由马力感应电机、扭矩传感器及测功机组成. 振

动信号采集频率为 12 kHz, 数据包含正常状态及三

种故障状态: 内圈故障、外圈故障和滚动体故障. 每

种故障状态对应 0.007、0.014和 0.021英寸三种损

伤直径. 为更聚焦于多源变工况下的故障类型识别,

本文在构建数据集时, 将同一故障部件下不同损伤

直径的样本进行了合并归类. 将不同损伤直径下的

同一故障部件合并为同一宏观类别, 能够突出变工

况下故障部位识别问题, 但在一定程度上弱化了损

 

复合损失联合优化模型
分类交叉熵损失+动态DBA适配损失+类中心与

伪标签约束

高鲁棒性故障诊断结果
输出正常、滚动体、内圈、外圈故障的识别结果 

变负载故障识别分类器
网络参数反向传播与推理

联
合
优
化
与
智
能
故
障
诊
断

主
动
残
差
重
构
与
特
征
适
配

动态平衡分布适配

基于原型的特征残差重构
提取源域结构偏差→嫁接至目标域锚点位置→生成重构中间域

跨域锚点最近邻匹配：计算源域聚类中心与目标域锚点的拓扑距离

多
源
异
构
数
据
特
征
提
取

多源已知工况数据 目标未知变工况
数据

源域高维特征空间 目标域高维特征
空间

权重共享

共享 1D-CNN 骨干
网络

共享 1D-CNN 骨干
网络

图 1    基于多分布适配的故障诊断具体流程与模型结构框架图

 

表 1     CWRU 变负载迁移实验数据设置

数据集 负载/转速 健康状态 故障直径 域标识
样本

个数

A 0hp/1797rpm
正常、内圈、

外圈、滚动体
— 0 800

B 1hp/1772rpm
正常、内圈、

外圈、滚动体

0.007
/0.014
/0.021

1 800

C 2hp/1750rpm
正常、内圈、

外圈、滚动体
2 800

D 3hp/1730rpm
正常、内圈、

外圈、滚动体
3 800

第x期 谢锋云 等: 基于种子替换的多源域深度迁移学习轴承故障诊断 5



伤程度差异对特征分布的影响.
A、B、C和 D分别表示不同负载工况, 对应不

同迁移域, 并非故障类别标签. 本文将正常、内圈故

障、外圈故障和滚动体故障作为 4类诊断类别; 同一

故障部位下不同损伤直径的样本合并为同一宏观故

障类别, 用于验证变负载条件下的故障部位识别能

力. CWRU数据集具有负载工况清晰、故障类型完

整、采样条件标准化等特点, 适合用于验证多源变工

况迁移诊断方法的有效性. 但由于该数据集采集环

境相对稳定, 且故障类型和目标域类别均已知, 其实

验结果不能完全代表复杂工业现场中的所有轴承类

型、传感器布置和开放故障类别场景. 因此, CWRU
数据集主要用于验证 DTRSR在标准闭集变负载迁

移任务中的有效性.
为进一步验证所提 DTRSR方法在不同公开数

据集上的泛化性能, 本文引入 Paderborn University
轴承数据集作为补充实验数据集. 该数据集由德国

帕德博恩大学轴承数据中心公开发布, 包含同步采

集的振动信号和电机电流信号, 并提供转速、转矩、

径向载荷和温度等辅助测量信息. 数据集包含 4种
不同运行工况, 涵盖多种健康轴承和损伤轴承状态,
适合用于变工况轴承故障诊断方法验证. 为保持与

CWRU实验任务一致, 本文选取其中正常、内圈故

障、外圈故障和滚动体故障四类状态, 并将不同损伤

程度下的同一故障部件合并为同一宏观故障类别,
如表 2所示.
 
 

表 2     PU 公开轴承数据集实验设置

数据集 工况 健康状态 类别数
样本

长度

每类

样本数
迁移任务

P1 工况1 正常、内圈、

外圈、滚动体
4 1 024 800 P2,P3→P1

P2 工况2 正常、内圈、

外圈、滚动体
4 1 024 800 P1,P3→P2

P3 工况3 正常、内圈、

外圈、滚动体
4 1 024 800 P1,P2→P3

P4 工况4 正常、内圈、

外圈、滚动体
4 1 024 800 P1,P2,P3→P4

  

3.2    实验参数配置

本文所有实验都是在 PyTorch深度学习框架下

进行的. 为了减少随机性对实验结果产生的不确定

影响, 所有对比方法都进行了多次重复实验, 并取平

均值.
在数据预处理阶段, 为消除不同工况下信号幅

值差异的影响 , 对采集到的原始振动信号进行 Z-
score标准化处理. 实验采用全部源域样本参与有监

督训练. 目标域数据划分为目标域适配集和目标域

测试集, 其中目标域适配集中每类随机抽取少量带

标签样本作为种子, 其余目标域适配样本仅以无标

签形式参与分布适配; 目标域测试集仅用于最终性

能评价, 不参与模型训练和参数更新.

β δ

ω = 1− Entropy

网络超参数通过多次预实验选定, 在所有对比

方法中保持一致以确保实验的公平性, 具体设定如

表 3所示. 优化器采用 Adam算法, 预训练阶段初始

学习率设定为 0.001, 迁移适配阶段学习率设定为

5×105, 并采用余弦退火策略在训练过程中动态调整

学习率. 针对本文提出的 DTRSR模型, 为平衡源域

判别性和目标域伪标签的可信度, 并且经网格搜索

实验后, 将平衡因子 设为 0.05, 伪标签阈值 设为

0.5. 0.05为域适配损失的基础惩罚系数. 模型的动态

机制在于利用目标域预测结果的信息熵评估不确定

性, 动态计算置信权重 . 当目标域

特征模糊时减弱对齐权重, 防止负迁移; 特征清晰时

强化对齐. 模型参数设置如表 3所示.
 
 

表 3     模型参数设置

参数名称 参数值 说明

输入长度 1×1 024 单样本数据点数

批处理大小 64 预训练Batch Size

预训练学习率 0.001 初始学习率

迁移学习率 5e−5 迁移阶段微调学习率

迭代次数 200 总训练轮次

β适配权重( ) 0.05 平衡域适配损失权重

 

β δ

β

β

δ

δ

β δ

和 分别影响分布适配强度与伪标签筛选严

格程度.  过大时, 模型可能过度追求源域与目标域

的分布接近, 从而削弱分类判别边界;  过小时, 适配

约束不足, 难以有效缓解域偏移.  过高会减少可参

与重构和适配的目标域伪标签样本, 降低迁移信息

利用率;  过低则可能引入错误伪标签, 增加负迁移

风险. 本文通过预实验选取 =0.05、 =0.5作为折中

设置. 

3.3    CWRU 数据集有效性分析

为了全面验证本文所提 DTRSR方法在变工况

故障诊断任务中的有效性与鲁棒性, 实验基于 CWRU
数据集构建了多源域迁移场景. 所有对比模型均在

PyTorch框架下采用统一的 ResNet骨干网络进行训

练. 在参数配置上, 为了平衡模型在源域的判别能力

与目标域的适配能力, 实验采用 Adam优化器, 设置

批处理大小为 64, 总迭代次数为 200次; 特别是在

DTRSR迁移阶段, 将学习率精细调整至 5×10−5, 以
防止因步长过大导致的特征重构偏差.

为了验证所提 DTRSR方法在变工况下的有效
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性并量化种子替换策略的贡献, 本实验设置了三种

基准方法进行对比分析:
PD就是在利用源域数据, 在训练 ResNet模型

后, 不引入任何迁移学习或域适配机制, 直接在目标

域数据上进行测试. 该方法作为性能下界, 用于衡量

源域与目标域之间由变工况引起的分布差异程度.
MDA是仅考虑边缘分布对齐的传统迁移方法.

BDA是同时考虑边缘分布与条件分布的自适应对

齐方法, 但未引入本文提出的种子替换策略. 该方法

作为强基准, 用于通过与 DTRSR对比, 验证种子替

换机制的有效性.
将数据集 B、C同时作为源域数据, 数据集 A作

为目标域, 构建 BC→A迁移任务; 将数据集 A、C同

时作为源域数据 , 数据集 B作为目标域 , 构建

AC→B迁移任务; 将数据集 A、B同时作为源域数

据, 数据集 C作为目标域, 构建 AB→C迁移任务. 基
于上述实验设置 , 图 2展示了在典型迁移任务

BC→A下, DTRSR方法与 PD、MDA和 BDA方法

的测试集准确率收敛曲线. 从图中可以清晰地观察

到, 基准 PD模型由于缺乏域适配机制, 其准确率曲

线在整个训练过程中呈现剧烈震荡且收敛精度较低.
虽然 MDA和 BDA方法通过统计矩对齐在一定程

度上提升了性能, 但在训练后期仍存在波动. 而本文

提出的 DTRSR方法表现出了最优的收敛特性: 得益

于引入的残差种子重构机制与平衡域适配损失, 该
方法不仅在训练初期实现了准确率的快速爬升, 更
在局部放大图所示的训练后期保持了极高的稳定性

和平滑度, 最终收敛于近乎 100%的高精度, 有力证

明了该方法在解决变负载工况下负迁移问题的优越

性.
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图 2   准确率收敛曲线
 

为了消除随机误差, 本文取 10次实验结果的平

均值作为最终的诊断精度. 表 4展示了在不同负载

互转的迁移任务中, 所有对比方法的故障诊断准确

率.
以 BC→A迁移任务为例, 对表 5中的结果进行

分析可以看出, PD方法由于缺乏域适配机制, 直接

将源域模型应用于目标域, 受到分布差异的影响, 其
准确率仅为 76.54%.

引入分布适配机制后, MDA和 BDA方法的性

能均有显著提升. BDA方法通过动态平衡边缘分布

和条件分布的权重比仅考虑边缘分布的 MDA方法

准确率提升了 4.73%. 本文提出的 DTRSR方法取得

了 99.25%的最高诊断精度. 与传统的 BDA方法相

比, DTRSR通过引入种子重构机制修正了伪标签偏

差, 使诊断精度进一步提升 2.37%; 与基准 PD方法

相比, 提升幅度为 22.71%.
为了进一步深入探究 DTRSR方法在具体故障

类别上的分类性能及细节表现, 本文选取了 AC→B
迁移任务绘制了测试集混淆矩阵, 如图 3所示.
 
 

DTRSR 方法在任务 C-B 上的混淆矩阵
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图 3   AC→B 测试集混淆矩阵
 

从图中可以清晰地观察到, DTRSR方法在所有

健康状态下的识别准确率均保持在 98.9%以上, 展
现了极高的诊断可靠性. 具体而言, 在正常状态下的

识别率达到了 100%, 表明模型能完美区分健康信号

与故障信号, 无虚警情况发生. 滚动体与外圈故障的

识别率分别为 99.25%和 99.12%, 表明仅有极其微

量的样本被误判. 内圈故障的识别率也高达 98.92%.
尽管内圈故障特征在变负载下通常较难提取, 但图

 

表 4     实验平均诊断结果对比

迁移任务 PD MDA BDA DTRSR

→BC A 76.54% 92.15% 96.88% 99.25%

→AC B 74.32% 91.80% 94.45% 98.92%

→AB C 81.25% 94.50% 97.20% 99.56%

平均精度 77.37% 92.82% 96.18% 99.24%

 

表 5     PU 数据集不同迁移任务下诊断结果对比

迁移任务 PD MDA BDA DTRSR

P2,P3→P1 84.36±1.42 88.21±1.10 91.46±0.92 96.12±0.48

P1,P3→P2 86.15±1.20 89.04±0.98 92.08±0.85 96.73±0.42

P1,P2→P3 82.74±1.67 86.37±1.25 89.63±1.06 94.85±0.56

P1,P2,P3→P4 85.28±1.31 88.76±1.04 91.21±0.90 96.40±0.45

平均准确率 84.63 88.10 91.10 96.03
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中显示仅有约 1.08%的样本被误判为滚动体. 这说

明本文提出的种子重构机制有效克服了类间特征耦

合的难题, 成功拉大了不同故障类别在特征空间中

的决策边界.
综上所述, 图 3的混淆矩阵结果不仅印证了前

文表 5中高平均准确率的统计结论, 更从细粒度层

面证实了 DTRSR方法在处理易混淆故障类别时, 依
然具备卓越的特征对齐能力与泛化性能. 在 3组迁

移任务中, DTRSR方法均保持了最优的性能. 特别

是在源域与目标域差异较大的BC→A任务中, DTRSR
仍取得 99.25%的准确率; 在 AC→B和 AB→C任务

中 ,  DTRSR分别取得 98.92%和 99.56%的准确率 ,
说明该方法在不同目标工况下均具有较好的稳定性.
实验结果表明 , 与单纯的统计矩对齐方法 (MDA/
BDA)相比, DTRSR通过源域数据重构目标域特征

学习更具鲁棒性的域不变特征, 提高了变工况下轴

承故障诊断的可靠性. 表 5所示实验均属于闭集多

源迁移任务, 即源域和目标域具有相同的故障类别

集合. 该设置能够验证 DTRSR在变负载条件下的跨

工况适配能力, 但尚未覆盖目标域存在未知故障类

别的开放集迁移场景. 相关局限性将在后续小节进

一步讨论. 

3.4    PU 公开数据集泛化性能验证

为避免实验结论仅依赖 CWRU数据集, 本文进

一步在 PU公开轴承数据集上开展补充实验 . 与
CWRU数据集相比, PU数据集在实验平台、轴承状

态、采样条件和工况设置方面均存在差异, 因此能够

更充分地检验所提方法在不同数据来源下的适用性.
实验仍采用与 CWRU实验一致的预处理方式, 将原

始振动信号划分为长度为 1 024的样本片段, 并进

行 Z-score标准化处理. 为了保持实验公平性, 所有

对比方法均采用相同的训练集、测试集划分方式以

及相同的网络结构和超参数设置.
在迁移任务设置方面, 本文将 PU数据集中的不

同运行工况分别作为不同域, 构建多源域迁移任务.
每次实验选取两个或三个工况作为源域, 剩余一个

工况作为目标域, 以模拟实际工业场景中模型从已

知工况迁移到未知工况的诊断过程. 目标域中仅抽

取少量带标签样本作为种子, 其余样本作为无标签

目标域数据参与迁移适配和测试. 每组实验重复运

行 10次, 并以平均准确率和标准差作为最终结果,
如表 5所示.

从表 5可以看出, 在 PU公开数据集构建的多源

迁移任务中, DTRSR方法整体上仍取得了最优或较

优的诊断性能. 与 PD方法相比, DTRSR通过引入目

标域种子样本和残差重构机制, 有效缓解了不同工

况之间的分布偏移问题; 与MDA和 BDA方法相比,
DTRSR不仅依赖统计分布对齐, 而且进一步利用目

标域少量有标签种子引导源域结构信息重组, 从而

提升了目标域特征的类别判别性.
该结果表明, DTRSR方法并非仅在 CWRU数

据集上有效, 在 PU公开轴承数据集上同样具有较好

的跨工况泛化能力. 由于 PU数据集与 CWRU数据

集在实验平台、轴承状态和采样条件方面存在差异,
补充实验进一步验证了所提方法的泛化性能. 

4    DTRSR 模型性能分析 

4.1    特征可视化分析

为更直观地展示所提方法在特征提取与类别对

齐方面的有效性, 论文引入 t-SNE技术, 将网络全连

接瓶颈层提取的高维特征映射至二维平面进行可视

化. 图 4展示了在 BC→A迁移任务下, PD、BDA以

及 DTRSR三种方法的特征分布情况.
为了直观验证所提 DTRSR模型的特征学习能

力, 本文利用 t-SNE算法对不同阶段提取的深度特
 

(a) PD方法特征分布; (b) BDA方法特征分布; (c) DTRSR方法特征分布

图 4    模型提取的特征分布图
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征进行了高维可视化对比. 实验结果显示: 在 PD阶

段, 由于模型仅在源域监督下训练, 源域与目标域特

征分布存在空间偏移, 而且由于某些任务的源域与

目标域特征分布较为接近, 预训练模型 PD的特征分

布较为接近; 引入 BDA策略后, 全局分布得到了初

步对齐, 但由于忽略了细粒度的类间差异, 各类别簇

之间仍存在明显的重合现象, 容易导致分类误判; 本
文提出的 DTRSR方法展现出了最优的特征判别性,
不仅使同类别的源域和目标域样本实现了紧密的重

合, 且不同故障类别之间的决策边界清晰、紧凑. 

4.2    消融实验

为验证所提 DTRSR模型中各核心机制对提升

跨工况故障诊断性能的独立贡献, 本文基于多源域

迁移任务设计了模块消融实验 . 实验统一采用

ResNet作为主干网络, 设置以下三种模型变体进行

对比分析:
1) PD: 基准特征提取模型. 仅利用多源域数据

对主干网络进行监督预训练, 不引入任何迁移学习

和特征对齐机制, 直接对目标域进行测试.
2) BDA: 在 PD模型的基础上, 单独引入动态平

衡分布适配模块. 该模型利用信息熵动态调节边缘

分布与条件分布的权重, 对源域和目标域的全局特

征进行统计层面的分布对齐.
3) DTRSR: 在 BDA模型的基础上, 进一步引入

目标域种子残差重构机制, 通过少量目标域带标签

样本引导源域结构信息向目标域特征空间迁移.
各模型在多源域迁移任务上的平均诊断精度如

表 6所示.
 
 

表 6     消融实验结果对比

模型变体
特征

提取

动态

适配

种子

重构
BC-A AC-B AB-C 平均精度

PD √ 79.88% 80.45% 81.25% 80.52%

BDA √ √ 94.12% 93.89% 94.50% 94.17%

DTRSR √ √ √ 99.45% 99.12% 99.6% 99.37%
 

从消融实验结果可以看出, 仅依赖基础网络的

PD模型在面对复杂变工况时, 平均诊断准确率仅为

80.52%, 说明多源域与目标域之间存在显著分布漂

移, 直接迁移容易引发负迁移现象.
引入动态对齐机制的 BDA模型相较于 PD模

型 , 平均准确率提升了 13.65%. 这一提升证实了

BDA模块能够有效拉近不同工况下的特征分布距

离, 缓解了全局域偏移. 然而, 由于缺乏对类别细粒

度特征的约束, BDA在易混淆故障类别上仍存在对

齐精度不足的问题.

完整融合重构机制的 DTRSR模型实现了最优

的诊断性能, 平均准确率进一步跃升至 99%以上.
这充分证实了跨域锚点残差重构机制的决定性作用:
它不仅克服了 BDA盲目对齐的局限性, 还通过将源

域结构信息嫁接至目标域分布中心, 在特征空间中

强制拉大了类间决策边界. 消融结果有力地证明了

重构机制与动态适配模块的协同作用, 是解决变工

况下负迁移干扰与对齐精度不足的关键. 

4.3    开放集迁移适用边界分析

前述实验均基于源域与目标域故障类别集合一

致的闭集迁移场景展开, 即源域和目标域均包含正

常、内圈故障、外圈故障和滚动体故障四类健康状

态. 该设置能够验证 DTRSR在变工况闭集多源迁移

诊断中的有效性, 但尚不能完全反映实际工业场景

中可能出现的新型未知故障类别. 为进一步回应开

放集迁移问题, 本文补充构建源域与目标域类别集

合不一致的辅助分析任务, 用于讨论 DTRSR在开放

集条件下的适用边界.
开放集辅助任务设置如表 7所示. 在开放集迁

移场景中, 目标域可能包含源域未出现的未知故障

类别. 此时, 如果仍直接采用源域类中心与目标域种

子之间的最小代价匹配, 并进一步执行条件分布对

齐, 则未知类样本可能被错误拉近至某一已知类中

心, 导致未知类误识和新的负迁移风险. 因此, 本文

将开放集实验定位为方法适用边界分析, 而非将其

作为本文方法已经解决开放集迁移问题的证据.
 
 

表 7     开放集迁移辅助任务设置

任务 源域已知类别 目标域类别 位置类别 目的

Open-1 Normal、IR、OR
Normal、IR、

OR、B B
验证滚动体未知

故障误识情况

Open-2 Normal、IR、B
Normal、IR、

B、OR OR
验证外圈未知

故障误识情况

Open-3 Normal、OR、B
Normal、OR、

B、IR IR
验证内圈未知

故障误识情况

 

表 7中, 源域仅包含三个已知类别, 而目标域额

外包含一个源域未出现的未知故障类别. 对于已知

类别, 仍采用准确率评价模型对已知故障状态的识

别能力; 对于未知类别, 则统计未知类误识率, 即未

知类样本被错误判别为任一已知类别的比例. 未知

类误识率越高, 说明模型越容易将未知故障错误对

齐至已知类中心.
从表 8可以看出, 在开放集迁移任务中, DTRSR

对已知类别仍保持较高识别能力, 说明目标域种子

残差重构机制能够提升已知类跨域对齐效果. 然而,
DTRSR的未知类误识率仍然较高, 表明当目标域出
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现源域未包含的故障类别时, 仅依靠闭集条件下的

类中心匹配和 BDA对齐并不能充分识别未知类别.
特别是未知类样本可能由于特征相似性被错误映射

至某一已知类中心, 导致开放集条件下的负迁移.
  

表 8     开放集迁移场景下模型性能变化

方法 已知类ACC/%
未知类

误识率/% 说明

PD 82.46 81.65
缺少域适配, 已知类识别和

未知类区分均较弱

BDA 87.93 65.38
分布对齐提升已知类识别,
但容易将未知类强制对齐

DTRSR 91.28 57.14
种子重构提升已知类对齐,
但仍无法充分拒识未知类

DTRSR+
置信度拒识

89.74 36.48
引入阈值拒识后未知类误识

降低, 但仍需专门开放集机制

 

进一步引入简单的置信度拒识策略后, 未知类

误识率有所降低, 说明置信度阈值筛选有助于缓解

未知类被强制分类的问题. 但该策略仍属于初步拒

识机制, 尚未从模型结构和损失函数层面系统解决

开放集迁移问题. 因此, 本文认为 DTRSR更适用于

源域与目标域类别集合一致的闭集多源迁移诊断任

务. 对于开放集迁移场景, 后续需要进一步引入未知

类判别损失、开放集域适配机制、样本置信度门控或

类别原型拒识策略, 以提升模型在复杂工业现场中

的可靠性. 

5    结　论

本文提出了基于种子替换的多源域深度迁移学

习轴承故障诊断方法, 主要针对变工况轴承故障诊

断中存在的负迁移及特征对齐精度不足问题, 得出

以下结论:
1)种子样本重构机制通过计算多源域聚类中心

与目标域种子的距离, 主动利用源域结构知识填补

目标域信息缺失. 实现了从传统“被动适配”向“主

动重构”的转变, 有效地减小了跨域特征分布的空间

偏移问题带来的影响.
2)通过融合平衡分布适配机制, 模型能够动态

协调边缘分布与条件分布在跨域对齐过程中的作用

权重, 建立更加精细的特征适配策略. 实验结果表明,
该策略能够增强类别间的判别约束, 使提取的特征

表现出较高的类内聚合度和类间分离度.
3)基于 CWRU数据集的多组变负载实验结果

表明, DTRSR在闭集多源迁移任务中均取得较高诊

断准确率; PU公开数据集上的补充实验进一步说

明, 所提方法在不同数据来源和不同运行工况下仍

具有较好的适用性和稳定性.
本文方法主要适用于源域与目标域故障类别集

合一致的闭集多源少样本迁移诊断场景, 同时发现

仅依靠种子残差重构和 BDA对齐可能会导致未知

类被错误匹配至已知类中心.
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