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摘　要: 温控负荷  (Thermostatically Controlled Loads, TCL)作为典型柔性负荷资源, 可参与微电网需求响应并促

进可再生能源消纳. 然而, 实际运行中受传感器故障、通信异常等因素影响, TCL能耗数据存在缺失问题, 导致负

荷特性辨识失准, 并进一步影响聚合建模及微电网优化调度的准确性. 针对上述问题, 提出一种基于多特征融合

的改进复制粘贴法  (Improved Copy-Paste Imputation, ICPI), 综合周内特征、季节特征、极值特征及负荷曲线相关

性构建复合相似性系数, 实现缺失  TCL能耗数据的精准重构. 在此基础上, 建立聚合  TCL虚拟电池模型, 并将重

构数据引入微电网优化调度模型, 实现数据重构、负荷聚合建模与优化调度的协同分析. 仿真结果表明, 所提

ICPI方法在平均绝对百分比误差和归一化均方根误差指标下均优于对比方法, 能够有效降低数据缺失对微电网

调度结果的影响, 提高系统运行经济性与稳定性, 为不完整数据条件下柔性负荷参与微电网优化调度提供了一种

有效方法.
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Abstract: Thermostatically Controlled Load (TCL) is an important flexible resource that can participate in microgrid
demand response and facilitate renewable energy integration. However, missing TCL energy consumption data caused
by  sensor  failures,  communication  interruptions,  and  other  operational  uncertainties  may  lead  to  inaccurate  load
characteristic identification, thereby reducing the accuracy of aggregated modeling and optimal microgrid scheduling.
To address  this  issue,  an  Improved Copy-Paste  Imputation  (ICPI)  method based on multi-feature  fusion  is  proposed.
The  proposed  method  reconstructs  missing  TCL  energy  consumption  data  by  establishing  a  composite  similarity
coefficient that integrates weekly characteristics, seasonal characteristics, extreme-value characteristics, and load profile
correlation.  Based on the reconstructed data,  an aggregated TCL virtual  battery model  is  developed and incorporated
into a microgrid optimal scheduling framework, achieving coordinated data reconstruction, load aggregation modeling,
and scheduling optimization. Simulation results demonstrate that the proposed ICPI method outperforms conventional
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0    引　言

随着新型电力系统的加速发展, 以可再生能源

为主体的分布式能源在电网中的渗透率持续提升,
推动了微电网 (Microgrid, MG)在能源供应与管理

中的广泛应用
[1-3]. MG通过集成光伏、风电等分布式能

源及储能系统, 实现了多能互补与局部自治运行
[4].

然而, 可再生能源出力所固有的波动性与不确定性,
显著增加了系统在经济性与运行稳定性方面的调控

难度
[5]. 在此背景下, 需求响应 (Demand Response, DR)

作为提升系统灵活性的重要手段, 逐渐成为 MG能

量管理系统 (Energy Management System, EMS)的关

键组成部分
[6-8].

温控负荷 (Thermostatically  Controlled  Loads,
TCL)作为典型的可调节负荷, 广泛存在于居民与商

业用户中, 具有数量庞大、热惯性显著以及对用户舒

适度影响可控等特点
[9][10]. TCL具有数量庞大、热惯

性显著以及舒适度约束可控等特点, 研究中通常将

其聚合建模为“虚拟电池”, 通过等效描述其充放电

能力, 参与 MG优化调度
[11]. 已有研究表明, 引入聚

合 TCL参与 DR, 能够有效降低系统购电成本、缓解

峰谷差并提升可再生能源消纳能力
[12].

然而 , 上述研究普遍基于一个理想假设 , 即
TCL能耗及运行数据是完整且准确可得的. 该假设

在实际应用中往往难以满足
[13]. 由于计量设备故障、

通信中断以及数据采集机制不完善等因素, TCL能

耗数据普遍存在不同程度的缺失与异常
[14]. 这类数

据问题不仅影响负荷特性分析, 还会在建模与调度

层面产生累积误差. 一方面, 缺失数据导致 TCL功

率基线估计偏差, 从而影响其可调节容量评估; 另一

方面, 在虚拟电池建模过程中, 状态变量 (如等效电

量状态)将出现偏移, 降低调度模型的准确性与可行

性
[15].
针对缺失数据问题, 现有研究提出了多种数据

重构方法, 包括线性插值、样条拟合等统计方法, 以
及基于机器学习与深度学习的预测方法

[17]. Chen等[18]

针对电力系统中用电数据缺失问题, 通过迭代插值

方法构建了最优复杂度模型, 以对缺失数据进行预

测补全, 从而对电量分析与异常检测提供可靠支撑.
Ren等[19]

提出了一种结合卷积神经网络和残差神经

网络的时空频谱预测模型, 实现高精度频谱预测. 尽
管这些方法在一定程度上能够恢复缺失数据, 但统

计方法难以刻画 TCL能耗的非线性与时序相关特

性, 而机器学习方法则通常依赖大规模训练数据, 在
实际应用中存在泛化能力不足与计算复杂度较高等

问题. 相比之下, 复制粘贴法
[20](Copy-paste imputation,

CPI)通过挖掘历史数据中具有相似运行特征的参考

日, 实现对缺失数据的重构, 在无需大量训练数据的

情况下表现出良好的应用潜力. 然而, 传统 CPI在选

取参考日时考虑的相似性判据较为单一, 难以同时

兼顾用电行为、气象因素及季节变化等多维特征, 从
而限制了其重构精度.

另一方面, 已有研究在 MG调度中引入 TCL聚

合模型, 并基于虚拟电池理论构建了优化调度框架.
Lin等[21]

将可调度温控负荷纳入需求侧管理并考虑

设备老化与用户舒适度约束, 从而实现 MG经济性

与运行鲁棒性的协同提升. Ma等[22]
提出一种基于

分层优化的 TCL灵活性调度方法, 通过将 TCL在底

层聚合为虚拟电池并在上层构建支持隐私保护的分

布式交易型能源市场, 实现电力系统与设备层协同

调度及灵活性资源的高效交易与利用. 然而, 相关研

究普遍忽略了数据质量对调度模型的影响, 缺乏“数

据层—建模层—调度层”的一体化分析. 特别是在存

在数据缺失的实际场景中, 若直接基于不完整或低

质量数据进行建模与调度, 可能导致系统运行成本

增加甚至调度策略失效. 因此, 有必要构建一种兼顾

数据重构与调度优化的统一方法框架, 从源头提升

数据质量, 并将其有效传递至后续建模与优化决策

过程.
基于上述分析, 本文提出一种考虑数据缺失的

TCL聚合建模与MG优化调度方法. 首先, 针对 TCL
能耗数据缺失问题, 构建一种基于多特征融合的改

进 CPI(Improved  copy-paste  imputation,  ICPI)算法 ,
实现对缺失数据的高精度重构; 其次, 基于重构后的

高质量数据, 建立 TCL聚合虚拟电池模型, 以准确

刻画其群体调节能力; 最后, 在此基础上构建MG优

化调度模型, 以最小化系统购电成本为目标, 实现可

再生能源与 DR资源的协同优化配置. 通过仿真分

析验证所提方法在提升数据重构精度的同时, 能够

显著改善MG的经济性与运行性能. 

1    微电网结构与温控负荷建模 

1.1    微电网结构

MG由分布式电源、储能系统、负荷单元及能量

管理系统等构成, 通过电力与通信网络实现协调运

行 . 考虑聚合 TCL的并网 MG系统结构示意图如

图 1所示. 图中, 能量管理系统作为MG的核心控制

单元, 通过综合考虑负荷需求、可再生能源出力及电

价信息 , 实现系统的优化调度与经济运行 . 光伏

(Photovoltaic, PV)和风机 (Wind turbine, WT)等可再

生能源接入交流母线, 为系统提供电能, 但其出力具

有一定波动性. 在负荷侧, 电力负荷通常可分为刚性
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负荷 (Rigid load, RL)与柔性负荷. 其中, RL主要指

用电需求相对固定、难以参与调节的负荷类型, 如照

明及基础用电等; 而柔性负荷则具备一定的可调节

能力. TCL作为典型的柔性负荷, 具有良好的调节潜

力, 是实现需求侧响应的重要资源.

并网接口

公共连接点

微电网层

能量管理系统

交流母线

光伏 风机 刚性负荷

聚合层 负荷聚合器

数据采集 控制信号

聚合温控负荷

功率流

数据流温控负荷

AC AC

RL RL

图 1   考虑聚合温控负荷的并网微电网系统结构示意图

1.2    温控负荷建模
 

1.2.1    单个温控负荷建模

TCL通常采用一阶热动力学模型描述室内温度

与外部环境及控制输入之间的关系. 在各类 TCL中,
空调负荷因其在生产和生活中的广泛应用而具有代

表性. 以空调在制冷模式下的运行为例, 其热力学过

程可以通过以下线性微分方程进行描述:

C
dTin(t)

dt
=

1

R
(Tout − Tin(t))−Q, (1)

Tin(t) t Tout

R C Q

其中,  表示时刻 的室内温度;  表示外部温

度;  为等效热阻;  为等效热容;  为制冷功率.
需要说明的是, 单个 TCL的热力学模型包含热

阻、热容及指数衰减项等非线性因素, 其连续时间模

型可表示为建筑热平衡方程. 然而, 在聚合建模过程

中, 本文首先对 TCL热力学模型进行离散化处理,
并基于虚拟电池模型构建聚合状态方程.

对于变频型 TCL, 其电功率与制冷功率通常与

压缩机运行频率呈线性关系, 可表示为:

P = a1f + b1, (2)

Q = a2f + b2, (3)

P a1, b1, a2, b2其中,  为 TCL功率,  为线性模型固定

参数.
基于 TCL与储能设备在能量调节特性上的相

似性, 研究中常将其等效为“虚拟电池”模型. 该模

型通过引入基准功率与偏差功率, 刻画 TCL在 DR
下的充放电行为, 其表达式为:

Pcd(k) = P (k)− Pbaseline, (4)

Pbaseline Pcd其中,  为设定温度下的基准功率,  表示在

调控信号作用下的等效充放电功率.
进一步地, 引入电量状态变量 (State of Charge,

SOC)描述虚拟电池的能量状态, 其动态方程为:

SOC(k + 1) = λ1SOC(k) + λ2Pcd(k) + λ3 (5)

λ1 = e−
∆t

RC (6)

λ2 =
a2R(1− λ1)

a1(Tmax − Tmin)
(7)

λ3 = (1− λ1) · soc(0) (8)

λ1、λ2和λ3其中,  为由热参数及采样时间确定的常

数. 

1.2.2    聚合温控负荷

n

由于单个 TCL的调节能力有限, 难以直接参与

系统级调度, 通常需要对大量 TCL进行聚合建模.
设系统中共有 个 TCL, 其聚合虚拟电池模型可表

示为:

SOCagg(k + 1) = λagg1 · SOCagg(k)+

Pagg(k) + λagg2 (9)

Pagg(k) =
n∑

i=1

Pcd,i(k) (10)

λagg1 =

n∑
i=1

λ1i

n
(11)

λagg2 =
n∑

i=1

λ3i

λ2i

(12)

Pagg、λagg1、λagg2

n Pcd,i

其中 ,  为聚合虚拟电池的参数 ,
为聚合 TCL数量,  为虚拟电池的充放电功率.

上述模型将分散的 TCL群体等效为一个统一

的储能单元, 从而显著简化了建模复杂度, 并便于将

其作为需求侧响应资源纳入 MG优化调度框架. 此
外, 聚合虚拟电池的运行需满足功率及能量约束, 即:

0 ⩽ SOCagg(k + 1) ⩽ SOCmax
agg (13)

SOCmax
agg = n ·min{ 1

λ2i

}, 1 ⩽ i ⩽ n (14)
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SOCmax
agg其中,  为聚合虚拟电池可达最大荷电状态.

 

2    基于多特征融合的改进 CPI 法
由公式 (1)可知, 为保持室内温度在用户设定值

附近, TCL的功率与室外温度呈高度相关性. 具体而

言, 由于制冷需求在夏季显著增加, TCL的功率普遍

高于春秋季节. 该特征表明, 在能耗数据重构过程中,
应充分考虑 TCL对环境温度变化的敏感性, 特别是

在处理缺失数据时, 环境因素对重构结果的准确性

具有重要影响. 为进一步阐明所提出的 ICPI, 本节将

通过数学表达形式对关键步骤与实现流程进行详细

说明, 以提升方法描述的严谨性与可复现性. 

2.1    线性插值

et

et−1 et+1

线性插值方法用于处理 TCL能耗时间序列中

的单个缺失值. 数学上, 若某一缺失值 位于相邻的

两个已知值 与 之间, 则其计算公式可表示如

下:

et = et−1 +
(et+1 − et−1)

2
(15)

et−1 et+1 t− 1 t+ 1

t

其中,  和 分别表示在时刻 和 的能

耗值,  表示当前的时间索引. 

2.2    按比例分配

对于 TCL能耗数据存在多日连续缺失时, 每日

的缺失能耗根据其缺失时段的时间长度按比例进行

分配. 每个目标日对应的缺失能耗可分别按如下公

式确定:

Ek =
∆Tk

∆Td

· (et+d − et−1) (16)

Ek k ∆Tk k

∆Td

et+d − et−1

其中,  表示第 日的总缺失能耗;  表示第 个

目标日的数据缺失时长,  表示缺失数据的总缺

失时长;  表示缺失时段的能耗差值. 

2.3    复合相似性系数的定义

为了准确识别用于 TCL能耗数据重构的相似

日, 有必要定义合理的相似性度量指标. 结合用户的

用电模式以及 TCL能耗数据的电气特性, 本文构建

了四类相似性系数, 并进一步通过融合的方式构造

复合相似性系数, 用以衡量目标日与历史完整日之

间的相似程度
[23].

βi1 dk di

相似性系数 1用于衡量用户一周用电模式的相

关性, 记为 , 用于刻画目标日 与完整日 在每

周用电行为模式上的相似程度. 具体而言, 若目标日

与完整日处于一周中的相同位置, 则其相似性系数

取值为 1; 若两者同为工作日或同为周末, 则相似性

系数设为 0.5; 若一者为工作日、一者为周末, 则相似

性系数为 0. 其计算公式如下所示:

βi1 =


1, if wk = wi

0.5, if wk ̸= wi

wk, wi ∈ {1, ..., 5} or wk, wi ∈ {6, 7}
0, else

(17)

wk wi

i

其中, 数字 1至 7分别对应星期一至星期日;  与

分别表示目标日与完整日对应的星期编号,  表示具有

完整能耗数据的完整日, 且该符号在下文中保持一致.

βi2

βi2

相似性系数 2用于量化目标日与完整日能耗序

列之间的差异性, 记为 . 由于 TCL在夏季与过渡

季节 (春季和秋季)存在显著的能耗模式差异, 本文

引入相似性系数 以体现并修正季节性因素的影

响. 目标日与完整日之间的日期间隔越小, 其季节特

征越接近, 相应的相似性系数也越高. 相似性系数

2的计算可表示如下:

βi2 =

Y

2
min(|yk − yi|, Y − |yk − yi|)

(18)

Y

Y yk yi

其中,  表示一年中的总天数. 鉴于年份可能为 365
天或 366天, 本文采用长期平均的方法以确保不同

年份间的一致性, 将 的取值设定为 365.25.  与

分别表示目标日与完整日对应的日期索引, 即 1表
示第一天, 30表示第 30天.

βi3

βi3

相似性系数 3用于比较目标日与完整日能耗数

据的极值距离, 记为 . 该系数定义为两日能耗极

值之间欧氏距离的倒数, 用以衡量在能耗幅值上的

接近程度.  的数值越大, 说明目标日与完整日在

能耗极值水平上越相似.

βi3 =
1√

(ek,max − ei,max)
2
+ (ek,min − ei,min)

2

(19)

ek,max ek,min

ei,max ei,min

其中,  和 分别表示目标日缺失时间序列中

的最大与最小日能耗值;  和 分别表示完整

日时间序列中的最大与最小日能耗值.

βi4

βi4

相似性系数 4用于量化目标日与完整日能耗数

据轮廓整体形状的相似程度, 记为 . 该系数考察

的是整日能耗曲线的匹配性. 常用的相似性度量方

法之一为皮尔逊相关系数法, 可用于衡量两段时间

序列之间的线性相关程度.  值越高, 表明两日的

能耗模式越相似. 其定义如下所示:

βi4 =

N∑
t=1

|ek,t − ek||ei,t − ei|√√√√ N∑
t=1

(ek,t − et)
2

√√√√ N∑
t=1

(ei,t − ei)
2

(20)
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ek,t ei,t

t ek ei

N

其中,  和 分别表示目标日与完整日在时间步

处的能耗值;  与 分别表示目标日与完整日的日

平均能耗;  表示缺失数据的数量.

βk,i

为了将各个单项相似性度量整合为统一的评价

指标, 本文采用几何平均的方法构建复合相似性系

数, 相较于加权求和方法, 该构造方式能够避免人为

权重设定带来的主观性, 并增强多特征之间的协同

表达能力. 目标日与完整日的复合相似性系数记为

, 其数学表达式如下所示:

βk,i =

4

√
βi1

max(βi1)
· βi2

max(βi2)
· βi3

max(βi3)
· βi4

max(βi4)

(21)

max(βi1) max(βi2) max(βi3) max(βi4)其中,  、 、 和 分

别表示所有完整日中对应相似性系数的最大值, 用
于归一化处理, 以保证各指标在合成时具备可比性. 

2.4    相似日匹配与数据重构

基于上述复合相似性系数的定义, 得到目标日

与所有完整日的复合相似性系数, 其最小值所对应

的完整日即为匹配日. 由于对比的是所有已获取数

据的完整日, 匹配日也有可能是目标日之后的日期,
且每一个缺失数据的目标日均有其对应的匹配日.

根据匹配日的能耗时间序列数据, 得到对应的

功率时间序列. 然后, 计算匹配日和目标日的总能耗

比率, 并将此比率作为缩放系数, 应用于匹配日的功

率序列, 从而生成目标日的缺失功率数据.

Pk,t = Pi,t ×
Ei

Ek

(22)

Pk,t Pi,t

Ei Ek

其中,  为目标日重构后的功率,  为匹配日对应

时刻功率,  为匹配日对应时间段总能耗,  为目

标日的总缺失能耗.
最后, 通过对重构的功率时间序列进行累计, 得

到完整的 TCL能耗重构结果. 

2.5    温控负荷能耗数据重构

采集 TCL的能耗数据在实施需求侧响应和优

化调度策略中具有重要意义. 然而, 在实际中, 由于

电力设备运行环境复杂且工况多变, 传感器故障或

通信网络不稳定等硬件问题常导致监测数据出现缺

失
[24]. 其中, 短时信号中断可能导致个别数据点的丢

失, 而系统故障或传感器失效则可能造成长时间的

数据缺失. 因此, 缺失数据的有效重构在提升数据完

整性与保障数据准确性方面具有关键作用 . 基于

ICPI的 TCL能耗数据重构方法的总体框架如图 2
所示.

0
3
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步骤 1: 温控负荷能耗数据初始化
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步骤 2: 单个缺失数据点填充

步骤 3: 按比例分配温控
    负荷的缺失能量

步骤 4: 基于复合相似系数的相似日匹配

相似性系数 1 复合相似性系数

步骤 5: 缺失能耗数据重构
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图 2   温控负荷能耗数据重构总体框架

相似日算法是一种被广泛应用于预测未来数据

的方法. 该方法通过识别与目标日具有相似特征的

数据完整日, 进而利用其数据作为参考, 以获得准确

可靠的数据. 在此基础上, 本文提出了一种 ICPI用

于重构 TCL能耗数据中的缺失部分. 该方法的核心

思想是通过参考所有完整相似日的能耗数据, 包括

历史数据完整相似日和未来数据完整相似日, 对目

标日的能耗数据缺失区段进行重构. 其流程图如图 2
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所示. 该方法的核心步骤

如下:
步骤 1: TCL能耗数据初始化. 该过程首先对数

据集按时间顺序进行结构化处理, 通常来源于用户

智能电表所记录的电力消耗数据. 由于智能电表采

集的数据通常为能耗的累积值, 因此需对其进行处

理, 计算出每日的功率数据, 为后续的数据重构做好

准备.
步骤 2: 单个缺失点的填补. 当由于信号中断或

传感器故障导致出现单个数据点缺失时, 可采用线

性插值法, 依据其前后相邻的有效数据点, 计算并补

全该缺失点的能耗值.
步骤 3: TCL多日缺失能耗的比例分配. 当 TCL

的缺失数据跨越多个连续日时, 先统计该时间段内

的总缺失能耗值, 再依据各目标日的时间间隔长度

按比例进行分配, 实现每日缺失数据的初步估算.
步骤 4: 基于复合相似性系数的相似日匹配. 提

取目标日的关键特征, 包括能耗模式、气象因素以及

用户行为等, 随后依据预设的相似性判据 (如欧几里

得距离、相关系数等)计算相似性系数. 将各类相似

性度量结果融合形成复合相似性系数, 并选取与目

标日最为相似的完整日作为匹配对象.
步骤 5: 缺失能耗数据重构. 首先由匹配的完整

日提供参考数据; 然后将该完整日中与目标日缺失

时段相对应的时间段进行对齐, 确保时间一致性; 最
后根据设定的重构规则生成目标日的缺失能耗数据,
实现最终的重构.

为便于理解 ICPI方法的数据重构过程 , 以某

TCL用户在目标日期发生能耗数据缺失为例进行说

明. 首先, 根据目标日期的完整数据区间提取用电行

为特征、季节特征以及负荷曲线特征, 并与候选参考

日进行逐一比较. 通过计算各候选参考日的复合相

似性系数, 选择相似性最高的日期作为参考日.
假设目标日期缺失时段为 12:00—15:00, 经计

算得到参考日 A的复合相似性系数最高, 因此选取

参考日 A作为重构依据. 由于目标日期与参考日在

整体能耗水平上可能存在差异, 直接复制参考日对

应时段数据可能导致重构结果出现系统性偏差. 因
此, 引入缩放系数对参考日曲线进行修正, 其计算方

式如下:

λ =
P target

P ref

(23)

P target

P ref

其中, ( )表示目标日期已知时段的平均功率,

( )表示参考日期对应时段的平均功率.

λ =
3.0

2.5
= 1.2

例如, 当目标日期已知时段平均功率为 3.0 kW,
参考日期对应时段平均功率为 2.5 kW时, 则缩放系

数为 .

此时参考日缺失区间对应的功率值按照 1.2倍
进行缩放, 并作为最终重构结果. 通过该处理方式,
既能够保留参考日负荷曲线的变化趋势, 又能够反

映目标日期实际能耗水平, 从而提高缺失数据重构

的准确性.
为增强模型的实用性与调度结果的可靠性, 第

2章所提出的数据重构方法主要用于恢复 TCL缺失

的能耗时间序列, 从而获得连续、完整且具有动态特

征的负荷输入数据. 在此基础上, 重构后的 TCL数

据被进一步用于第 3章的 MG优化调度模型构建,
作为聚合 TCL建模与可调度能力评估的重要基础

变量, 从而实现从数据层到优化决策层的有效衔接. 

3    聚合温控负荷参与的微电网优化调度方

法

在完成基于 ICPI方法的 TCL能耗数据重构后,
可获得高完整性和高可信度的功率时间序列, 从而

有效提升后续模型参数辨识与聚合建模的准确性.
在此基础上, 为充分挖掘 TCL在 DR中的调节潜力,
结合前文构建的聚合虚拟电池模型, 建立考虑聚合

TCL参与的 MG优化调度模型, 以实现多源协同条

件下系统运行成本的最优控制. 

3.1    优化调度模型

以调度周期内 MG的购电成本最小为优化目

标, 构建如下目标函数:

minF =
T∑

k=1

Pgrid(k)λ(k) (24)

Pgrid(k) k

λ(k)

其中,  表示在时刻 时 MG与主网的交互功

率 (取正值表示购电, 负值表示售电),  为对应时

段的电价.
根据系统功率平衡, 有如下公式:

Pgrid(k) = PRLs(k)−PPV (k)−PWT(k)−Pagg(k) (25)

PRLs(k) PPV(k) PWT(k)

Pagg(k)

其中,  为 RL功率,  和 分别为光

伏与风电出力,  为聚合 TCL的功率. 

3.2    约束条件

1)功率平衡约束

为保证系统能量平衡, 需满足:

Pgrid(k) + PPV(k) + PWT(k) + Pagg(k) = PRLs(k)
(26)

2)聚合 TCL功率约束

聚合 TCL作为虚拟储能资源, 其调节功率受上
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下界限制:

P min
agg ⩽ Pagg(k) ⩽ P max

agg (27)

P min
agg P max

agg其中,  和 分别为聚合虚拟电池的功率上下

限.
3) SOC动态约束

基于虚拟电池模型, 聚合 TCL的状态演化可表

示为:

SOCagg(k + 1) = λ1SOCagg(k) + λ2Pagg(k) + λ3

(28)

SOCagg(k) k

λ1、λ2、λ3

其中,  表示聚合 TCL在时刻 的等效状态

量,  为模型参数.
4)状态范围约束

为保证用户舒适度及设备运行安全, 需对状态

变量进行约束:

0 ⩽ SOCagg(k) ⩽ SOCmax
agg (29)

5)电网交互约束

考虑并网功率限制, MG与主网的交互功率满

足:

P min
grid ⩽ Pgrid(k) ⩽ P max

grid (30)

P max
grid、P min

grid其中,  分别为主网允许交互功率上下限.
 

3.3    优化调度方法

为求解上述构建的 MG优化调度模型, 本文设

计了一种考虑聚合 TCL参与的优化调度算法. 为提

高模型输入数据的准确性与时序一致性, 本文在优

化建模前引入 ICPI数据重构步骤, 对原始负荷及可

再生能源出力数据进行预处理, 从而增强优化调度

结果的可靠性与鲁棒性. 该算法以预测刚性负荷、可

再生能源出力及分时电价为输入, 在满足系统功率

平衡及聚合 TCL运行约束的前提下, 以购电成本最

小为目标, 对调度周期内各时段的功率分配进行统

一优化. 由于本文采用小时级优化调度框架, 而实际

通信与计算过程通常处于秒级至分钟级时间尺度,
因此其影响相对有限.

所提出优化调度算法的伪代码如算法 1所示.
具体而言, 基于 ICPI重构后的负荷数据, 建立线性

优化调度模型, 并通过 CPLEX求解获得聚合 TCL、
主网交互功率及 SOC状态的最优结果.

　　算法1　基于ICPI的聚合TCL参与的MG优化调度

　　输入:

P ori
RLs(k)　　原始负荷数据

P ori
PV (k)　　原始光伏出力

P ori
WT (k)　　原始风电出力

λ(k)　　电价

(λ1, λ2, λ3)　　虚拟电池参数

P min
agg, P

max
agg

　　功率约束

SOCmax
agg

　　SOC约束

SOCagg(0)　　初始状态

　　输出:

P ∗
agg(k), P

∗
grid(k), SOC∗

agg(k)　　最优调度结果

　　步骤:
　　1. 数据重构处理

PRLs(k), PPV(k), PWT(k)

　　对原始数据进行预处理与重构, 得到平滑且一致的输入

序列: 

　　2. 初始化

k = 1　　设定 , 并初始化聚合TCL状态:

SOCagg(1) = SOCagg(0)　　　　　　　　

　　3. 构建优化模型

　　目标函数: 最小化调度周期内购电成本:

minF =
T∑

k=1

Pgrid(k)λ(k)　　　　　　　　

　　约束条件:
　　(1) 功率平衡约束

　　(2) 聚合TCL功率约束

　　(3) SOC动态约束

　　(4) SOC范围约束

　　4. 模型转化

　　将上述优化问题转化为标准线性规划问题

　　5. 模型求解

　　调用优化求解器(如CPLEX)进行求解

　　6. 输出结果

4    仿真分析 

4.1    数据来源及初始化

本节对上述 ICPI进行测试, 以验证其在 TCL实

际能耗时间序列数据重构中的应用效果. 所采用的

数据集涵盖了 2012年 1月至 2014年 1月期间, 以
15分钟为间隔记录的电表数据

[25]. 为验证所提出算

法的有效性与泛化能力, 本文选用的原始数据为完

整的能耗时间序列, 无缺失值. 为更贴近 TCL能耗

数据的实际缺失特点, 本研究在模拟数据缺失时遵

循典型故障模式, 综合考虑随机干扰与系统性故障

的影响, 分别引入了孤立缺失点和连续缺失区段, 并
采用完全随机缺失机制构造缺失数据. 即在原始完

整数据中按照预设缺失比例随机选取数据点或连续

时间段进行删除, 以模拟传感器故障、通信中断等实

际运行过程中产生的数据缺失现象.
此外, 为与MG调度场景保持一致, 相关外部数

据 (包括光伏出力、风电出力及电价信号)选自典型

运行日数据, 其中可再生能源出力采用典型晴天的

第x期 林  巧 等: 基于缺失数据重构的聚合温控负荷参与微电网优化调度 7



预测曲线, 电价、环境参数及 TCL相关参数来源于

文献 [26]. 选取 1 000台 TCL为研究对象, 具体参数

如表 1所示.
为验证所提算法的有效性与泛化能力, 本文选

取了三组具有不同用电特性的 TCL功率时间序列,
并在人为构建的随机数据缺失场景下进行实验, 以
真实模拟实际应用中数据缺失的随机性. 具体地, 缺
失数据的设置包括两种情形, 第一种是单点缺失, 第
二种是区段缺失 , 缺失的数据是全年数据总量的

10%. 图 3 (a) - (c) 展示了用于测试的 TCL功率时间

序列.
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图 3   存在缺失数据的不同 TCL 功率时间序列

4.2    重构精度评价指标

为全面评估所提算法在缺失能耗数据重构中的

有效性, 本文采用两种常用误差评价指标: 平均绝对

百分比误差 (Mean Absolute  Relative  Error,  MARE)
与归一化均方根误差 (Normalized Root Mean Square
Error, NRMSE). 这两种指标均为无量纲误差度量,
能够在不同数据尺度下评估重构结果的准确性. 两
项指标的计算公式如下所示:

MARE =
1

N

N∑
k=1

|pt,k − p̂t,k

pt,k

| (31)

NRMSE =

√√√√ 1

N

N∑
k=1

(pt,k − p̂t,k)
2

pt,k,max − pt,k,min

(32)

et,k k

êt,k et,k,max − et,k,min

其中,  表示目标日第 个时间步的实际功率值,
表示对应时间步的重构值. 分母

表示该目标日实际数据的取值范围, 用于归一化处

理, 从而确保误差度量的尺度无关性. 

4.3    数据重构结果分析
 

4.3.1    重构曲线

图 4为上述三组具有不同用电特性的 TCL功

表 1     TCL 相关参数

参数 数值 参数 数值

R ◦C/kW[1.5, 2.5]  Pmin 0.5 kW

C kWh/◦C[1.5, 2.5]  Pmax 5 kW

Tset
◦C[22, 24]  a1 kW/Hz0.03 

Tmin
◦C22  b1 −0.4 kW

Tmax
◦C24  a2 kW/Hz0.06 

b2 −0.3 kW
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图 4    TCL 数据重构功率时间序列
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率时间序列在缺失数据场景下的重构曲线. 图中, 灰
色曲线为缺失片段的实际功率曲线, 蓝色曲线为采

用所提 ICPI方法重构得到的功率曲线. 如图 4 (a) -
(c) 所示, 尽管在个别剧烈变化点 (例如图 4 (a) 中第

四个目标日)存在一定的重构误差, 但对于功率波动

相对平稳的场景, 所提方法表现出较高的重构精度,
例如在图 4 (c) 中, 重构曲线与实际曲线高度一致,
几乎无明显偏差. 整体来看, 重构结果在整体趋势变

化、峰谷时序及局部波动特性方面与真实值较为一

致. 结果表明, ICPI能够较好地适应不同运行状态下

的 TCL数据缺失场景, 并具有一定的鲁棒性. 综上,
ICPI方法能够较好地重构不同类型 TCL的缺失功

率数据, 在保持整体趋势和局部波动特征方面具有

较好的适应性, 为后续聚合建模与优化调度提供了

可靠的数据基础. 

4.3.2    不同连续缺失程度下的重构性能分析

为进一步验证所提方法对长时间连续缺失数据

的重构能力, 本文设置不同连续缺失比例场景进行

测试. 保持其余实验条件不变, 在原始完整数据中随

机选取连续时间区段进行删除, 分别设置 5%、10%、
20%和 30%四种连续缺失比例, 以模拟不同程度的

通信中断或传感器故障导致的数据缺失情况. 不同

连续缺失场景下的重构结果如表 2所示.

表 2     不同连续缺失场景下的重构结果

场景 缺失率/% MARE NRMSE

M1 5 0.30 0.14

M2 10 0.68 0.23

M3 20 0.73 0.22

M4 30 0.76 0.25

表 2结果表明, 随着连续缺失比例由 5%增加

至 30%, MARE与 NRMSE整体上升, 说明缺失程度

加剧会降低重构精度. 其中, 5%至 10%区间误差增

长最为显著 ,  MARE由 0.30升至 0.68,  NRMSE由

0.14增至 0.23, 表明模型对局部时间依赖结构较为

敏感, 信息连续性破坏会显著影响重构效果. 而在

20%与 30%缺失场景下, 误差增长趋于平缓, MARE
稳定在 0.73–0.76, NRMSE维持在 0.22–0.25, 说明模

型在高缺失条件下仍具有一定稳定性. 总体而言, 所
提方法在 30%连续缺失下仍保持可接受误差水平,
具有较好的鲁棒性. 需要指出的是, 数据重构误差可

能通过虚拟电池参数辨识过程影

响基准功率和 SOC状态估计, 并进一步传递至

优化调度层; 由于所提方法具有较高的数据重构精

度, 因此能够有效降低误差传播对调度结果的影响. 

4.3.3    基准算法与 ICPI 的效果比较

为全面评估所提 ICPI方法在 TCL能耗数据重

构中的性能, 本文选取三种具有代表性的传统数据

填补方法作为对比基线, 包括线性插值法 (基准 1)、
前向填充法 (基准 2)以及均值填补法 (基准 3). 其
中, 线性插值法利用相邻已知数据点对缺失值进行

时间连续性估计, 能够反映基于局部趋势的重构能

力; 前向填充法采用最近的有效观测值对缺失数据

进行替代, 属于最简单的时序延续型填补策略; 均值

填补法则利用历史观测数据的统计均值对缺失值进

行替代, 反映基于全局统计特性的重构方式.
ICPI与三种基准方法在两项评价指标 (MARE

与 NRMSE)下的对比结果如表 3所示 . 在 TCL1–
TCL3三类场景下, ICPI在 MARE与 NRMSE两项

指标上整体优于三种基准方法. 在 TCL1中, ICPI的
MARE与 NRMSE分别为 0.33和 0.24, 其中 MARE
明显优于基准 1(0.54)、基准 2(0.55)及基准 3(0.54),
NRMSE与基准 1持平或更优; 在 TCL2中, ICPI取
得 0.30和 0.17, 显著优于基准 1(1.04,  0.32)、基准

2(0.52, 0.93)及基准 3(0.81, 0.65); 在 TCL3中, ICPI
进一步达到最优水平 (0.06, 0.11), 相较各基准方法

均表现出更低误差. 总体而言, ICPI在不同负荷特性

条件下均表现出稳定且优越的重构性能.

表 3     ICPI 与基准方法的评价指标

评价指标 TCL类型 MARE NRMSE

ICPI

TCL1 0.33 0.24

TCL2 0.30 0.17

TCL3 0.06 0.11

基准1
TCL1 0.54 0.24
TCL2 1.04 0.32

TCL3 0.23 0.26

基准2
TCL1 0.55 0.66
TCL2 0.52 0.93

TCL3 0.27 0.38

基准3
TCL1 0.54 0.38
TCL2 0.81 0.65

TCL3 0.23 0.23

4.3.4    重构参考天数的影响

为研究重构参考天数对 TCL能耗时间序列重

构精度的影响, 本节设计分组对比实验, 固定缺失数

据段的长度, 通过调整参与重构过程的参考天数进

行重构精度分析 . 具体地 , 参考天数分别设置为

14天 (1 344个采样点 )、 30天 (2 880个采样点 )、
90天 (8 640个采样点)、180天 (17 280个采样点)和
365天 (35 040个采样点), 以评估不同参考天数下

ICPI缺失片段长度为总天数 10%时的重构效果 .
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ICPI在不同参考天数下的重构精度如图 5所示, 数
据重构的误差指标如表 4所示.

由图 5和表 4可知 , 三个 TCL样本在 MARE
与 NRMSE指标上的变化趋势基本一致, 且均在参

考天数为 30天时误差较低. 综合分析可知, 参考天

数的选取对数据重构性能具有显著影响. 当参考天

数过少时, 相似特征提取不足; 参考天数过多时, 则
可能引入冗余信息. 实验结果表明, 30天参考窗口能

够在特征代表性与数据相关性之间取得较好的平衡. 

4.3.5    复合相似性系数的影响

为进一步评估复合相似性系数对 TCL能耗数

据重构精度的影响, 本节考察了两种相似日选取标

准, 分别是采用所提复合相似性系数和无复合相似

性系数的加和总系数. 表 5展示了在有无复合相似

性系数参与下, 所提出的 ICPI方法的重构性能评价

指标.

表 5     复合相似性系数的影响

评价指标 MARE NRMSE

有复合相似性系数 0.10 0.09

无复合相似性系数 0.19 0.14

结果表明, 复合相似性系数的引入提升了重构

精度 . 具体而言 ,  MARE由 0.19降至 0.10, NRMSE
由 0.14降至 0.09. 该结果表明, 复合相似性系数在数

据重构过程中发挥了关键作用, 有效提高了相似日

的匹配精度, 从而实现了更准确的数据重构, 并更好

地保持了 TCL时间序列中的时序相关性. 综上, 引
入复合相似性系数能够综合考虑多维特征信息, 提
高相似日识别的准确性, 是提升 ICPI重构性能的重

要因素. 

4.3.6    数据重构对微电网优化调度性能的影响分析

为验证所提数据重构方法在MG优化调度中的

有效性, 将重构后的负荷功率时间序列引入 MG能

量管理系统, 并与未进行数据重构的情形进行对比

分析. 在可再生能源出力预测、电价信号及调度模型

约束条件一致的前提下, 分别构建“无数据重构”和

“ICPI数据重构”两种调度场景, 以评估数据完整性

对调度结果的影响, 仿真结果如图 6所示.
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图 6   有无数据重构下的 MG 优化调度结果

由图 6(a)与 (b)的对比结果可以看出, 在未进行

数据重构的情况下, RLs数据存在明显的缺失与不

连续现象, 部分时段负荷功率异常偏低甚至接近为

零, 导致系统负荷水平被严重低估. 在此基础上进行

优化调度时, 模型对负荷需求的判断偏小, 从而减少

主网购电功率并改变聚合 TCL的出力分配, 造成调

度结果偏离实际运行状态. 同时, 负荷数据的不完整

性削弱了聚合 TCL的调节有效性, 使其聚合 SOC
演化与电价信号之间的协同关系减弱, 削峰填谷能

力受到限制. 此外, 在部分时段甚至出现不合理的功
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图 5    不同参考天数下 ICPI 重构精度

表 4     不同参考天数下 ICPI 重构误差

参考天数 MARE NRMSE

14 0.66 0.23

30 0.33 0.25

90 0.72 0.23

180 0.84 0.4

365 0.55 0.25
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率波动 (如时刻 4、5和 6), 加剧了系统运行的不稳

定性. 相比之下, 采用 ICPI方法进行数据重构后, 负
荷曲线更加平滑连续, 能够较为准确地反映系统负

荷需求特性, 从而使优化调度在主网购电决策与 TCL
调节分配上更加合理, 系统运行运行状态得到改善.

为进一步量化数据重构对 MG系统调度的影

响, 对系统层面运行指标进行对比分析, 结果如表 6
所示. 在未进行数据重构的情况下, 系统总购电成本为

18 976元; 采用 ICPI方法进行数据重构后, 该指标降

低至 18 378元. 相比之下, 数据重构使系统购电成本

下降约 3.15%. 同时, 系统峰谷差由 8 641.1 kW降低至

7 407.4 kW, 降幅达到 14.28%, 说明重构后的负荷数

据能够更准确地反映负荷响应特性, 从而提升优化

调度的削峰填谷效果. 此外, 负荷波动率由 526.6 kW
下降至 400.8 kW, 降幅约为 23.89%, 表明经数据重

构后得到的调度方案具有更好的平滑性和运行稳定

性. 综合来看, 所提数据重构方法不仅能够降低系统

运行成本, 还能够改善负荷曲线形态, 增强系统调度

的稳定性, 为后续虚拟电池建模与优化调度提供更

加可靠的数据基础.

表 6     系统层面运行指标对比

指标 无数据重构 有数据重构 变化率

成本/元 18 976 18 378 3.15%

峰谷差/千瓦 8 641.1 7 407.4 14.28%

负荷波动/千瓦 526.6 400.8 23.89%

4.3.7    计算复杂度与求解效率分析

为评估所提方法的工程可实施性, 本文对数据

重构与优化调度过程的计算效率进行了分析. 对于

ICPI数据重构过程, 其主要计算量来源于参考

日搜索与相似性匹配过程. 由于该方法不涉及复杂

迭代训练过程, 因此无需额外的模型训练过程, 计算

复杂度相对较低. 对于优化调度部分, 由于目标函数

及约束条件均为线性形式, 所建立模型属于标准线

性规划问题 , 并采用 CPLEX求解器进行求解 . 在
MATLAB R2021a环境下 (Intel Core i7处理器, 32 GB
内存 ), 本文测试案例中 ICPI数据重构耗时约为

2.78 s, 优化调度求解耗时约为 2.90 s, 总计算时间约

为 5.68 s. 考虑到本文采用小时级优化调度框架, 该
计算时间远小于调度周期, 能够满足实际 MG能量

管理系统的在线应用需求, 表明所提方法能够满足

小时级 MG优化调度的计算需求, 具备实际工程应

用潜力. 

4.3.8    不同运行场景下的适应性分析

为进一步验证所提方法在不同运行条件下的适

用性和鲁棒性, 在基准场景基础上构建 4种典型运

行场景进行测试. 其中, 基准场景 (S0)采用原始负荷

数据和光伏出力数据, 不对其进行额外调整. 各场景

均保持系统结构参数、电价机制及数据缺失率不变,
仅调整负荷水平或光伏出力水平. 其中, 案例 1(S1)
为低负荷场景, 负荷水平设置为基准场景的 80%; 案
例 2(S2)为高负荷场景, 负荷水平设置为基准场景

的 120%; 案例 3(S3)为低光伏出力场景, 光伏出力

设置为基准场景的 70%; 案例 4(S4)为高光伏出力

场景, 光伏出力设置为基准场景的 130%. 各场景的

具体设置如表 7所示.

表 7     不同运行场景设置

场景 负荷水平 光伏出力

S0 100% 100%

S1 80% 100%

S2 120% 100%

S3 100% 70%

S4 100% 130%

针对上述场景, 分别比较“无数据重构”和“基

于 ICPI数据重构”两种优化调度方案下的运行结

果, 并统计系统运行成本和成本变化率, 结果如表 8
所示. 从负荷水平场景来看, 随着负荷水平由 80%
提高至 120%, 系统购电成本明显增加. 在无数据重

构条件下, 低负荷场景 (S1)和高负荷场景 (S2)的购

电成本分别为 19 258元和 40 560元; 采用 ICPI数据

重构后, 购电成本分别降低至 12 766元和 34 414元,
对应降幅达到 33.71%和 15.15%. 结果表明, 所提方

法在不同负荷水平条件下均能够有效改善调度结果,
但随着系统负荷水平提高, 由于购电需求增加, 数据

重构带来的相对经济收益有所减弱.

表 8     不同运行场景下优化调度结果

场景 调度方案 购电成本/元 成本变化率/%

S0 无重构 30 585 -

S0 ICPI重构 24 230 20.78

S1 无重构 19 258 -

S1 ICPI重构 12 766 33.71

S2 无重构 40 560 -

S2 ICPI重构 34 414 15.15

S3 无重构 35 092 -

S3 ICPI重构 28 844 17.80

S4 无重构 24 965 -

S4 ICPI重构 18 551 25.69

从光伏出力场景来看, 光伏出力变化对系统购

电成本具有显著影响. 当光伏出力降低至基准场景

的 70%时 (S3), 系统需要从主电网购入更多电能以
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满足负荷需求, 购电成本达到 35 092元; 当采用 ICPI
数据重构后 , 购电成本下降至 28 844元 , 降幅为

17.80%. 当光伏出力提高至基准场景的 130%时

(S4), 系统可利用更多本地可再生能源, 购电成本降

低至 24 965元; 采用 ICPI数据重构后, 购电成本进

一步下降至 18 551元, 降幅达到 25.69%. 这说明在

不同可再生能源出力条件下, 所提方法均能够有效

提高调度决策的准确性, 从而降低系统运行成本.
综合比较各场景结果可以发现, 采用 ICPI数据

重构后, 所有场景的购电成本均得到不同程度降低,
成本降幅介于 15.15%～33.71%之间. 其中, 低负荷

场景和高光伏出力场景的经济性改善效果较为明显,
而高负荷场景下的降幅相对较小. 总体而言, 所提方

法在不同负荷水平及光伏出力条件下均能够保持良

好的应用效果, 表明其具有较好的场景适应能力和

运行鲁棒性. 

5    结　论

针对 TCL能耗数据缺失问题, 本文提出了一种

基于多特征融合的 ICPI数据重构方法, 并构建了考

虑聚合 TCL参与的 MG优化调度模型, 实现了从数

据重构、负荷建模到调度优化的统一分析框架. 仿真

结果表明, 该方法能够有效提升数据质量并增强调

度决策的准确性.
在数据重构性能方面, ICPI方法融合用电行为、

季节性及能耗曲线等多维特征, 相较传统方法显著

降低重构误差, 在不同 TCL样本中 MARE最低可

达 0.06, NRMSE最低为 0.11. 该方法在 5%–30%数

据连续缺失场景下仍保持稳定性能, 且在所有基准

对比方法中表现最优或接近最优, 体现出较好的鲁

棒性与泛化能力.
在调度性能方面, 引入重构数据后系统经济性

与运行稳定性均得到改善, 总购电成本由 18 976元
降低至 18 378元 (约 3.15%), 峰谷差与负荷波动率

分别降低约 14.28%与 23.89%. 在不同负荷与光伏

出力场景下, 购电成本降幅介于 15.15%–33.71%之

间, 表明该方法具有良好的场景适应性. 在计算性能

方面, ICPI无需训练过程, 总计算时间约 5.68s, 能够

满足小时级调度需求, 具有良好的工程可实现性. 未
来研究重点可进一步拓展至多类型柔性负荷协同调

度, 以提升系统整体灵活性与调度性能.
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