
 

RoBoSS损失驱动的鲁棒几何孪生支持向量机

黄薪吉，王洪春†

(重庆师范大学 数学科学学院，重庆市 401331)

摘　要: 为满足含噪声和冗余特征分类任务中精准鲁棒决策的需求, 提升模型在异常数据场景下的适用性, 提出

一种融合 RoBoSS鲁棒损失与 L1罚项的鲁棒几何孪生支持向量机模型 (RGTSVM). 首先, 采用对噪声不敏感的

RoBoSS鲁棒损失替代传统合页损失, 降低噪声干扰, 提升模型鲁棒性; 同时利用 L1罚项实现特征选择, 有效剔

除冗余特征. 然后, 针对模型的非凸非光滑优化问题, 设计基于近端梯度下降的求解算法, 通过软阈值迭代实现参

数高效更新. 接着, 基于影响函数进行理论分析, 揭示模型在样本扰动下的鲁棒性. 最后, 在合成数据集与 UCI基

准数据集上进行实验, 将 RGTSVM与多种对比方法在标签噪声干扰及重采样噪声下进行比较, 结果表明所提模

型分类性能最佳, 且特征识别准确率高. 研究证明, 将鲁棒损失与稀疏罚项化融入孪生支持向量机可有效提升模

型在异常数据场景下的适用性, 并为复杂场景下的控制决策提供新的有效的建模方案.
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RoBoSS loss driven robust geometric twin support vector machine
HUANG Xin-ji，WANG Hong-chun†
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Abstract: To  satisfy  the  requirements  of  accurate  and  robust  decision-making  in  classification  tasks  with  noisy  and
redundant features, and to enhance the model applicability in abnormal data scenarios, we propose a Robust Geometric
Twin  Support  Vector  Machine  (RGTSVM)  that  integrates  the  RoBoSS  robust  loss  and  L1  penalty  term.  Firstly,  the
noise-insensitive RoBoSS robust loss is adopted to replace the traditional hinge loss, which reduces noise interference
and  improves  the  model  robustness;  meanwhile,  the  L1  penalty  term  is  utilized  to  realize  feature  selection  and
effectively eliminate redundant features.  Secondly,  to solve the non-convex and non-smooth optimization problem of
the  model,  we  design  a  solution  algorithm  based  on  proximal  gradient  descent,  which  achieves  efficient  parameter
updating  through  soft-threshold  iteration.  Furthermore,  a  theoretical  analysis  is  conducted  based  on  the  influence
function  to  reveal  the  robustness  of  the  model  under  sample  perturbations.  Finally,  experiments  are  carried  out  on
synthetic datasets and UCI benchmark datasets, and the proposed RGTSVM is compared with a variety of comparative
methods under  label  noise interference and resampling noise.  The results  show that  the proposed model  achieves the
best classification performance and high feature recognition accuracy. This study proves that integrating robust loss and
sparse  penalty  terms  into  twin  support  vector  machines  can  effectively  improve  the  model  applicability  in  abnormal
data scenarios, and provides a novel and effective modeling scheme for control decision-making in complex scenarios.□
Keywords: twin  support  vector  machine； feature  selection； robustness；nonconvex  and  nonsmooth  optimization；
proximal gradient descent；influence function

 

0    引　言

孪生支持向量机 (twin  support  vector  machine,

TSVM)[1] 是 支 持 向 量 机 (support  vector  machine,

SVM)的一种代表性扩展模型. 近年来, 该模型已成

为领域内的研究热点, 取得了丰富的研究成果, 并被

广泛应用于故障诊断
[2]
、燃料化工

[3]
、时间预测

[4]
与

医学诊断
[5]
等领域. 从统计视角分析, SVM与标准

TSVM均遵循“损失+惩罚”的罚项化框架
[6]. 具体而

言, 现有 TSVM模型大多采用合页损失函数 (hinge

loss)与 L2罚项. 然而研究表明, 合页损失对标签噪
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声
[7]
和分类超平面附近的零均值特征噪声

[8]
较为敏

感, 且 L2罚项缺乏特征选择能力
[9]. 实际应用中, 故

障诊断、化工及医学诊断等场景易产生标签噪声, 大
幅削弱模型泛化性能. 究其原因, 合页损失函数的无

上界性导致噪声样本产生较大的损失值, 从而牵引

超平面发生偏移.
现 有 研 究 主 要 通 过 截 断 策 略 和 相 关 熵

(correntropy)构造非凸损失函数以提升模型鲁棒性.
Wu等人

[10]
将截断合页损失 (ramp loss)融入标准

SVM, 提出截断合页损失支持向量机 (RSVM).
Shen等人

[11]
建立截断弹球损失 (pinball loss)的稀疏

鲁棒 SVM. 基于相关熵, Xu等人
[12]

提出了 C损失

(C-loss), 并在最小二乘支持向量机框架下构建了鲁

棒核分类器; 李耀波等人
[13]

提出有界自适应损失以

应对离群样本 . 特别地 ,  Akhtar等人
[14]

提出的

RoBoSS损失兼具鲁棒 (Robust)、有界 (Bounded)、稀
疏 (Sparse)与光滑 (Smooth)特性, 为 TSVM的鲁棒

性改进提供了新的切入点.

p 0 < p ⩽ 2

p 1 ⩽ p ⩽ ∞ v

p

p ⩾ 1

值得指出的是, 真实数据集除标签噪声外, 通常

还包含大量冗余特征
[15], 这类特征会引入无关甚至

误导性信息, 增加模型复杂度并损害泛化性能
[16]. 为

实现冗余特征剔除, 诸多研究开展特征选择工作.
Bradley等人

[17]
提出 L1罚项支持向量机, 利用 1-范

数惩罚超平面法向量, 实现特征选择. Wang等人
[18]

结合了 L1和 L2罚项的优势, 提出了弹性网孪生支

持向量机 (Elastic Net Twin Support Vector Machine,
ETSVM). Sun等人

[19]
将 -范数 (其中 )引

入近邻支持向量机 (Nearest Neighbor Support Vector
Machine), 提升对噪声和离群点的鲁棒性. Ikeda和
Murata[20] 深入探讨了不同 -范数 ( )下 -
支持向量机 (ν-Support Vector Machine, ν-SVM)的几

何性质, 为 -范数在稀疏建模中的应用奠定了理论

基础. Xie等人
[21]

针对 的情况设计了拉普拉斯

Lp范数最小二乘孪生支持向量机 (Laplacian least
squares  twin  support  vector  machine,  Lap-LSTSVM),
通过引入拉普拉斯罚项对模型参数施加约束, 进一

步提升了模型的泛化能力和稀疏性.
然而, 在实际的分类场景中数据往往较为复杂,

同时含有噪声和冗余特征
[22], 这类噪声的耦合干扰

会严重降低模型的分类性能. 现有鲁棒方法多聚焦

于单一噪声类型, 难以应对高维复杂数据, 相关研究

仍存在明显空白.
为此, 本文提出一种基于 RoBoSS损失的稀疏

几何孪生支持向量机 (RGTSVM). 该模型并非已有

方法的简单组合, 而是针对上述复合噪声耦合问题

的必然回应: 在模型框架层面, TSVM可为两类样本

分别构建一组非平行分类超平面, 相比标准 SVM拥

有更强的数据适配能力, 从结构层面保障模型在噪

声环境下的抗干扰能力. 在优化层面, RoBoSS损失

可削弱标签噪声引发的分类超平面偏移问题; L1正
则项对高维冗余特征施加稀疏约束, 二者通过近端

梯度下降算法协同优化, 弥补了现有单一模型无法

同时处理两类噪声扰动的缺陷. 在理论层面, 本文将

影响函数引入该复合模型, 定量分析双重噪声下模

型的鲁棒性, 为模型抗噪性能提供严谨理论依据. 在
实验层面, 合成数据集与 UCI标准数据集上的实验

结果表明, 本文所提模型对标签噪声与重采样噪声

均具备良好鲁棒性, 在高维数据场景下依旧拥有出

色的特征选择效果. 

1    背景知识

n

p Ω = {(xT
i , yi)

T}n
i=1

i xi ∈ Rp (xi1, xi2, . . . , xip)
T

yi ∈ {±1} n+ n−

n = n+ + n− X+ ∈
Rn+×p X− ∈ Rn−×p

首先, 我们定义一些必要的符号. 考虑由 个样

本和 个特征构成的训练数据集 ,

其中第 个样本 表示为 ,

对应标签 . 若 表示正样本数,  表示负

样本数 , 则有 . 正样本矩阵

和负样本矩阵 的每一行都代表

一个样本. 除非特意说明, 下文提及的向量均默认为

列向量, 范数默认为 2-范数. 

1.1    ENNHSVM

一致性是指分类器在训练阶段与预测阶段对超

平面距离的比较准则应保持统一, 然而 TSVM独立

求解两个超平面, 其训练过程未充分考虑预测阶段

中需对各分类超平面的距离进行比较这一核心需求,
进而导致模型在预测时缺乏一致性.

因此, Qi等人
[23]

提出了 ENNHSVM(Elastic Net
Nonparallel Hyperplane  Support  Vector  Machine),  该
方法能同时构建两个非平行的分离超平面. 这两个

超平面的表达式如下:

l+ : w
T
+x+ b+ = 0, l− : w

T
−x+ b− = 0. (1)

w± b±通过解决以下优化问题, 得到 和 :

min
c1
2
(||X+w+ + e+b+||2 + ||X−w− + e−b−||2)+

1

2
(||w+||2 + b2+ + ||w−||2 + b2−)+

c2
2
(||ξ+||2 + ||ξ−||2) + c3(e

T
+ξ+ + eT

−ξ−);

s.t.



X+w+ + e+b+ +X+w− + e+b− ⩾
e+ − ξ+,

X−w− + e−b− +X−w+ + e−b+ ⩽
ξ− − e−,

ξ+ ⩾ 0, ξ− ⩾ 0,

(2)
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c1 c2 c3 ξ±

e±

其中,  、 和 是正的调节参数,  是松弛变量,
是所有元素均为 1的长度合适的向量.

w± b±

xnew

得到法向量 和截距 后, 给定一个新的数据

, 可通过以下决策函数对其进行分类:

f(xnew) = sign(xT
new(w++w−)+(b++b−)), (3)

sign(·)式中,  表示符号函数. 

1.2    RoBoSS-SVM

鉴于标准 SVM所广泛采用的合页损失函数, 在
高维空间中易受噪声样本与异常值干扰, 往往表现

出鲁棒性不足、稳定性欠佳的问题, Akhtar等[14]
提

出了一种兼具鲁棒性、有界性、稀疏性与平滑性的新

型非凸损失函数 RoBoSS(详见图 1), 其定义如下:

LRoBoSS(u) =

{
λ1{1− (au+ 1) exp(−au)}, u>0,
0, u ⩽ 0.

(4)

a λ1其中, 形状参数 用于调节函数曲率, 边界参数 用

于约束损失值的上界. 该损失函数在正区间内连续

可导, 并对显著偏离的误差不敏感, 从而使模型具备

良好的抗噪声性能. 文献 [14]将损失合并到 SVM

框架中, 即得到鲁棒 RoBoSS-SVM, 其优化问题表述

为:

min
w,b

1

2
||w||2+C

n

n∑
i=1

LRoBoSS(1−yi(w
Txi+b)). (5)

该模型是标准 SVM的鲁棒性扩展: 通过替换合

页损失为 RoBoSS损失, 在保留标准 SVM的几何性

质的同时, 增强了鲁棒性. RoBoSS-SVM的创新点在

于通过损失函数的有界性与平滑性, 有效抑制了异

常样本对决策面的过度影响, 同时保持了较好的泛

化性能.
 
 

 (a)RoBoSS 损失(λ=1.5，a 变化) (b)RoBoSS 损失(a=5，λ变化) 

图 1   RoBoSS 损失
 
 

2    方法介绍

在本章中基于 RoBoSS损失提出了几何孪生支

持向量机 (RGTSVM), 并用近端梯度算法求解, 最后

用统计中的影响函数证明模型的鲁棒性.
 

2.1    RoBoSS 损失几何孪生支持向量机

然而, 现有相关模型普遍缺乏特征选择能力. 为

此, 本文不仅继承了 ENNHSVM的结构一致性优势,

还充分考虑噪声特征的客观影响, 构建出对复杂噪

声鲁棒的分类模型 RGTSVM, 其表达式如下:

min
c1
2
(||X+w+ + e+b+||2 + ||X−w− + e−b−||2)+

λ2(||w+||1 + |b+|+ ||w−||1 + |b−|)+
c2(LRoBoSS(ξ+) + LRoBoSS(ξ−));

s.t.


X+w+ + e+b+ +X+w− + e+b− ⩾ e+ − ξ+,

X−w− + e−b− +X−w+ + e−b+ ⩽ ξ− − e−,

ξ+ ⩾ 0, ξ− ⩾ 0.

(6)

λ2其中,  是正则化参数, 用于控制模型的稀疏惩罚强

度. 其余参数定义与 ENNHSVM一致.

为阐明 RGTSVM的内在设计机制, 本节从优化

原理与损失特性展开分析. 第一项为拟合误差项, 驱

使各超平面贴近本类样本并远离异类, 保障判别性

能. 第二项为 L1正则项, 其零点不可导的特性使近

端迭代可主动压缩冗余特征权重至零, 实现训练过

程内嵌式特征选择. 第三项为 RoBoSS损失项, 对有

界惩罚噪声样本, 限制其对优化方向的干扰, 增强模

型鲁棒性.
整体而言, L1正则项与 RoBoSS损失形成互补

设计, 令 RGTSVM可同时适配高维、含噪声两类典

型复杂数据场景, 充分体现本文模型设计的针对性

与合理性.

l (w+ +w−) (b+ + b−)

前两个不等式是用平均超平面 (图 2中标记为

)构建的, 其以 为法向量,  为

截距. 样本到正、负超平面的距离关系等价于其在平

均超平面的上方或下方, 保证了一致性.

X̃+=(X+, e+) X̃−=(X−, e−) w̃+ = (wT
+, b+)

T

w̃− = (wT
−, b−)

T
w̃ = (w̃+, w̃−) e = (e+, e−)

ξ = (ξ+, ξ−)

为了后续计算方便, 现对式 (6)作如下简化. 令
,  ,  ,

,  ,  ,

, 以及

A =

(
X̃T

+X̃+ O

O X̃T
−X̃−

)
, B =

(
X̃+ X̃+

−X̃− −X̃−

)
.
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因此原优化问题等价于:

min
w̃

c1
2
w̃TAw̃ + λ2||w̃||

1
+

c2(
∑
i∈n+

LRoBoSS((ξ+)i) +
∑
i∈n−

LRoBoSS((ξ−)i));

s.t.

{
Bw̃ ⩾ e− ξ,

ξ ⩾ 0.

最终式 (6)可转化为无约束形式:

min
w̃

c1
2
w̃TAw̃+c2

n∑
i=1

LRoBoSS(1−bTi w̃)+λ2||w̃||
1
.

(7)
 

2.2    算　法

由于 RoBoSS损失的非凸性与 L1罚项的非光

滑性, RGTSVM的优化属于非凸非光滑优化问题,
求解困难. 为此, 受到 Ochs等人

[24]
的启发, 本文采

用近端梯度下降算法来求解问题 (7). 该算法无需求

解二次规划问题, 具备高效稳定的数值计算性能, 且
在高维复杂数据场景中展现出良好的适配性, 为大

规模非凸支持向量机模型的实用化提供了有效途径.
iPiano算法可以解决以下形式的优化问题:

min
x∈Rn

h(x) = f(x) + g(x). (8)

f g

f + g

其中 ,  是光滑的 (可能非凸),  是凸的 (可能不光

滑). 因此, 我们可以将目标函数 (7)看作“ ”的

形式:

min
w̃

c1
2
w̃TAw̃ + c2

n∑
i=1

LRoBoSS(1− bTi w̃)︸ ︷︷ ︸
f

+

λ2||w̃||
1︸ ︷︷ ︸

g

. (9)

ui = 1− bTi w̃ f令 , 则 可展开为分段形式

f(w̃) =



c1
2
w̃TAw̃ + c2

n∑
i=1

λ1{1−

(aui + 1)e−aui}, ui>0,
c1
2
w̃TAw̃, ui ⩽ 0.

(10)

f基于上述形式, 可推导出 的一阶和二阶导:

∇f(w̃) =

c1Aw̃ − c2

n∑
i=1

a2λ1biuie
−aui , ui>0,

c1Aw̃, ui ⩽ 0,
(11)

∇2f(w̃) =


c1A− c2

n∑
i=1

a2λ1bib
T
i (aui − 1)e−aui ,

ui>0,

c1A, ui ⩽ 0.
(12)

∇f w̃1

w̃2 |∇f(w̃1)−∇f(w̃2)| ⩽ L||w̃1 − w̃2||
的利普希茨常数是一个正的常数, 对任意的

和 要满足 ,

则可知

L = ||c1A||+ |c2λ1|a2e−2

n∑
i=1

||bi||2. (13)

g函数 是非光滑但凸的, 其对应的邻近算子由著

名的收缩算子给出:

(I + α∂g)
−1
(w) = max(0, |w| − αλ) · sign(w).

(14)

具体的操作步骤如下.

算法 1　iPiano-RGTSVM

{(xT
i , yi)}n

i=1

L w̃−1 = w̃0 β = 0.5 α =

(1− β)/L ε = 10−6 n = 0

step1: 初始化. 输入训练集 , 利普

希茨常数 ,  , 以及步长参数 , 

, 收敛阈值 , 迭代次数 .

n = 0, 1, 2, . . .step2: 迭代. 对于 , 执行近端梯度

更新:

w̃n+1 = (I + αn∂g)
−1
(w̃n − αn∇f(w̃n)+

βn(w̃
n − w̃n−1)).

||w̃n+1−
w̃n||2<ε

step3: 收敛判定 . 若满足停止条件

, 直接停止迭代, 否则执行 stap4.

n = n+ 1step4: 迭代计数更新. 令 , 返回 step2

继续迭代.

w̃n+1输出: 返回模型 (9)的最优解 .
 

2.3    影响函数

∆x0y0 (x0
T , y0)

T

F (xT , y)
T

F ∆x0y0

Fε = (1− ε)F + ε∆x0y0 ε ∈ (0, 1)

F ∆x0y0

Hampel[25] 引入了影响函数 (influence function),

主要用于衡量估计量在受到单个样本影响时的鲁棒

性. 为了后面的推导便捷, 我们作如下符号定义. 设

是给定样本点 的点质量概率分布,

是正常样本 的分布, 则 与 的混合

分布为 , 其中 是

比例参数, 控制 与 之间的比例.

首先, 作如下定义:

 

标签噪声

标签噪声

 

图 2    平均超平面
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
w∗

0 = argmin
w̃

{
w
f(w̃)dF + λ2

p∑
j=1

|w̃j|},

w∗
ε = argmin

w̃

{
w
f(w̃)dFε + λ2

p∑
j=1

|w̃j|}.
(15)

(x0
T , y0)

T
那么, 所提出的鲁棒估计量在 处的影

响函数的定义为

IF (x0, y0;w
∗
0) = lim

εarrow0+

w∗
ε − w∗

0

ε
. (16)

为了进一步的理论分析, 我们对样本数据做出

了以下假设.

假设 1

M =
w
∇2f(w∗

0)xx
TdF + λ2·

diag(s21(w
∗
0), . . . , s2p(w

∗
0))

是可逆的.

基于上述符号定义和假设 1, 以下定理 1给出了

所提出的 RGTSVM估计的影响函数.

IF (x0, y0;w
∗
0) j

定理 1　对于 RGTSVM, 如果假设 1成立, 则影

响函数 的第 个元素的定义为

IFj(x0, y0;w
∗
0) =


0, w∗

0 j = 0,

M−1
j (∇f(w∗

0)|(x0,y0)−
λ2s1(w

∗
0)), 其他,

(17)

s1(w
∗
0) ||w̃||

1
w∗

0 j其中,  是 在 处的次导数, 其第 个元

素的定义是

s1j(w
∗
ε)

{
= sign(w∗

ε j), |w∗
ε j| ̸= 0,

∈ [−1, 1], |w∗
ε j| = 0,

(18)

∇f(u) ∇2f(u) f(u) u

M−1
j M−1 j

和 分别是 关于 的一阶导和

二阶导, 且 是 的第 行.

证明　根据 KKT(Karush-Kuhn-Tucker)条件 ,

我们有 w
∇f(w∗

ε)dFε + λ2s1(w
∗
ε) = 0. (19)

Fε = (1− ε)F + ε∆x0y0又因为 , 所以式 (19)

可重写为

(1− ε)
w
∇f(w∗

ε)dF + ε∇f(w∗
ε)|(x0,y0)+

λ2s1(w
∗
ε) = 0. (20)

ε将式 (20)的两侧对 求导, 得到

−
w
∇f(w∗

ε)dF + (1− ε)
w
∇2f(w∗

ε)
∂w∗

ε

∂ε
dF+

∇f(w∗
ε)|(x0,y0) + ε∇2f(w∗

ε)|(x0,y0) ·
∂w∗

ε

∂ε
+

λ2 ·
∂

∂ε
s1(w

∗
ε) = 0. (21)

s2(w
∗
ε) =

∂

∂w∗
ε

s1(w
∗
ε)根据式 (18), 令 , 则

s2j(w
∗
ε) =

{∞, |w∗
ε j| = 0,

0, |w∗
ε j| ̸= 0.

(22)

ε → 0然后, 令 , 式 (21)变为

(H+G)IF (x0, y0;w
∗
0) = ∇f(w∗

0)|(x0,y0)−λ2s1(w
∗
0).

(23)

H G其中,  和 定义如下:{
H =

w
∇2f(w∗

0)xx
TdF,

G = λ2 · diag(s21(w
∗
0), . . . , s2p(w

∗
0)).

(24)

H +G=M由假设 1可知,  可逆, 故
IF (x0, y0;w

∗
0) =

(M)
−1
(∇f(w∗

0)|(x0,y0) − λ2s1(w
∗
0)).

证明成立. □

IF (x0, y0;w
∗
0)

推论 1　所提出的鲁棒 RGTSVM估计量的影

响函数 是有界的.
证明 通过 (17)式和柯西-施瓦茨不等式, 可得

||IF (x0, y0;w
∗
0)|| ⩽ ||M−1||||∇f(w∗

0)|(x0,y0)−
λ2s1(w

∗
0)||.
M下先证明 是 Hermite矩阵.

∇2f(w∗
0)

x (xxT )
T
=(xT )

T
xT = xxT

xxT

由克莱罗定理可知, Hessian矩阵 是对

称的; 对任意的实向量 ,  ,

所以 也对称. 因为

HT = (
w
∇2f(w∗

0)xx
TdF )

T

=w
(∇2f(w∗

0)xx
T )

T

dF =w
(xxT )

T

(∇2f(w∗
0))

T
dF =w

xxT∇2f(w∗
0)dF,

∇2f(w∗
0) w∗

0

x

而 是固定点 处的 Hessian常数矩阵,
独立于积分变量 , 因此矩阵乘法满足交换律, 故

xxT∇2f(w∗
0) = ∇2f(w∗

0)xx
T ,

HT =
r
∇2f(w∗

0)xx
TdF = H H

G G

M M M p

从而 ,  , 即 是

对称矩阵. 由矩阵 的定义,  也是对称矩阵, 因此

是对称矩阵. 又 是实矩阵, 故 是 阶 Hermite
矩阵.

M

||M || = max
1⩽i⩽p

|λi(M)| ||M−1|| =
1

min
1⩽i⩽p

|λi(M)| ||IF (x0, y0;w
∗
0)|| ⩽

1

min
1⩽i⩽p

|λi(M)|
||∇f(w∗

0)|(x0,y0) − λ2s1(w
∗
0)||.

||∇f(w∗
0)|(x0,y0)−

λ2s1(w
∗
0)|| ⩽ ||∇f(w∗

0)|(x0,y0)||+ λ2||s1(w
∗
0)||

由于 是 Hermite矩阵且可逆, 其谱范数满足

,  因 此 有

,  故

对右端

范数项施加三角不等式约束 , 则
.

∇f(w∗
0)|(x0,y0) p由于 是维度维 的实梯度向量 ,

有限维欧氏空间内任意固定维实向量的 2-范数必然
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||∇f(w∗
0)|(x0,y0)||

s1(w
∗
0) ||w̃||

1
w∗

0

||s1(w
∗
0)|| ⩽

√√√√ p∑
j=1

12 =
√
p

√
p

λ2||s1(w
∗
0)||

有限, 因此 取得确定有限上界. 另
外,  是 在 处的次导数, 每个分量的绝

对值都不超过 1, 则 , 

为依赖特征维度的有限常数, 因此 同样

有上界.
||∇f(w∗

0)|(x0,y0)||+ λ2||s1(w
∗
0)||

||∇f(w∗
0)|(x0,y0) − λ2s1(w

∗
0)|| M

min
1⩽i⩽p

|λi(M)|>0
1

min
1⩽i⩽p

|λi(M)|

综上,  是有上界

的, 从而 有上界. 又

可逆代表 , 前置系数

取有限正值, 最终可推得影响函数是有界的.
证明成立. □
根据推论 1, 我们所提出的鲁棒 RGTSVM估计

量的影响函数具有有界性. 这一性质意味着样本 (包
括含标签噪声的样本)对模型的影响会被限制在有

限范围内, 从而能够显著降低标签噪声的干扰, 这也

为 RGTSVM的鲁棒性提供了理论层面的明确保障. 

3    实验结果与分析 

3.1    参数设置

a λ

{1, 2, 3, 4, 5} {0.5, 1, 1.5, 2}

为探究所提算法的优越性, 本节开展数值实验,
选 取 TPMSVM[26],  Pin-TSVM[27],  rhingeSVM[28],
CSKB[29],  RoBoSS-SVM,  RoBoTS[30] 以 及

ATFSGTSVM[31]
作为对比算法. 所有对比方法的参

数均按其原文建议范围设定, 并通过 5折交叉验证

结合网格搜索择优, 以最优平均准确率确定最终取

值 . 对于 RGTSVM, 参数 和 的选取与 RoBoSS-
SVM相同, 分别从集合 和

中选取.
为了能够公平地衡量各模型的分类性能, 我们

在实验中采用准确率 (acc)、F分数 (fscore)和几何

均值 (gmean)作为评估指标. F分数和几何均值的定

义如下:

TPR =
TP

TP + FN
, TNR =

TN

TN + FP
,

fscore =
2TP

2TP + FP + FN
,

gmean =
√
TPR · TNR.

其中, TP、TN分别代表被模型正确划分的正类、负

类样本数量; FP为负类样本被误判为正类的数量,
FN为正类样本被误判为负类的数量. TPR是正类召

回率, TNR是负类特异度.
所有实验均在Windows 11操作系统环境下, 使

用 R 4.5.1软件进行, 硬件平台配置为 Intel(R) Core
(TM) i7-14700F处理器 (主频 2.10 GHz)及 32 GB运

行内存. 

3.2    基于合成数据集的实验研究

i ∈
{1, 2, . . . , 80} xi u1 Σ1

i ∈ {81, 82, . . . , 160} xi

u2 Σ2 u1 = (2, 5)
T

u2 =

(5, 2)
T

Σ1 = Σ2 = diag(1.5, 1.5)

fC(x) = x1 − x2

(1) 为验证 RGTSVM对标签噪声的鲁棒性, 我
们采用包含 160个样本的二维合成数据集进行实验.
该数据集以等概率从两个高斯分布生成 : 当

时,  服从均值为 、协方差为 的正

态分布; 当 时 ,  服从均值为

、协方差为 的正态分布. 其中,  , 

,  . 此时的贝叶斯

分类器为 .

为系统研究标签噪声对模型性能的影响, 实验

在不同噪声比例下开展, 且仅针对正类样本添加单

边噪声.
图 3展示了无噪声情况下各模型的决策边界与

贝叶斯最优决策边界的对比, 其中黑色虚线代表贝

叶斯最优决策边界, 黑色实线表示从各模型获得的

决策边界. 实验结果表明, 在无噪声时, 各对比模型

学习得到的决策边界均与贝叶斯最优边界存在可观
 

 

(a)TPMSVM 的决策边界 (b)Pin-TSVM 的决策边界 (c)rhinge-SVM 的决策边界 

(e)RoBoSS-SVM 的决策边界 (f)RoBoTS 的决策边界 (g)ATFSGTSVM 的决策边界 

(d)CSKB 的决策边界 

(h)RGTSVM的决策边界 

图 3    无噪声情况下各模型的决策边界
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测的偏离, 而 RGTSVM的决策边界与贝叶斯最优边

界高度吻合, 未出现明显偏移, 充分体现该融合框架

优异的数据结构适配能力.
表 1至表 3分别展示了案例 (1)在以准确率、

F分数和几何均值作为评价指标时的实验结果, 其
中涵盖了不同噪声比下的性能对比, 粗体表示最佳

实验结果. 随着噪声比例从 5%增至 35%, 各对比模

型的各项评价指标均呈现整体下滑趋势, 但不同模

型对标签噪声的敏感程度呈现明显分化 . 其中 ,
RGTSVM在各噪声水平下均取得最优或次优性能,
且指标衰减幅度明显小于其他对比模型, 验证了其

对标签噪声的强鲁棒性.
 
 

表 1     不同噪声比下的分类准确率和标准差

噪声比
TPMSVM
acc±sd

Pin-TSVM
acc±sd

rhinge-SVM
acc±sd

CSKB
acc±sd

RoBoSS-SVM
acc±sd

RoBoTS
acc±sd

ATFSGTSVM
acc±sd

RGTSVM
acc±sd

0% 0.956±0.068 0.956±0.068 0.963±0.056 0.963±0.041 0.956±0.068 0.963±0.056 0.956±0.068 0.963±0.056

5% 0.944±0.026 0.938±0.038 0.950±0.047 0.938±0.058 0.950±0.052 0.931±0.060 0.944±0.026 0.956±0.052

20% 0.894±0.028 0.894±0.028 0.875±0.022 0.881±0.041 0.900±0.026 0.831±0.057 0.887±0.036 0.900±0.026

35% 0.825±0.075 0.838±0.075 0.831±0.068 0.794±0.084 0.831±0.072 0.781±0.096 0.825±0.098 0.838±0.071
 
 
 

表 2     不同噪声比下的 F 分数和标准差

噪声比
TPMSVM
fscore±sd

Pin-TSVM
fscore±sd

rhinge-SVM
fscore±sd

CSKB
fscore±sd

RoBoSS-SVM
fscore±sd

RoBoTS
fscore±sd

ATFSGTSVM
fscore±sd

RGTSVM
fscore±sd

0% 0.958±0.062 0.958±0.062 0.961±0.054 0.959±0.042 0.956±0.063 0.966±0.048 0.958±0.062 0.961±0.054

5% 0.942±0.025 0.935±0.037 0.949±0.049 0.934±0.059 0.949±0.053 0.929±0.052 0.942±0.025 0.955±0.053

20% 0.878±0.027 0.878±0.027 0.851±0.018 0.852±0.059 0.885±0.024 0.785±0.110 0.873±0.030 0.885±0.024

35% 0.752±0.145 0.789±0.085 0.770±0.094 0.744±0.065 0.783±0.080 0.684±0.144 0.767±0.112 0.787±0.077

 
 

表 3     不同噪声比下的几何均值和标准差

噪声比
TPMSVM
gmean±sd

Pin-TSVM
gmean±sd

rhinge-SVM
gmean±sd

CSKB
gmean±sd

RoBoSS-SVM
gmean±sd

RoBoTS
gmean±sd

ATFSGTSVM
gmean±sd

RGTSVM
gmean±sd

0% 0.956±0.068 0.956±0.068 0.960±0.056 0.961±0.041 0.953±0.070 0.953±0.073 0.956±0.068 0.960±0.056

5% 0.946±0.026 0.942±0.040 0.951±0.046 0.942±0.056 0.952±0.051 0.920±0.071 0.946±0.026 0.959±0.051

20% 0.900±0.022 0.900±0.022 0.875±0.025 0.872±0.054 0.906±0.020 0.815±0.090 0.894±0.032 0.906±0.020

35% 0.831±0.084 0.863±0.072 0.844±0.060 0.819±0.076 0.858±0.070 0.754±0.103 0.845±0.102 0.860±0.069
 

该鲁棒性可归因于 RGTSVM的结构设计 :
RoBoSS损失的有界性削弱了误分类样本对边界的

偏移影响, L1正则化则通过稀疏化约束降低无关特

征在噪声环境下的干扰, 二者协同保障了模型在噪

声环境下的决策稳定性. 因此, RGTSVM不仅在高

噪声条件下具有显著的性能优势, 更在结构上具备

对标签噪声的系统不敏感性, 适用于现实场景中高

维噪声数据的鲁棒分类任务.

u1 = (0.8,−0.4)
T

u2 =

(−0.8, 0.4)
T

Σ1 = Σ2 = diag(0.4, 0.4)

(2) 实际应用中, 数据噪声与高标注成本常迫使

研究者采用重采样技术. 然而, 该操作易引入训练集

扰动, 导致决策边界不稳定, 因此模型对重采样的鲁

棒性尤为关键. 本节通过合成数据扰动实验, 系统验

证 RGTSVM的重采样鲁棒性. 在上述案例 (1)的基础

上调整, 将参数重新设置为 , 

,  , 且实验重

复进行了 30次.
图 4为多次重采样下各模型的决策边界簇可视

化结果 . 从均值维度来看 ,  RGTSVM、 rhinge-SVM

与 ATFSGTSVM均可以取得较高准确率; 但从方差

维度看, ATFSGTSVM的分类器簇紧凑程度略优于

RGTSVM, 二者均显著优于其余对比模型, 体现出更

强的重采样扰动鲁棒性 . 相比之下 ,  Pin-TSVM和

CSKB等模型的决策边界分布分散, 特别是在数据

边缘波动明显, 这说明其分类结果易受重采样干扰,
对样本扰动的适应能力有限.

综上, RGTSVM可减轻重采样造成的均值偏移,
约束超平面簇离散程度, 减小泛化误差. 尽管在重采

样稳定性方面稍弱于 ATFSGTSVM, 但其综合性能

位居第二, 具备显著的竞争优势.

i ∈ {1, 2, . . . , n/2} xi N(u,Σ)

xi N(−u,Σ) u = (0.1, 0.2, 0.3, 0.4, 0.5, 0,

. . . 0)T n Σ = (σij)

i ∈ {1, 2, . . . , n} σii = 1 1 ⩽ i ̸=

(3) 为了验证 RGTSVM是否具有处理高维复杂

噪声的能力, 我们生成了以下案例. 在此案例中, 样
本是由两个等概率的多元高斯分布生成的 : 当

时 ,  服从分布 , 否则

服从分布 . 

是 维向量, 协方差矩阵 的设定为:

对于 , 有 , 且对于
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j ⩽ 5 σij =−0.2

(n, p)

, 有 , 其余元素均为零. 我们在不同

的噪声比例与 设置下, 将噪声引入高维数据,

结果如表 4至表 6所示, 粗体表示最佳实验结果.
三种高维参数设置下各模型性能变化趋势统一,

性能均随噪声比例升高逐步衰减. 其中, RGTSVM
在各噪声水平下始终保持最优或次优的预测精度,
且标准差整体更低, 抗高维噪声能力突出. 尤其在

35%高噪声环境下, 其余对比模型各项指标显著恶

化、部分算法趋于失效, 而 RGTSVM依旧能够维持

稳定且可观的分类性能. 这一优势得益于 RGTSVM
通过结合鲁棒损失与稀疏罚项, 在高维含噪数据中

实现了分类精度与模型稀疏性的有效平衡, 具有较

强的实用性与适应性. 

3.3    参数敏感性分析

为了评估参数对算法性能的影响, 本文在 3.2节

C1(= C2)

ε1(= ε2) λ1

λ2

案例 (2)的情况下, 分析了罚项化参数 和

不敏感损失参数 、边界参数 和正则化参

数 在不同取值时对算法性能的影响, 结果如图 5

和图 6所示.

C1

ε1

观察图 5, 发现每一行的准确率都一致, 说明在

当前数据场景与参数区间内,  的取值对准确率无

明显影响. 但 是影响模型准确率的核心参数, 其取

值不同会导致准确率出现明显分层, 准确率出现小

幅波动.

λ1

λ1 = 2 λ2

λ1 λ2 λ2

图 6表明, 边界参数 对模型性能起决定性作

用, 当 时可完全抵消正则项 带来的性能扰

动. 低取值 对 高度敏感, 随着 增大, 模型准确

率整体呈上升趋势, 表明适当的 L1罚项化有助于提

升模型性能. 参数间的交互作用表明需要平衡罚项

化强度与损失函数权重. 整体来看, 模型对参数变化
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图 4    重采样情况下各模型的决策边界

 

表 4     (n=50, p=100) 时不同噪声比例下模型性能结果

(a) acc

噪声比 TPMSVM Pin-TSVM rhinge-SVM CSKB RoBoSS-SVM RoBoTS ATFSGTSVM RGTSVM
0% 0.841±0.121 0.821±0.154 0.881±0.101 0.839±0.149 0.841±0.121 0.860±0.089 0.801±0.087 0.900±0.036

5% 0.782±0.086 0.804±0.170 0.783±0.134 0.702±0.096 0.784±0.189 0.803±0.120 0.763±0.154 0.821±0.055

20% 0.760±0.059 0.740±0.031 0.820±0.059 0.661±0.063 0.761±0.154 0.719±0.040 0.761±0.053 0.820±0.006

35% 0.679±0.127 0.640±0.013 0.641±0.050 0.578±0.162 0.659±0.042 0.681±0.084 0.699±0.109 0.743±0.145

(b) fscore

0% 0.839±0.150 0.807±0.205 0.881±0.114 0.845±0.168 0.839±0.150 0.839±0.150 0.792±0.121 0.902±0.042

5% 0.760±0.106 0.774±0.201 0.741±0.198 0.647±0.226 0.746±0.250 0.755±0.199 0.716±0.221 0.812±0.067

20% 0.692±0.086 0.714±0.048 0.780±0.058 0.531±0.085 0.760±0.086 0.556±0.192 0.687±0.035 0.809±0.045

35% 0.543±0.109 0.333±0.289 0.543±0.109 0.372±0.212 0.579±0.084 0.432±0.388 0.579±0.084 0.646±0.210

(c) gmean

0% 0.822±0.118 0.797±0.156 0.877±0.090 0.805±0.169 0.822±0.118 0.825±0.113 0.780±0.063 0.879±0.063

5% 0.765±0.101 0.794±0.179 0.754±0.168 0.643±0.146 0.761±0.214 0.776±0.161 0.745±0.182 0.813±0.055

20% 0.735±0.081 0.725±0.056 0.806±0.027 0.607±0.079 0.717±0.222 0.621±0.124 0.737±0.039 0.822±0.080

35% 0.646±0.131 0.393±0.341 0.645±0.070 0.493±0.161 0.680±0.089 0.465±0.407 0.672±0.108 0.731±0.133
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相对鲁棒 , 准确率变化范围较小 , 稳定在 0.912与
0.919之间. 综上, 算法对调优参数的选择具有较强

的鲁棒性. 

3.4    收敛性分析

本文基于 iPiano框架构建的优化算法具备严格

的收敛性理论保障. 由 Ochs等人构建的定理 4.8可
知, 对满足 Kurdyka–Lojasiewicz性质的非凸非光滑

函数, 在适配的步长条件下, 算法迭代序列可收敛至

临界点. 基于此, 本文不再重复开展收敛性理论证明

工作, 仅通过数值实验验证算法的实际收敛效果. 实
验选取 3.2节中案例 (1)作为测试场景, 在采用最优

参数设置的条件下, RGTSVM的迭代过程如图 7所
示. 实验结果表明, 随着迭代次数增加, 各噪声比例

下的目标函数值均持续下降, 并最终趋于稳定. 这说

 

表 5     (n=50, p=150) 时不同噪声比例下模型性能结果

(a) acc

噪声比 TPMSVM Pin-TSVM rhinge-SVM CSKB RoBoSS-SVM RoBoTS ATFSGTSVM RGTSVM
0% 0.941±0.059 0.880±0.004 0.961±0.068 0.881±0.057 0.961±0.068 0.961±0.068 0.920±0.033 0.980±0.034

5% 0.941±0.059 0.922±0.090 0.920±0.033 0.838±0.076 0.859±0.040 0.922±0.090 0.920±0.033 0.941±0.059

20% 0.819±0.066 0.839±0.038 0.839±0.038 0.779±0.039 0.838±0.096 0.799±0.073 0.819±0.066 0.859±0.071

35% 0.680±0.084 0.720±0.084 0.700±0.071 0.640±0.167 0.720±0.110 0.680±0.192 0.700±0.141 0.740±0.089

(b) fscore

0% 0.937±0.073 0.880±0.026 0.952±0.082 0.894±0.027 0.958±0.072 0.958±0.072 0.909±0.047 0.978±0.038

5% 0.933±0.072 0.922±0.090 0.910±0.031 0.837±0.052 0.857±0.033 0.916±0.104 0.910±0.031 0.939±0.063

20% 0.783±0.061 0.804±0.061 0.811±0.019 0.735±0.080 0.808±0.098 0.724±0.129 0.756±0.107 0.836±0.063

35% 0.480±0.084 0.617±0.161 0.494±0.093 0.467±0.225 0.528±0.122 0.547±0.137 0.497±0.118 0.633±0.075

(c) gmean

0% 0.931±0.067 0.864±0.018 0.955±0.077 0.855±0.088 0.961±0.068 0.961±0.068 0.914±0.043 0.978±0.037

5% 0.936±0.067 0.923±0.089 0.914±0.029 0.831±0.075 0.855±0.034 0.917±0.093 0.914±0.029 0.942±0.059

20% 0.815±0.064 0.839±0.050 0.838±0.028 0.774±0.055 0.829±0.084 0.766±0.104 0.795±0.092 0.852±0.053

35% 0.583±0.065 0.650±0.120 0.597±0.081 0.593±0.207 0.606±0.092 0.601±0.132 0.584±0.106 0.689±0.079
 

表 6     (n=50, p=200) 时不同噪声比例下模型性能结果

(a) acc

噪声比 TPMSVM Pin-TSVM rhinge-SVM CSKB RoBoSS-SVM RoBoTS ATFSGTSVM RGTSVM
0% 0.941±0.059 0.941±0.059 0.922±0.090 0.839±0.038 0.922±0.068 0.961±0.034 0.859±0.040 0.941±0.059

5% 0.920±0.033 0.920±0.033 0.919±0.070 0.859±0.071 0.941±0.059 0.902±0.090 0.920±0.089 0.941±0.059

20% 0.862±0.088 0.842±0.088 0.841±0.066 0.717±0.137 0.862±0.088 0.841±0.121 0.800±0.089 0.882±0.156

35% 0.841±0.030 0.800±0.031 0.820±0.059 0.820±0.006 0.860±0.032 0.839±0.038 0.859±0.071 0.860±0.032

(b) fscore

0% 0.942±0.050 0.942±0.050 0.926±0.067 0.818±0.085 0.906±0.100 0.955±0.045 0.850±0.060 0.942±0.050

5% 0.918±0.008 0.918±0.008 0.914±0.083 0.863±0.043 0.944±0.049 0.903±0.100 0.927±0.071 0.944±0.049

20% 0.816±0.110 0.806±0.114 0.790±0.072 0.602±0.206 0.816±0.110 0.763±0.192 0.728±0.192 0.841±0.201

35% 0.777±0.053 0.723±0.108 0.742±0.131 0.755±0.024 0.798±0.061 0.750±0.097 0.793±0.113 0.806±0.069

(c) gmean

0% 0.938±0.074 0.938±0.074 0.925±0.096 0.838±0.041 0.904±0.083 0.972±0.025 0.860±0.051 0.938±0.074

5% 0.917±0.042 0.917±0.042 0.905±0.083 0.852±0.053 0.941±0.066 0.908±0.080 0.917±0.087 0.941±0.066

20% 0.848±0.099 0.851±0.100 0.825±0.069 0.678±0.182 0.848±0.099 0.805±0.176 0.773±0.097 0.875±0.181

35% 0.841±0.056 0.796±0.078 0.813±0.092 0.824±0.026 0.855±0.045 0.810±0.068 0.850±0.065 0.866±0.045
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明该算法能够在有限迭代次数内实现收敛, 展现出

在不同噪声干扰下良好的收敛稳定性, 从而进一步

验证了算法在优化效率与鲁棒性方面的表现.
 

3.5    训练耗时分析

为评估所提算法在不同数据规模下的计算效率,

本文选取 waveform和 wp两组典型 UCI数据集, 开

展多梯度样本规模下的训练耗时对比实验, 结果如

图 8所示 . 随样本量增大 , 各算法耗时均上升 , 但

RGTSVM全程显著低于 RoBoSS-SVM, 且二者差距

持续扩大. 尽管 RGTSVM求解更复杂的非凸非光滑

优化问题, 但 iPiano依托惯性加速与近端分裂策略,
实际效率优于 RoBoSS-SVM的 NAG算法, 验证了

iPiano处理非凸非光滑目标的求解优势, 也说明优

化器需与目标问题结构适配. 横向对比, RGTSVM
训练效率位列第二 , 仅略逊于 CSKB. 结合表 8至
表 10不同噪声比例下的精度结果, RGTSVM在多

数噪声场景均取得最优或次优性能. 综上, 该算法以

较小效率代价实现了强鲁棒性与泛化能力, 达到了

精度与效率的最优权衡.
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图 8   训练时间的对比实验
 
 

3.6    基于 UCI 数据集的实验研究
 

3.6.1    实验设置与结果

为验证模型的泛化能力, 我们在多组 UCI数据

集上进行了测试, 具体数据集信息详见表 7. 此外, 为
检验模型对异常值的鲁棒性, 随机翻转 15%和 35%
的训练样本标签以注入噪声. 表 8至表 10分别对应

0%, 15%, 35%噪声下各模型在 acc, fscore和 gmean
上的对比结果, 其中粗体表示最佳实验结果.

无噪声场景下, 所有对比算法均可完成基础分

类任务, 但针对不同数据分布与类别均衡程度的适

配能力存在明显分化 . 从最优数据集数量来看 ,
rhinge-SVM表现最为突出, 在三项指标上分别取得

4, 4, 5项最优; RGTSVM次之, 分别有 4、3和 2项
最优结果; RoBoSS-SVM各两个数据集最优; 其余模

型仅在个别数据集或指标上表现领先. 综合三项指

标, rhinge-SVM与 RGTSVM在无噪声时展现出更

强的泛化性能和鲁棒性, 其他模型性能波动较大.
 
 

表 7     UCI 数据集

数据集 样本个数 特征维度

acoustic 400 50

bads 1 372 4

heartfailure 299 12

messidor 1 151 19

raisin 900 7

shillbidding 6 321 9

tripadvisor 980 9

vertebral 310 6

waveform 5 000 40

wp 4 746 15
 

表 9展示 15%标签噪声下各模型的抗干扰能

力和分类稳定性 . 从各指标上的最优频次来看 ,
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表 8     0% 标签噪声的 UCI 数据集实验结果

(a) acc
数据集 TPMSVM Pin-TSVM rhinge-SVM CSKB RoBoSS-SVM RoBoTS ATFSGTSVM RGTSVM
acoustic 0.825±0.040 0.812±0.035 0.875±0.036 0.635±0.035 0.845±0.048 0.822±0.043 0.748±0.048 0.842±0.038
bads 0.976±0.012 0.960±0.009 0.988±0.011 0.811±0.068 0.980±0.005 0.770±0.071 0.847±0.022 0.980±0.008

heartfailure 0.839±0.049 0.843±0.055 0.849±0.057 0.716±0.059 0.836±0.048 0.790±0.107 0.799±0.079 0.856±0.058
messidor 0.702±0.029 0.592±0.045 0.744±0.035 0.568±0.050 0.637±0.053 0.718±0.037 0.595±0.027 0.699±0.029
raisin 0.860±0.014 0.863±0.017 0.868±0.012 0.829±0.027 0.873±0.019 0.858±0.011 0.828±0.022 0.862±0.014

shillbidding 0.980±0.007 0.970±0.011 0.982±0.012 0.962±0.024 0.972±0.015 0.955±0.016 0.959±0.012 0.982±0.011
tripadvisor 0.747±0.026 0.748±0.017 0.734±0.034 0.631±0.064 0.766±0.050 0.734±0.029 0.737±0.014 0.738±0.030
vertebral 0.845±0.027 0.820±0.076 0.842±0.026 0.726±0.086 0.848±0.029 0.790±0.064 0.742±0.088 0.861±0.027
waveform 0.847±0.020 0.822±0.034 0.868±0.033 0.759±0.090 0.865±0.027 0.828±0.034 0.827±0.035 0.869±0.030

wp 0.845±0.042 0.838±0.041 0.849±0.041 0.731±0.076 0.846±0.044 0.533±0.268 0.839±0.051 0.848±0.040

(b) fscore
acoustic 0.821±0.053 0.819±0.038 0.874±0.043 0.633±0.070 0.848±0.048 0.817±0.048 0.755±0.044 0.845±0.039
bads 0.973±0.015 0.956±0.010 0.987±0.012 0.806±0.062 0.978±0.005 0.798±0.053 0.828±0.024 0.978±0.009

heartfailure 0.736±0.110 0.745±0.117 0.745±0.110 0.601±0.136 0.732±0.109 0.667±0.178 0.692±0.129 0.733±0.100
messidor 0.673±0.044 0.514±0.113 0.733±0.045 0.547±0.114 0.643±0.061 0.743±0.035 0.597±0.036 0.697±0.053
raisin 0.854±0.019 0.856±0.022 0.863±0.013 0.815±0.036 0.868±0.023 0.855±0.012 0.810±0.029 0.856±0.015

shillbidding 0.905±0.035 0.846±0.069 0.908±0.052 0.820±0.106 0.856±0.091 0.727±0.061 0.821±0.079 0.910±0.048
tripadvisor 0.219±0.105 0.183±0.095 0.038±0.027 0.204±0.083 0.281±0.087 0.188±0.071 0.207±0.117 0.163±0.052
vertebral 0.759±0.055 0.711±0.129 0.769±0.023 0.623±0.139 0.768±0.027 0.730±0.040 0.664±0.072 0.782±0.018
waveform 0.878±0.018 0.846±0.027 0.891±0.029 0.800±0.059 0.890±0.021 0.869±0.020 0.849±0.030 0.897±0.023

wp 0.865±0.046 0.858±0.044 0.868±0.043 0.783±0.064 0.865±0.047 0.367±0.439 0.860±0.051 0.867±0.044

(c) gmean
acoustic 0.823±0.043 0.813±0.037 0.876±0.039 0.630±0.040 0.845±0.047 0.822±0.044 0.748±0.046 0.843±0.040
bads 0.975±0.013 0.960±0.011 0.988±0.011 0.811±0.068 0.982±0.005 0.759±0.083 0.844±0.022 0.981±0.008

heartfailure 0.810±0.067 0.818±0.069 0.811±0.071 0.702±0.080 0.808±0.063 0.755±0.131 0.780±0.063 0.782±0.008
messidor 0.698±0.031 0.565±0.074 0.745±0.034 0.540±0.063 0.638±0.053 0.712±0.042 0.597±0.029 0.697±0.033
raisin 0.859±0.016 0.862±0.018 0.867±0.012 0.825±0.030 0.872±0.020 0.857±0.010 0.823±0.025 0.861±0.014

shillbidding 0.978±0.018 0.924±0.067 0.957±0.042 0.928±0.077 0.933±0.055 0.760±0.056 0.973±0.009 0.947±0.038
tripadvisor 0.352±0.108 0.312±0.103 0.123±0.074 0.367±0.087 0.405±0.081 0.327±0.081 0.343±0.112 0.300±0.056
vertebral 0.817±0.054 0.781±0.087 0.832±0.020 0.708±0.129 0.828±0.032 0.800±0.043 0.749±0.089 0.833±0.019
waveform 0.850±0.015 0.849±0.032 0.883±0.026 0.766±0.117 0.878±0.024 0.800±0.077 0.856±0.029 0.869±0.029

wp 0.868±0.040 0.862±0.039 0.874±0.038 0.712±0.106 0.870±0.039 0.424±0.381 0.865±0.051 0.874±0.038
 

表 9     15% 标签噪声的 UCI 数据集实验结果

(a) acc
数据集 TPMSVM Pin-TSVM rhinge-SVM CSKB RoBoSS-SVM RoBoTS ATFSGTSVM RGTSVM
acoustic 0.735±0.029 0.708±0.058 0.747±0.053 0.588±0.107 0.732±0.043 0.718±0.037 0.710±0.042 0.748±0.038
bads 0.977±0.012 0.964±0.016 0.978±0.010 0.818±0.085 0.982±0.008 0.976±0.013 0.845±0.013 0.973±0.012

heartfailure 0.809±0.056 0.813±0.047 0.826±0.046 0.682±0.070 0.813±0.047 0.799±0.074 0.776±0.106 0.829±0.053
messidor 0.682±0.026 0.624±0.027 0.696±0.007 0.578±0.037 0.644±0.015 0.651±0.114 0.603±0.029 0.692±0.014
raisin 0.861±0.028 0.853±0.025 0.858±0.034 0.816±0.038 0.859±0.040 0.853±0.018 0.836±0.015 0.858±0.032

shillbidding 0.969±0.008 0.969±0.015 0.971±0.005 0.848±0.056 0.978±0.008 0.968±0.012 0.970±0.011 0.976±0.016
tripadvisor 0.742±0.017 0.744±0.007 0.735±0.010 0.685±0.046 0.745±0.004 0.738±0.012 0.735±0.021 0.737±0.017
vertebral 0.819±0.021 0.739±0.025 0.829±0.023 0.700±0.034 0.823±0.021 0.794±0.041 0.716±0.019 0.836±0.019
waveform 0.833±0.037 0.831±0.034 0.832±0.025 0.713±0.106 0.829±0.049 0.810±0.032 0.817±0.032 0.832±0.019

wp 0.833±0.052 0.832±0.033 0.852±0.022 0.770±0.060 0.838±0.041 0.833±0.042 0.843±0.029 0.853±0.026

(b) fscore
acoustic 0.739±0.005 0.713±0.040 0.749±0.030 0.584±0.100 0.733±0.050 0.719±0.012 0.709±0.035 0.754±0.025
bads 0.975±0.012 0.960±0.017 0.976±0.009 0.816±0.081 0.980±0.007 0.974±0.013 0.820±0.026 0.971±0.012

heartfailure 0.713±0.099 0.712±0.095 0.729±0.087 0.468±0.120 0.711±0.092 0.702±0.094 0.694±0.141 0.718±0.104
messidor 0.645±0.069 0.596±0.061 0.635±0.036 0.501±0.189 0.643±0.026 0.646±0.099 0.600±0.017 0.686±0.016
raisin 0.852±0.003 0.839±0.040 0.850±0.038 0.804±0.041 0.852±0.044 0.849±0.023 0.819±0.029 0.851±0.037

shillbidding 0.861±0.046 0.836±0.086 0.862±0.022 0.379±0.186 0.892±0.046 0.819±0.090 0.859±0.047 0.870±0.089
tripadvisor 0.225±0.187 0.230±0.144 0.043±0.045 0.126±0.120 0.215±0.157 0.184±0.173 0.168±0.149 0.186±0.083
vertebral 0.746±0.040 0.670±0.095 0.742±0.049 0.607±0.106 0.718±0.059 0.721±0.039 0.649±0.067 0.739±0.060
waveform 0.857±0.033 0.857±0.026 0.859±0.020 0.764±0.075 0.854±0.044 0.850±0.029 0.840±0.026 0.867±0.015

wp 0.859±0.045 0.856±0.032 0.873±0.023 0.821±0.035 0.865±0.032 0.863±0.033 0.869±0.022 0.875±0.025

(c) gmean
acoustic 0.736±0.031 0.710±0.056 0.748±0.053 0.591±0.106 0.733±0.041 0.717±0.037 0.712±0.040 0.749±0.039
bads 0.978±0.012 0.965±0.016 0.979±0.011 0.819±0.082 0.983±0.008 0.977±0.014 0.838±0.019 0.974±0.012

heartfailure 0.793±0.077 0.791±0.075 0.802±0.067 0.584±0.085 0.788±0.071 0.775±0.071 0.777±0.105 0.786±0.080
messidor 0.672±0.044 0.616±0.035 0.676±0.025 0.516±0.091 0.645±0.016 0.650±0.113 0.603±0.027 0.691±0.012
raisin 0.859±0.029 0.848±0.032 0.856±0.035 0.813±0.036 0.856±0.041 0.853±0.018 0.830±0.021 0.855±0.033

shillbidding 0.978±0.010 0.910±0.068 0.945±0.039 0.630±0.184 0.964±0.045 0.866±0.075 0.945±0.051 0.931±0.065
tripadvisor 0.354±0.188 0.360±0.153 0.113±0.108 0.239±0.179 0.341±0.164 0.286±0.220 0.295±0.162 0.320±0.101
vertebral 0.819±0.017 0.756±0.022 0.807±0.026 0.706±0.053 0.785±0.041 0.789±0.028 0.739±0.022 0.799±0.024
waveform 0.858±0.029 0.854±0.023 0.853±0.020 0.714±0.151 0.849±0.045 0.803±0.041 0.848±0.023 0.829±0.020

wp 0.854±0.057 0.857±0.032 0.876±0.020 0.741±0.134 0.857±0.053 0.846±0.041 0.863±0.041 0.877±0.026
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RGTSVM依次为 4, 4, 3, 抗干扰能力突出; RoBoSS-
SVM次之, 最优次数为 3, 2, 1; TPMSVM分别取得

2, 3和 4次最优, 尤其在平衡性指标上表现不俗. 其
余模型仅存在零星最优表现 . 总体而言 ,  RoBoSS-
SVM综合鲁棒性最佳, RGTSVM准确率竞争力较

强, 但在类别均衡性方面仍需进一步优化.
表 10为 35%高标签噪声环境下的实验结果 .

噪声比例提升后, 各模型抗干扰性能差距进一步拉

大. RGTSVM在高噪声场景优势显著, 分别取得 7,
5, 4项最优, 较其在 15%噪声时有大幅提升, 展现出

优异的极端噪声适配能力. 反观 15%噪声下表现稳

健的 RoBoSS-SVM, 高噪声环境下最优次数仅为 1,
3, 1, 抗噪性能显著受限. 其余模型无稳定优势, 仅在

个别数据集上偶有领先. 综上, RGTSVM可有效抑

制高强度标签噪声干扰, 在分类精度与类别均衡性

上均具备优异的综合性能. 

3.6.2    统计分析

为验证 RGTSVM的有效性, 本文通过 Friedman

检验
[32]

在多个数据集上对各模型进行比较, 其零假

设是所有模型无显著差异. 如果零假设被拒绝, 则进

行 Nemenyi检验. Friedman统计的定义为

FF =
(Dn − 1)χ2

F

Dn(Ck − 1)− χ2
F

. (25)

χ2
F Dn

Ck Ri i

其中 ,  的定义如下所示 ,  是数据集的数量 ,

是模型的数量,  是第 个模型的平均秩.

χ2
F =

12Dn

Ck(Ck + 1)
(

Ck∑
i=1

R2
i −

Ck(Ck + 1)
2

4
). (26)

Dn = 10 Ck = 8 FF =

16.257 FF = 10.692

FF = 12.071

因为 ,  , 则对于噪声比 0%, 

; 对于噪声比 15%,  ; 对于噪声

比 35%,  .

FF ∼ F (7, 63)在我们的实验中,  , 当显著性水

 

表 10     35% 标签噪声的 UCI 数据集实验结果

(a)acc

数据集 TPMSVM Pin-TSVM rhinge-SVM CSKB RoBoSS-SVM RoBoTS ATFSGTSVM RGTSVM
acoustic 0.663±0.073 0.650±0.102 0.675±0.075 0.522±0.093 0.620±0.074 0.547±0.069 0.653±0.084 0.650±0.046

bads 0.967±0.020 0.927±0.035 0.968±0.015 0.645±0.168 0.969±0.021 0.955±0.035 0.861±0.016 0.973±0.019

heartfailure 0.743±0.147 0.739±0.119 0.726±0.088 0.581±0.117 0.736±0.132 0.706±0.015 0.716±0.034 0.759±0.110

messidor 0.575±0.099 0.577±0.047 0.592±0.058 0.488±0.041 0.587±0.053 0.550±0.053 0.584±0.042 0.615±0.055

raisin 0.849±0.040 0.851±0.089 0.807±0.074 0.821±0.049 0.850±0.046 0.817±0.046 0.824±0.038 0.833±0.034

shillbidding 0.968±0.019 0.965±0.023 0.968±0.018 0.848±0.107 0.973±0.018 0.962±0.027 0.956±0.009 0.974±0.012

tripadvisor 0.700±0.043 0.699±0.068 0.723±0.050 0.655±0.074 0.726±0.049 0.676±0.079 0.664±0.087 0.733±0.046

vertebral 0.726±0.120 0.684±0.099 0.755±0.095 0.591±0.115 0.774±0.123 0.735±0.066 0.710±0.051 0.813±0.069

waveform 0.783±0.021 0.762±0.089 0.764±0.074 0.608±0.167 0.760±0.041 0.647±0.119 0.774±0.045 0.789±0.035

wp 0.800±0.040 0.796±0.068 0.781±0.066 0.576±0.153 0.805±0.056 0.790±0.053 0.781±0.058 0.794±0.059

(b) fscore

acoustic 0.664±0.082 0.647±0.093 0.677±0.089 0.507±0.110 0.621±0.062 0.530±0.111 0.651±0.112 0.657±0.054

bads 0.964±0.022 0.924±0.034 0.965±0.015 0.685±0.168 0.967±0.021 0.953±0.034 0.844±0.031 0.959±0.025

heartfailure 0.586±0.083 0.584±0.076 0.505±0.218 0.445±0.156 0.620±0.059 0.589±0.085 0.561±0.124 0.580±0.065

messidor 0.574±0.114 0.480±0.123 0.588±0.091 0.481±0.078 0.626±0.042 0.562±0.073 0.589±0.040 0.636±0.065

raisin 0.835±0.049 0.841±0.038 0.773±0.101 0.813±0.043 0.847±0.046 0.807±0.053 0.806±0.062 0.831±0.032

shillbidding 0.803±0.179 0.845±0.092 0.843±0.022 0.346±0.198 0.807±0.018 0.816±0.122 0.810±0.038 0.813±0.088

tripadvisor 0.200±0.122 0.183±0.140 0.054±0.120 0.200±0.051 0.057±0.126 0.147±0.173 0.197±0.118 0.206±0.195

vertebral 0.646±0.078 0.656±0.060 0.691±0.059 0.480±0.277 0.692±0.070 0.660±0.083 0.669±0.058 0.712±0.092

waveform 0.816±0.020 0.802±0.072 0.807±0.063 0.660±0.158 0.799±0.038 0.701±0.129 0.811±0.040 0.828±0.032

wp 0.834±0.035 0.821±0.065 0.826±0.031 0.623±0.153 0.837±0.042 0.829±0.045 0.827±0.032 0.839±0.045

(c) gmean

acoustic 0.663±0.074 0.646±0.096 0.678±0.077 0.518±0.092 0.622±0.064 0.536±0.080 0.650±0.087 0.653±0.049

bads 0.969±0.019 0.930±0.035 0.967±0.014 0.616±0.232 0.965±0.019 0.956±0.033 0.858±0.020 0.971±0.023

heartfailure 0.686±0.055 0.665±0.067 0.594±0.189 0.556±0.117 0.710±0.036 0.690±0.028 0.659±0.078 0.721±0.025

messidor 0.545±0.122 0.539±0.088 0.571±0.060 0.458±0.045 0.575±0.068 0.545±0.059 0.586±0.043 0.602±0.059

raisin 0.846±0.044 0.849±0.032 0.795±0.086 0.815±0.051 0.851±0.047 0.814±0.048 0.818±0.045 0.833±0.033

shillbidding 0.935±0.060 0.922±0.056 0.889±0.043 0.591±0.273 0.915±0.073 0.904±0.068 0.955±0.023 0.870±0.061

tripadvisor 0.345±0.199 0.312±0.207 0.085±0.191 0.356±0.053 0.087±0.195 0.243±0.253 0.327±0.190 0.294±0.275

vertebral 0.729±0.055 0.730±0.047 0.778±0.052 0.541±0.309 0.777±0.039 0.750±0.071 0.748±0.042 0.795±0.060

waveform 0.800±0.031 0.773±0.111 0.765±0.082 0.610±0.167 0.773±0.053 0.639±0.106 0.787±0.059 0.787±0.043

wp 0.806±0.067 0.827±0.052 0.697±0.320 0.493±0.214 0.815±0.070 0.790±0.081 0.718±0.245 0.768±0.140
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F0.1(7, 63) = 1.758 FF>

1.758

平为 0.1时, 临界值为 . 由于

, Friedman检验的零假设应该被拒绝, 下面进

行 Nemenyi检验.
如果两个模型之间存在显著差异, 则相应的平

均秩至少要相差临界差, 其定义为

CD = q0.1

√
Ck(Ck + 1)

6Dn

. (27)

Dn = 10 Ck = 8 q0.1(8) = 2.74

CD = 3.164

因为 ,  ,  , 从而

.

CD = 3.164

图 9为 0.1显著性水平下基于平均精度 (acc)指
标的 Nemenyi检验临界差异图 ( , 模型

横轴距离超过该值则存在统计显著差异), 展示了标

签噪声比从 0%提升至 35%过程中各模型在 UCI
数据集上的平均秩表现.
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(b)15%噪声比 
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(c)35%噪声比 

图 9   不同噪声比下各模型在 UCI 数据集上的平均秩
 

无噪声时 RGTSVM与 rhinge-SVM平均秩相近

且均显著优于 CSKB、ATFSGTSVM、RoBoTS等模

型 (秩间距超过 CD); 15%噪声下, RGTSVM平均秩

略升且与最优模型无显著差异; 35%噪声下, RGTSVM
平均秩最小, 领先于 RoBoSS-SVM、TPMSVM等模

型, 高噪声优势进一步放大. 整体 Nemenyi检验表

明, RGTSVM在不同噪声强度下均保持稳定可靠的

泛化分类能力, 在高噪声极端情况中的性能优势尤

为突出. 

4    结　论

针对现实数据中同时存在噪声与冗余特征的双

重挑战, 本文提出一种结合 RoBoSS损失与引入平

均超平面的孪生支持向量机的 RGTSVM模型, 利
用 RoBoSS损失的有界、光滑、非凸特性增强对标签

噪声的鲁棒性, 并引入 L1罚项实现稀疏特征选择以

抑制冗余特征干扰. 针对目标函数中非凸损失与稀

疏罚项混合的优化难题, 我们采用 iPiano算法进行

高效求解. 在合成数据集与 UCI数据集上的实验结

果表明, RGTSVM不仅能在复杂噪声环境下保持较

高的分类精度, 还表现出更稳定的决策边界与特征

选择一致性, 统计检验结果进一步验证了该方法在

抗噪性与模型鲁棒性方面的显著优势.
尽管本文模型在噪声鲁棒性与稀疏选择上表现

优异, 但交叉验证参数调优的计算开销仍较为显著.
未来可探究适配本文模型的信息准则 (如 AIC、
BIC)以提升调优效率, 或引入分布式或并行计算策

略, 进一步提升模型的计算效率.
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