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摘　要: 针对现有注意力机制因通道特征响应失衡与空间特征缺乏差异化调制, 导致模型背景噪声抑制能力不

足、难以有效聚焦关键特征的问题, 本文受生物视觉系统中“中心兴奋-周边抑制”机制启发, 提出视觉抑制注意

力的图像分类网络  (VIANet). 该网络的关键创新在于构建了一个视觉抑制注意力模块. 该模块在通道维度上, 通

过对高响应通道施加适度抑制, 使网络从更多通道中提取互补信息, 促进通道响应的均衡分布, 从而提升通道表

征的判别性与鲁棒性. 空间维度上, 通过构建动态椭圆感知域模型, 基于空间距离对外周区域施加抑制, 在保持中

心区域特征高分辨率的同时, 有效抑制背景噪声, 增强对目标感兴趣区域特征的建模能力. 该模块通过通道与空

间的联合抑制调制, 实现对重要特征的增强与冗余信息的抑制. 在  CIFAR-10、CIFAR-100、SVHN、Imagenette与

Imagewoof多个数据集上的实验结果表明, 所提方法在分类准确率上均优于现有主流方法.

关键词: 图像分类；视觉抑制注意力；通道抑制模块；空间抑制模块；残差网络；深度学习

中图分类号: TP391　　　  文献标志码: A

DOI: 10.13195/j.kzyjc.2026.0349

引用格式: 袁姮, 乔纤茹, 张晟翀. 视觉抑制注意力的图像分类网络 [J]. 控制与决策.

Visual inhibition attention network for image classification
YUAN Heng1†，QIAO Xian-ru1，ZHANG Sheng-chong2

(1.  College  of  Software， Liaoning  Technical  University， Huludao  125105， China； 2.  Key  Laboratory  of
Optoelectronic Information Control and Security Technology，Tianjin 300308，China)

Abstract: To address the issues of insufficient background noise suppression and difficulty in effectively focusing on
key features in existing attention mechanisms due to imbalanced channel  feature responses and lack of  differentiated
modulation  of  spatial  features,  this  paper  proposes  a  Visual  Inhibition  Attention  Network  for  Image  Classification
(VIANet) inspired by the “central excitation-peripheral inhibition” mechanism in the biological visual system. The key
innovation of this network lies in the construction of a visual inhibition attention module. In the channel dimension, this
module  applies  moderate  inhibition  to  high-response  channels,  enabling  the  network  to  extract  complementary
information  from more  channels  and  promoting  a  balanced  distribution  of  channel  responses,  thereby  enhancing  the
discriminability  and  robustness  of  channel  representations.  In  the  spatial  dimension,  by  constructing  a  dynamic
elliptical  perception  field  model,  inhibition  is  applied  to  peripheral  areas  based  on  spatial  distance,  effectively
suppressing background noise while maintaining high resolution of central area features, and enhancing the modeling
ability  for  features  in  target  regions of  interest.  This  module  achieves  the enhancement  of  important  features  and the
suppression of redundant information through joint inhibition modulation of channels and space. Experimental results
on multiple  datasets,  including CIFAR-10,  CIFAR-100,  SVHN, Imagenette,  and Imagewoof,  show that  the  proposed
method outperforms existing mainstream methods in terms of classification accuracy.
Keywords: image classification；visual  inhibition attention；channel  inhibition module；spatial  inhibition module；
residual networks；deep learning

0    引　言

图像分类是计算机视觉的关键任务, 通过自动

识别图像内容并归类, 为智慧医疗、自动驾驶和遥感

监测等领域提供支撑
[1]. 然而, 实际场景中普遍存在

的目标姿态多变、光照变化和背景干扰等因素, 显著

增加了分类难度
[2].

为了应对这些挑战 , 卷积神经网络 (CNNs)如

AlexNet[3]、VGGNet[4] 和 ResNet[5] 得到了广泛应用.
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虽然这些网络增强了图像分类模型的表达能力, 但
仍存在关键特征提取不足、无法有效聚焦重要特征

等问题. 为解决这一问题, 研究人员从生物视觉系统

的“选择性注意”现象中汲取灵感, 提出了注意力机

制的概念. 根据输入内容本身, 引导神经网络调整对

不同空间位置或特征通道的重要性分配, 从而突出

关键特征并抑制无关信息, 进而提高网络的效率和

性能
[6]. 在注意力机制的发展中 ,  Hu等人提出

SENet[7], 通过学习通道依赖自适应聚焦重要通道;
Woo等人提出卷积块注意力 (CBAM)[8], 融合通道与

空间注意力实现双维度协同优化; Wang等人提出高

效通道注意力网络 (ECA)[9], 以一维卷积替代全连接

层实现高效计算; Hou等人提出坐标注意力 (CA)[10],
嵌入位置信息以实现轻量与性能的平衡; Qin等人提

出频率通道注意力 (FCA)[11], 有效利用频域信息, 在
频域内计算通道注意力权重; Qin等人提出交叉对角

网络 (CDNet)[12], 利用对角分组自注意力建模方向性

长距离依赖; He等人提出 SCNet模型
[13], 结合自相

关与跨空间注意力增强特征对齐.
上述基于注意力机制的网络能够在一定程度上

提高特征提取的有效性, 具有较好的图像分类能力.
然而, 这些方法在进行图像分析和特征提取时, 仍存

在通道特征响应失衡与空间特征缺乏差异化调制的

问题, 导致模型对背景噪声抑制不足、难以精准聚焦

关键特征. 值得注意的是, 生物视觉系统中存在一种

“中心兴奋-周边抑制”机制, 该机制使得视觉系统高

度依赖中心区域的特征, 而对周边区域的特征响应

随距离增加而衰减, 这种空间上的差异化调控恰好

能够解决现有模型在空间调制方面的不足, 从而有

效抑制背景噪声并突出关键特征, 进而提升模型在

复杂背景下的目标辨别能力和分类鲁棒性.
受此启发, 本文提出一种视觉抑制注意力的图

像分类网络 (Visual Inhibition Attention Network for
Image Classification, VIANet). 该网络的核心是视觉

抑制注意力模块 (Visual  Inhibition Attention,  VIA),
包含通道抑制模块 (Channel Inhibition Module, CIM)
与空间抑制模块 (Spatial Inhibition Module, SIM)两
个子模块. 通过神经元信号衰减机制 (Ant模型)[14]

实现抑制效应的自适应调控. CIM通过对高响应通

道施加适度抑制, 促使网络从更多通道中提取互补

信息以增强特征多样性. SIM通过构建可学习的椭

圆参数系统, 动态生成空间注意力掩码, 基于空间距

离对外周区域施加非线性衰减, 模拟从中央高分辨

率到外周低分辨率的平滑过渡, 使网络能够自适应

聚焦目标主体结构, 有效突出关键特征并过滤背景

噪声与无关信息, 提升模型对复杂背景的鲁棒性. 

1    视觉抑制注意力

生物视觉系统中的“中心兴奋-周边抑制”机制

描述了神经元感受野的一种空间组织特性: 当刺激

位于感受野中心区域时, 神经元表现出最强的兴奋

响应, 而当刺激位于感受野周边区域时, 该响应受到

抑制, 且抑制强度随离心距离的增加而增强. 这种中

心与周边在空间上的差异化响应特性, 使视觉系统

能够有效增强目标主体的特征, 同时抑制背景噪声

干扰, 从而实现对外界场景的精准感知与高效识别.

τ

τ

计算神经科学研究表明, 生物神经元信号传递

遵循衰减机理, 这一过程并非噪声或损耗, 而是神经

系统实现信息筛选与表征精炼的计算机制. Ant模型

通过指数因子使信号随输入幅值增加而产生非线性

减弱, 较好的模拟了生物神经元信号传导过程中的

衰减和调节特性. 因此, 本文引入 Ant模型以模拟生

物视觉系统中的“中心兴奋-周边抑制”机制. Ant模
型的数学表达式如式 (1)所示, 其中参数 代表衰减

强度因子, 不同 取值下的函数图像如图 1所示.

Ant(x) = x · e−|x/τ |. (1)
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图 1   Ant 函数图像
  

1.1    通道抑制模块

传统的通道注意力机制常存在权重分布不均的

问题, 导致模型过度依赖少数重要通道, 削弱了特征

多样性且难以有效抑制噪声. 为解决这一问题, 本文

提出通道抑制模块 (CIM), 结构图如图 2所示. 该模

块引入神经元信号衰减机制, 通过模拟生物神经元

的自适应衰减特性, 在增强关键特征判别能力的同

时, 保持语义多样性, 实现通道间响应的均衡分布,
进而增强模型的抗过拟合能力.

F ∈ RC×H×W

C H W

具体而言, 给定输入特征图 , 其中

为通道数,  和 分别为特征图的高度和宽度. 模
块首先并行使用全局平均池化和全局最大池化, 分
别捕获通道的均值响应与峰值响应, 形成互补的通
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道统计特征, 其计算公式如式 (2)、(3)所示.

Favg(c) =
1

H ×W

H∑
i=1

W∑
j=1

F (c, i, j), (2)

Fmax(c) = max
1⩽i⩽H,1⩽j⩽W

F (c, i, j). (3)

c ∈ {1, 2, . . . , C} i j其中,  表示通道索引,  和 分别表

示特征图的空间位置坐标.

1× 1 C C/r

接着, 对两个池化输出进行处理, 通过第一个

卷积层 (Conv2d)将通道数从 压缩至 , 其
计算公式如式 (4)、(5)所示.

F ′
avg = Conv2d(Favg), (4)

F ′
max = Conv2d(Fmax). (5)

τ

随后, 经 Ant模型对特征进行非线性衰减调制,
其计算公式如式 (6)、(7)所示. 其中, 衰减强度因子

的具体取值通过参数实验确定 (见第 3.2.2节), 最
优值约为 1.1. 在此过程中, Ant模型凭借其平滑、可

微的自适应衰减特性, 对较大异常值或噪声响应进

行指数级衰减, 而对小幅特征响应保持近似线性保

真. Ant既能保留负值区域的有效信息, 避免信息丢

失; 又能对大幅输入进行自适应压缩, 防止响应过度

膨胀. 同时在整个迭代过程中保持良好的梯度流, 有
效缓解梯度消失问题. 促使网络能够根据输入内容

自适应调整各通道的重要性分布, 有效抑制特征压

缩与变换过程中产生的噪声, 实现更精细的特征校

准, 促进深度神经网络的稳定训练.

Aavg = Ant(F ′
avg) = F ′

avg · e−|F ′
avg/τ |, (6)

Amax = Ant(F ′
max) = F ′

max · e−|F ′
max/τ |. (7)

1× 1

C

最后, 再由第二个 卷积层将通道数恢复至

, 其计算公式如式 (8)、(9)所示.

Zavg = Conv2d(Aavg), (8)

Zmax = Conv2d(Amax). (9)

将两个分支的输出特征进行逐元素相加, 并通

过 Sigmoid激活函数生成最终的权重向量, 计算公

式如式 (10)所示.

Wch = σ(Zavg + Zmax). (10)

σ其中,  表示 Sigmoid激活函数, 其计算公式如式 (11)
所示.

σ(x) =
1

1 + e−x
. (11)

将生成的权重应用于原始输入特征图, 如式 (12)
所示.

Fch(c, i, j) = F (c, i, j)×Wch(c). (12)

i ∈ {1, 2, . . . , H} j ∈ {1, 2, . . . ,W} Fch其中 ,  ,  .  是

调整后的特征图, 该操作通过逐通道乘法加权特征

响应, 增强关键通道并抑制冗余, 从而优化特征表示.
在深度网络缺乏有效约束的情况下, 传统通道

注意力机制容易引发通道权重极化现象. 少数具有

高响应幅值的通道在逐层传播过程中不断得到强化,
进而逐渐主导整个注意力权重分配. 大量响应适中

且蕴含互补结构信息的通道被边缘化, 使得特征表

示多样性衰退, 网络泛化能力遭到削弱. 同时, 高响

应通道所承载的表征可能夹杂噪声, 过度依赖这类

通道会放大噪声, 降低特征可靠性. 针对这一缺陷,
本文提出的 CIM引入 Ant模型, 根据响应幅值自适

应调节抑制强度. 对高响应通道施加更强的非线性

压缩, 从而削弱其主导地位. 对于低响应通道保持近

似恒等映射, 以此保全有效信息, 进而有效遏制注意

力权重过度集中. 如图 2所示, 以输入图像里的狗为

例, 调制之前, 网络很容易把注意力高度集中在鼻部

区域对应的少数细节高响应通道, 而眼部、耳廓、身

体轮廓等判别性线索所在的通道响应较低 . 经过

CIM调制之后, 高幅值通道被有效抑制, 使得注意力

分布向其他通道扩散, 激励网络从更广泛通道挖掘

眼睛形状、轮廓走向等互补信息, 让关注区域从局部

极高响应区域扩展到全局语义相关区域. CIM有效

抑制了高响应通道的过度支配地位以及噪声干扰,
促使网络从多通道提取判别性特征, 形成语义更丰

富的特征表达, 最终有效提高模型的泛化鲁棒性. 

 

Ant

GAP C×1×1
C/r×1×1

C×1×1

C×1×1

Ant

GAP
C×1×1

C/r×1×1

Sigmoid

输出特征输入特征

图 2    CIM 结构图
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1.2    空间抑制模块

现有注意力机制网络在图像分类中对空间特征

进行无差别处理, 导致模型难以有效聚焦关键特征

并抑制背景噪声. 而生物视觉系统在感知外界时, 视
觉中心呈现出一个能够随着目标方向进行自适应调

整的椭圆形区域, 并且该椭圆的位置、大小、朝向都

能够动态改变从而对准感兴趣目标. 为此, 把上述特

性引入深度网络, 本文在 VIA模块当中设计了空间

抑制模块 (SIM), 结构图如图 3所示.

H ×W (i, j)

i = 0, 1, . . . , H − 1 j = 0, 1, . . . ,

W − 1

(x, y) ∈ [−1, 1]× [−1, 1]

该模块首先通过构建一个完全可学习的椭圆参

数系统, 使网络能够动态拟合任意方向、比例和位置

的目标区域. 为消除输入特征图尺寸差异对参数学

习的影响, 本文将像素坐标系转换到归一化坐标系.
对于尺寸为 的特征图, 其像素位置 (其
中 表示行索引 , 

表示列索引)通过线性变换映射到归一化坐

标 , 如式 (13)、(14)所示.

x = −1 +
2j

W − 1
, (13)

y = −1 +
2i

H − 1
. (14)

(0, 0) x2/a2+

y2/b2 = 1

基于这一统一的坐标基准, SIM模块构建一个

完全可学习的动态椭圆感知域模型, 以模拟生物视

觉的椭圆感知范围. 具体而言, 在归一化坐标系中,
以原点 为中心的标准椭圆方程定义为

.

a > 0 b > 0

(0, 0)

a b

其中 为椭圆水平方向半轴长度,  为

垂直方向半轴长度. 该标准椭圆直接模拟生物视觉

中心的感知域, 原点 对应生物视觉的中央凹中

心, 其感知权重达到最高,  和 分别对应中央凹感知

域在水平与垂直方向的有效延伸范围, 契合生物视

觉中中心感知域的天然椭圆形态.

θ

(x, y)

(xrot, yrot)

生物视觉表现为聚焦方向随目标方向自适应调

整, 当观察不同朝向的目标时, 视觉焦点会调整自身

朝向, 始终对准目标主轴以获取最优感知效果. 为模

拟这一动态聚焦能力, 实现椭圆任意角度旋转, 需对

归一化坐标进行旋转变换: 设椭圆绕中心旋转 弧

度, 逆时针为正方向, 则原坐标 经旋转变换后

的新坐标 , 如式 (15)、(16)所示.

xrot = x cos θ + y sin θ, (15)

yrot = −x sin θ + y cos θ. (16)

(∆x,∆y) (∆x,∆y) ∈ [−1, 1]

为适配特征图不同区域的注意力聚焦需求, 实
现感知域的动态定位, 需进一步考虑椭圆中心的偏

移特性. 设椭圆中心在归一化坐标系中的偏移量为

,  , 用于约束偏移范围

以匹配归一化坐标边界, 则偏移后的坐标如式 (17)、
(18)所示.

x′ = x+∆x, (17)

y′ = y +∆y. (18)

结合式 (15)-式 (18)所描述的旋转变换与中心
 

d5

d1

d2

d3

d4

d5

d1

d2

d3

d4

初步构建椭圆域模型经 CIM 后的特征图

归一化坐标

计算距离 d

d5
d4

d1

d2

d3
d3

d4
d5

d1

d2

Ant

图 3    SIM 结构图
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偏移, 得到 SIM椭圆感知域的数学表达如式 (19)所
示.
(x′ cos θ + y′ sin θ)2

a2
+

(−x′ sin θ + y′ cos θ)2

b2
= 1.

(19)

(∆x,∆y)

(x, y)

(x′, y′) a

b θ

a b θ ∆x ∆y

∆x ∆y θ

a b

在经过上述变换操作之后, SIM模块成功建立

起一个能够进行自学习的动态椭圆感知域模型. 感
知域中心位置是依靠偏移量 来确定的, 把
这个偏移施加到原始归一化坐标 上就能得到

新的中心坐标 . 感知域大小是由半轴长度 、

控制的, 其方向借助旋转角度 来调节. 椭圆参数

、 、 、 、 都是可学习变量, 它们和卷积层权

重由同一个优化器进行端到端联合优化. 在初始化

策略方面, 中心偏移 、 、旋转角度 都初始化

为 0, 让初始感知域保持中心对称的无偏形态. 长轴

和短轴 根据参数实验结果 (见第 3.2.3节), 分别初

始化为 0.5与 0.4, 能够为网络提供面积合适且聚焦

于目标主体的几何起点. 每次前向传播阶段, SIM模

块依据当前椭圆参数生成空间注意力掩码, 然后对

输入特征进行空间调制. 反向传播阶段, 分类损失函

数会驱动椭圆参数在每一次的迭代当中依据输入样

本的梯度方向来进行更新, 从而让感知域的中心、形

状、朝向能够调整, 最终收敛到最有利于当前数据分

布特征辨识的几何配置. 这组可学习参数让网络能

够依据输入数据的特征, 自适应调整视觉感知区域

的几何属性, 更好地匹配不同目标的几何特征, 提高

网络对目标几何结构的感知精度与适应性.
在构建椭圆域的基础上, SIM进一步依据空间

距离对周边区域施加抑制, 以此来模拟生物视觉系

统中“中心兴奋-周边抑制”特性. 在保持中心区域特

征拥有高分辨率的情况下, 有效抑制背景噪声.
(x′, y′)首先, 对于任意完成归一化处理的坐标点 ,

定义其到椭圆中心的标准化距离如式 (20)所示.
d(x′, y′) =√
(
x′ cos θ + y′ sin θ

a
)2 + (

−x′ sin θ + y′ cos θ
b

)2.

(20)

d = 1 d < 1

d > 1

该距离反映了当前点相对于椭圆感知域的偏离

程度. 当 时, 点位于椭圆边界上,  表示点

在椭圆内部,  表示点处于外周区域.
d

τ

将 代入 Ant激活函数中, 可得到该位置神经元

的响应强度 , 如式 (21)所示 . 其中 , 衰减强度因子

的取值由参数实验确定 (见第 3.2.4节), 最优值设

定为 3左右.

φ(d) = d · e−|d/τ |. (21)

∆d

为了进一步量化该位置特征响应被抑制的程度,
引入衰减量 , 其计算公式如式 (22)所示.

∆d = d− φ(d) = d · (1− e−|d/τ |). (22)

∆d = d− φ(d)

d d

衰减幅度 反映了距离椭圆中心

处的特征响应被抑制的程度. 其值伴随 的持续增

大而呈现出非线性增长的趋势. 表明距离中心越远

的位置, 其特征响应被抑制的越强烈.
rratio

0

d 1

接着, 定义衰减比例 , 它表示特征响应中相

对的衰减程度. 越靠近中心, 衰减比例越接近 . 随着

距离 的增大, 衰减比例逐渐增大并趋近于 , 表明特

征响应的相对衰减程度随着距离中心的增加而增强.
其计算公式如式 (23)所示.

rratio =
∆d

d
= 1− e−|d/τ |. (23)

因此, 保留率由式 (24)给出:

rretain = 1− rratio = e−|d/τ |. (24)

随着离椭圆中心的距离增大而平滑衰减, 精确

模拟了生物视觉的中心兴奋-周边抑制特性.

Fch

将生成的空间注意力掩码应用于经 CIM后的

特征图 , 得到空间调制后的特征如式 (25)所示.

Fs(c, i, j) = Fch(c, i, j) · rretain. (25)

β

为保留原始特征的稳定性并引入可调节的衰减

强度, VIA模块采用残差连接形式, 并引入可学习的

残差权重 , 如式 (26)所示:

Fout(c, i, j) = F (c, i, j) + β · Fs(c, i, j). (26)

β (0, 1)权重 借助 Sigmoid函数被限制在 这个范

围内, 如此一来网络能够自适应地控制衰减强度, 防
止出现特征被过度抑制的现象.

最终, SIM模块使网络能够生成具有方向敏感

性和形状适应性的空间注意力掩码, 在训练过程中

依据数据分布特性和任务需求, 自适应聚焦于最优

视觉感知区域. 通过构建动态椭圆感知域并引入基

于距离的非线性衰减, 精确模拟生物视觉系统对目

标主体区域的强化与对外周背景的抑制, 实现从中

心高分辨率到外周低分辨率的平滑过渡. 

1.3    视觉抑制注意力整体结构

通道抑制模块 (CIM), 通过对高响应通道施加

一定程度的抑制, 以此促进通道响应的均衡分布, 进
而增强特征的多样性与判别能力 . 空间抑制模块

(SIM), 其借助可学习的椭圆参数系统构建动态空间

注意力掩码, 依据空间距离对外周区域进行非线性

衰减. 在保留中心区域高细节表征的同时对外周区

域进行渐进式抑制, 这样能有效增强模型对于目标

主体结构的感知能力, 同时过滤背景干扰.
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视觉抑制注意力模块 VIA把 CIM和 SIM串行

协同, 其中 CIM从全局视角强化语义表示, SIM则

从局部视角强化结构信息, 进而实现特征在通道与

空间维度上的联合抑制调制. 这两者协同互补, 实现

了对特征图在通道与空间两个维度上的联合优化,
提高模型在复杂场景下的表征能力与分类精度. VIA
总体结构如图 4所示.
  

CIM SIM +

图 4   VIA 总体结构图
  

2    视觉抑制注意力图像分类网络 

2.1    视觉抑制注意力的残差块

ResNet通过残差学习解决深层网络退化问题,
其核心残差块利用跳跃连接构建恒等映射, 残差块

结构如图 5(a)所示.
本文将 VIA模块嵌入残差块中, 记为 VIA-block.

其结构如图 5(b)所示, 由 2个 3×3的卷积和 VIA以

及残差分支组成, 在第二个卷积后引入 VIA模块. 引
入 VIA模块后, 残差块在通道与空间维度形成联合

抑制调制, 自适应强化目标主体特征, 同时滤除背景

噪声与冗余信息. 当输入输出维度不匹配时, 采用

1×1卷积实现通道维度的投影变换, 确保残差连接

的有效性 . 在每次卷积后 , 输出的特征图像经过

BN层和 ReLU层, 防止梯度消失, 加快模型收敛速

度, 提升特征复用效率.

ResNet的残差映射关系如式 (27)所示:

H(x) = F (x) + x. (27)

H(x) F (x) x其中,  表示期望输出,  表示残差函数,  表

示学习输入.
融合 VIA模块的残差映射关系如式 (28)所示:

H(x) = VIA(F (x)) + x. (28)

VIA
(
F
(
x
))

其中,  表示 VIA注意力机制函数.
 

2.2    VIANet 总体结构

VIANet主要由预处理模块、初级特征提取层、

融合视觉抑制注意力的残差模块及分类输出层组成.
网络整体结构如图 6所示. 模型训练分为如下四个

阶段.
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图 6   VIANet 总体结构图
 

(1)预处理阶段 . 通过随机翻转、随机裁剪和

Cutout进行数据增强, 提高模型的泛化能力.

(2)初级特征提取阶段. 将预处理后的图像输入

网络的卷积层提取低级特征, 根据数据集尺寸选择

合适的卷积结构和池化方式, 使网络能够精细提取

局部细节特征, 减少信息损失和过拟合风险.

(3)深层特征提取阶段. 将特征图送入融合视觉

抑制注意力的残差模块, 经 Layer1到 Layer4, 实现

从低级到高级特征的渐进提取; 最终输出深度融合

视觉信息的高判别力特征表示.

(4)输出阶段. 利用全局平均池化压缩空间信息,

得到一维特征向量, 再经全连接层直接映射为图像

类别预测结果. 

3    实验环境与结果分析 

3.1    实验环境

实验所采用的操作系统是 Linux6.6.56, 硬件配

置包括了 NVIDIA Tesla P100显卡、60GB内存. 软
件环境方面, 使用 PyTorch2.6.0与 CUDA12.4, 编程

语言选用 Python3.11.11. 选取 CIFAR-10、CIFAR-
100、SVHN、 Imagenette、 Imagewoof五个公开数据

集来展开实验. 各数据集属性如表 1所示. CIFAR-
10数据集中涵盖了 10类自然彩色图像, 像飞机、汽

 

Conv3×3

ba

Conv3×3

Conv1×1

Conv3×3 Conv3×3 Conv1×1

BN+RELU BN+RELU

BN BN

+

+

VIA

(a)   基本残差块

(b)   融合 VIA 的残差块

图 5    两种残差块结构
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224× 224

车、鸟类等常见物体均在其中. 该数据集里图像的尺

寸为 32×32, 目标姿态、光照和背景变化丰富, 主要

考察模型在低分辨率情形下对于细节的提取能力.
CIFAR-100数据集将类别数量增加到了 100类, 包
括了不同种类的花卉、哺乳动物等内容, 图像具有更

高的细粒度特征, 类与类之间的相似性明显增强, 分
类难度大大提高, 能够有效检测模型在类别数增多

及细粒度分类场景下的性能变化. SVHN数据集为

真实场景下的门牌号码数据集, 包括从 0到 9的十

个数字类别. 该数据集可用于检验模型在数字识别

任务方面的泛化水平 .  Imagenette数据集来源于

ImageNet大规模数据集, 图像尺寸是 , 有
着较高的分辨率, 经常被用来检验模型在大规模图

像分类情况下的有效性. 数据集中的目标在图像里

的位置、尺度、遮挡程度有着多样的变化, 主要考察

模型在高分辨率的情况下能否有效聚焦目标主体.
Imagewoof数据集同样来源于 ImageNet, 主要关注

犬类品种的细粒度分类, 里面有 10种外观非常相似

的犬种. 这些犬类的轮廓结构相似度很高, 判别性信

息大多集中在耳朵形态、毛色纹理等局部细节上, 图

像的背景常常包括草地、室内等复杂场景, 能够考察

模型在捕捉局部细节特征、抵抗背景干扰方面的能力.
  

表 1     实验数据集

名称 图像尺寸 分类数 训练集数量 测试集数量

CIFAR-10 32×32 10 50 000 10 000

CIFAR-100 32×32 100 50 000 10 000

SVHN 32×32 10 73 257 26 032

Imagenette 224×224 10 9 469 3 925

Imagewoof 224×224 10 9 025 3 929
 

本实验以图像分类准确率作为核心评估指标.
模型训练共执行 200轮迭代, 优化器选用随机梯度

下降 (SGD), 并设定标签平滑系数为 0.1、动量参数

0.9, 初始学习率设为 0.1. 训练过程中采用随机水平

翻转、随机裁剪以及随机擦除操作. 针对 CIFAR与

SVHN数据集, 每批样本量为 128; 而对于 Imagenette
和 Imagewoof数据集, 批次大小设置为 64. 

3.2    影响网络性能的因素
 

3.2.1    VIA 模块的嵌入位置及数量

为比较插入 VIA的位置和数量对准确率的影

响, 本文设计了 6种不同的插入方案如图 7所示.
 
 

 

VIA

1-Block 2-Block 3-Block 4-Block 5-Block 6-Block

3×3卷积 

3×3卷积 

3×3卷积 

3×3卷积 3×3卷积 

3×3卷积 3×3卷积 

3×3卷积 

3×3卷积 3×3卷积 

3×3卷积 

3×3卷积 

1×1 1×1 1×1
1×1 1×1 1×1

VIA

VIA VIA

VIA

VIA

VIA

VIA

位置 1 位置 2 位置 3 位置 4 位置 5 位置 6

VIA

图 7   VIA-Block 位置和数量的排列结构图
 

如表 2所示, VIA模块置于位置 3时在五个数

据集上均取得了最高准确率, 这表明 VIA能够更有

效地提取深度网络中的关键语义并过滤冗余信息,
进而提升网络整体性能.
 
 

表 2     不同位置和数量对准确率的影响 单位: %　

位置 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

1 96.60 80.68 97.49 90.83 83.58

2 96.48 80.27 97.46 91.34 83.63

3 96.78 81.32 97.58 91.77 83.97

4 96.51 80.45 97.50 91.21 83.56

5 96.53 80.65 97.45 91.36 83.30

6 96.45 80.36 97.52 91.26 83.51
  

3.2.2    衰减强度因子 scale1 对 CIM 性能的影响

为了探究 CIM中不同衰减强度因子的值对图

像分类网络性能的影响, 本文对 CIM中衰减强度因

τ子 (在本节实验中记为 scale1)进行了参数实验 ,
scale1的设定范围为 0.5至 1.5. 表 3展示了在CIFAR-
10、CIFAR-100、SVHN、Imagenette和 Imagewoof五
个标准数据集上的实验结果.
 

表 3     scale1 对 CIM 性能的影响 单位: %　

scale1 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

0.5 96.55 80.58 97.35 90.69 82.96

0.6 96.52 80.45 97.34 90.97 82.84

0.7 96.61 80.26 97.41 91.07 82.99

0.8 96.59 80.46 97.39 91.11 83.18

0.9 96.53 80.54 97.42 91.26 83.05

1.0 96.63 80.68 97.41 91.18 83.06

1.1 96.66 80.70 97.43 91.36 83.22

1.2 96.56 80.78 97.46 91.23 83.16

1.3 96.62 80.47 97.44 91.08 83.13

1.4 96.41 80.64 97.45 91.06 83.09

1.5 96.58 80.53 97.33 90.80 83.00
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如表 3所示, 五个数据集中 scale1参数的最优

取值都在 1.1左右. 在 CIM模块中, 适当的衰减因子

使网络在特征选择和噪声抑制之间实现了最佳平衡,
它确保特征压缩过程保留了足够的判别信息, 同时

避免了过度衰减导致特征丢失, 提高了网络的泛化

能力和分类性能. 

3.2.3    椭圆初始参数 a 与 b 对 SIM 模块性能的影响

a b

a = b = 0.5

b = 0.5 a

{0.1, 0.2, . . . , 0.7} a = 0.5

b 0.1 a < b a = b

a > b

为探究 SIM模块中椭圆长轴 与短轴 初始取

值对网络性能的影响, 本小节采用控制变量法, 选择

作为基准圆形配置, 并在此基础上设计

两组实验 : 首先固定短轴 , 设置长轴 在

范围内取值, 随后固定长轴 ,
在相同集合取值. 步长均为 , 涵盖 、 、

三种关系. 实验结果如表 4、表 5所示.
 
 

a表 4     参数 对 SIM 模块性能的影响 单位: %　

a参数 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

0.1 96.66 80.50 97.38 91.26 82.96

0.2 96.42 80.62 97.41 91.57 83.25

0.3 96.49 80.89 97.49 91.69 83.56

0.4 96.50 80.71 97.46 91.65 83.43

0.5 96.31 80.73 97.50 91.77 83.66

0.6 96.58 80.94 97.48 91.51 83.20

0.7 96.35 80.68 97.40 91.27 83.69
 
 
 

b表 5     参数 对 SIM 模块性能的影响 单位: %　

b参数 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

0.1 96.56 80.87 97.44 91.36 83.51

0.2 96.51 80.97 97.52 90.47 83.38

0.3 96.78 81.32 97.58 91.49 83.81

0.4 96.66 80.95 97.52 91.16 83.97

0.5 96.31 80.73 97.50 91.77 83.66

0.6 96.50 80.43 97.49 91.34 83.28

0.7 96.68 81.08 97.48 91.31 83.62
 

a b

a 0.5 b 0.4

据表 4与表 5可知, 尽管参数 与 的具体赋值

会对 VIANet的分类性能产生影响, 但最优取值都在

取 ,  取 左右时出现. 该面积适中的椭圆初始

配置既避免了面积过小导致结构信息丢失, 也防止

了区域过大引入的背景干扰, 为后续动态优化提供

良好的几何起点. 

3.2.4    衰减强度因子 scale2 对 SIM 性能的影响

τ

为深入研究 SIM模块中衰减强度因子对图像分

类网络性能的影响, 本节对衰减强度因子 (在本节

实验中记为 scale2)的取值展开实验. 将 scale2的取

值设定范围为 1至 6, 表 6展示了在CIFAR-10、CIFAR-
100、SVHN、Imagenette和 Imagewoof五个标准数据

集上的实验结果.
由表 6实验结果表明, scale2在五项任务中的最

佳取值均集中于 3左右. 适中的 scale2使空间注意

力在突出椭圆区域的关键特征与保留必要的上下文

信息中取得平衡, 从而有效提升了模型的整体判别

力. 

3.3    注意力机制对比实验

为更全面地评估 VIA对图像分类性能的提升效

果, 选取四种不同类型的注意力机制与 VIA进行对

比分析.4种注意力机制分别是 SE[7]
、ECA[9]

、CA[10]
、

CBAM[8]. 将 4种注意力机制分别插入到 ResNet-
34网络中 , 与 VIA嵌入位置相同 , 分别在 CIFAR-
10、 CIFAR-100、 SVHN、 Imagenette、 Imagewoof五
个数据集上进行训练, 分类准确率如表 7所示.
 
 

表 7     五种模块的性能对比 单位: %　

模块 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

ResNet-34 95.54 78.35 96.81 87.72 78.03

+SE 96.23 79.36 97.25 89.78 80.76

+ECA 96.12 79.74 97.26 89.12 80.61

+CA 96.45 80.33 97.07 90.27 81.62

+CBAM 96.38 79.28 97.37 88.79 81.11

+VIA 96.78 81.32 97.58 91.77 83.97
 

由表 7可知, VIA在 5个数据集上的分类准确

率均为最高值. 表明 VIA通过 CIM与 SIM的协同

设计实现了特征的联合抑制调制. VIA能够突出关

键特征压制背景噪声实现更精准的视觉感知, 增强

了模型在复杂场景下的特征判别能力与鲁棒性. 

3.4    消融实验

为了验证 VIA对于图像分类网络性能提升的有

效性, 在 CIFAR-10、CIFAR-100、SVHN、Imagenette、
Imagewoof数据集上进行消融实验.

设计以下网络 : 1)  ResNet34,  2)  Net1.  其中 ,
ResNet-34在处理 CIFAR-100、CIFAR-10和 SVHN
数据集时, 浅层特征提取阶段的第一个卷积核尺寸

由 7×7调整为 3×3, 并移除最大池化操作. 此修改不

适用于 Imagenette和 Imagewoof数据集. 3) Net2. 在
Net1架构基础上集成 CIM.4)Net3. 在 Net1架构基础

上增加 SIM.5)VIANet. 其核心是 VIA模块, 该模块

完整集成了 CIM和 SIM. 各网络的消融实验结果如

表 8所示.

 

表 6     scale2 对 SIM 性能的影响 单位: %　

scale2 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

1 96.57 80.68 97.48 91.21 82.97

2 96.68 80.84 97.45 91.40 83.41

3 96.55 81.32 97.58 91.77 83.56

4 96.78 80.91 97.55 91.56 83.97

5 96.69 80.43 97.56 91.13 83.46

6 96.50 80.54 97.49 90.60 83.58
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如图 8所示, VIANet的分类准确率始终优于其

他消融网络, 这充分表明 CIM与 SIM的协同作用能

够有效提升图像分类性能. 

3.5    对比试验

为进一步验证 VIANet的有效性, 本文选择在

CIFAR-10、 CIFAR-100、 SVHN、 Imagenette、
Imagewoof数据集上进行对比实验, 对比的分类网络

选取 17种具有代表性的网络模型, 包括通过跳跃连

接缓解深层退化的 ResNet-34、采用复合缩放宽度深

度与分辨率的 EfficientNet[15]、通过增宽特征图提升

表达能力的 WideResnet-28-10[16]、通过低成本线性

变换生成冗余特征图以压缩模型的 GhostNet[17]、在
密集连接基础上引入通道注意力与特征重组机制的

CAPR-DenseNet[18]、采用耦合注意力机制建模长距

离依赖的 Couplformer[19]、通过随机特征实现线性化

注意力的 FAVOR+[20]、结合多流注意力与 Transformer
的 MMA-CCT-7/3×2[21]、借助自动剪枝技术搜索紧

凑结构的 ATONet[22]、融合脉冲神经网络与 Q-K注

意力的 QKFormer[23]、基于教师-学生无数据知识蒸

馏的 TLENet[24]、采用增强辅助网络实现局部监督学

习 的 SSLLNet[25]、 使 用 多 尺 度 大 核 卷 积 的

ParaLkResNet[26]、融合差分特征增强边缘纹理的

DFNet[27]、通过集成模型平均进行自蒸馏的 EMA-
SKD[28]

、构建输入级静态 -动态双分支注意力的

PA[29] 以及采用衰减解耦机制增强关键特征判别性

的 ADMNet[30]. 未开源方法引用原论文最高准确率,
已开源方法按开源代码复现. 表 9结果显示, VIANet
在五个数据集上均取得最高分类准确率.

 
 

0 50 100 150 200
0

20

40

60

100

(a)   CIFAR-10

80

Epochs

A
cc

u
ra

cy
%

 / 

0 50 100 150 200
0

20

40

60

100

(b)   CIFAR-100

80

Epochs

A
cc

u
ra

cy
%

 / 

0 50 100 150 200
0

20

40

60

100

( c)   SVHN

80

Epochs

A
cc

u
ra

cy
%

 / 

0 50 100 150 200
0

20

40

60

100

(d)   Imagenette

80

Epochs

A
cc

u
ra

cy
%

 / 

0 50 100 150 200
0

20

40

60

100

(e)   Imagewoof

80

Epochs

A
cc

u
ra

cy
%

 / 

ResNet-34
Net1
Net2
Net3
VIANet

ResNet-34
Net1
Net2
Net3
VIANet

ResNet-34
Net1
Net2
Net3
VIANet

ResNet-34
Net2
Net3
VIANet

ResNet-34
Net2
Net3
VIANet

图 8   各网络在 5 个数据集上的分类准确率曲线
 

现有深度网络模型的卷积层以固定的局部感受

野对特征图进行无差别处理, 缺乏对通道响应强弱

分布的调制与对空间位置重要性的区分, 导致高响

应通道易主导特征表达、背景与目标区域被等同对

待, 限制了复杂场景下的判别精度. 然而, 本文提出

的 VIANet在残差学习基础上嵌入视觉抑制注意力

模块. 通道抑制模块借助 Ant模型对高响应通道适

度抑制, 使响应分布均衡, 引导网络从广泛通道提取

互补判别信息, 缓解特征多样性受限问题; 空间抑制

模块构建动态椭圆感知域, 突破固定方形感受野局

限, 能自适应调整关注区域, 并按空间距离对外周非

线性衰减, 在保持中心高分辨率表征的同时滤除背

景噪声. 通过通道与空间的联合调制, VIANet显著

提升了对关键目标的聚焦精度与抗背景干扰能力.
为了进一步展示 VIANet的分类性能, 图 9展示

出 ResNet-34和 VIANet在 CIFAR-10和 Imagenette
上的混淆矩阵, VIANet在两项数据集上取得了更高

的正确分类样本数和更低的错误分类样本数, 进一

步印证了 VIANet拥有更强的分类能力. 

3.6    可视化分析

为进一步观察 VIA注意力机制的效果, 选择如

下注意力机制进行对比分析: FCA[11], CA[10], VA[31],

 

表 8     消融实验结果 单位: %　

网络 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

ResNet-34 89.60 71.49 95.56 87.72 78.03

Net1 95.54 78.35 96.81 — —

Net2 96.66 80.78 97.46 91.36 83.22

Net3 96.49 80.97 97.49 91.41 83.46

+VIA 96.78 81.32 97.58 91.77 83.97
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CBAM[8]. 在 CIFAR-10和 Imagewoof数据集上各选

取三张图片生成热力图, 结果如图 10所示.

如图 10(f)所示, VIA注意力能够形成一个与目

标外形高度吻合的椭圆形关注区域, 使红色高温区

连续覆盖从头部关键细节到胸部辅助轮廓的整体范

围. 该设计增强了对细节特征的聚焦能力, 同时实现

了对目标结构多层次、渐进式的注意力分配. 该注意

力提升了在复杂场景下关键特征的覆盖度与连续性,
进而增强了网络的整体分类性能.

为进一步验证 VIA有效聚焦图像中关键特征的

能 力 ,  采 用 最 相 关 优 先 (Most  Relevant  First,
MoRF)扰动策略

[32]
对热力图进行定量评估. 该策略

通过对热力图中准确反映模型决策所依赖的关键区

域分别执行删除与插入两种操作, 并记录每次操作

后模型对原始正确类别的预测置信度. 随后, 累计操

作的像素比例作为横轴、模型预测置信度作为纵轴,
分别绘制删除曲线与插入曲线, 并计算各自曲线下

的面积 (Area Under the Curve, AUC)作为评价指标.
其中, 删除 AUC越小, 说明移除关键区域后模型置

信度下降越迅速, 印证热力图准确定位了对分类起

决定作用的区域; 插入 AUC越大, 表明按照同一重

 

表 9     不同网络的分类准确率 单位: %　

网络 CIFAR-10 CIFAR-100 SVHN Imagenette Imagewoof

ResNet-34 89.60 71.49 95.56 87.72 78.03

EfficientNet 94.03 75.97 93.33 88.05 77.96

WideResnet-28-10 95.85 79.50 95.21 88.34 78.71

GhostNet 94.92 77.17 93.86 87.83 78.28

CAPR-DenseNet 94.24 78.85 94.95 87.72 77.91

Couplformer 93.54 73.92 94.26 87.91 77.89

FAVOR 91.42 72.56 93.21 88.16 77.57

×MMA-CCT-7/3 2 94.74 77.50 94.29 — —

ATONet 94.51 78.56 95.21 86.67 80.20

QKFormer 96.18 80.26 97.13 88.41 81.66

TLENet 95.46 78.42 96.83 87.62 80.57

SSLLNet 95.51 79.23 96.91 87.93 80.89

ParalLKResNet 96.15 79.56 96.97 89.38 80.73

DFNet 96.30 79.41 96.83 88.51 80.85

EMA-SKD 95.85 79.15 97.36 89.68 82.06

PA 96.55 78.93 97.45 89.35 80.94

ADMNet 96.60 80.60 97.50 89.60 83.10

VIANet 96.78 81.32 97.58 91.77 83.97
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图 9    Resnet-34 与 VIANet 在 2 个数据集上的混淆矩阵
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要性顺序逐步恢复像素时模型置信度回升越快, 证
实了热力图对关键特征区域的覆盖准确性. 两者分

别从删除与恢复两个角度, 共同衡量热力图所标识

关键区域的准确性与可靠性, 进而验证了 VIA有效

聚焦图像中关键特征的能力.
本文分别对 VIA与 FCA、CA、VA、CBAM等

注意力机制生成的热力图进行 MoRF扰动测试, 选
取图 10所示的六张典型图像, 并在每个数据集上计

算平均 AUC分数, 结果如表 10所示.
 
 

表 10     各注意力机制 MoRF 扰动测试下的 AUC 分数

模块
CIFAR-10 Imagewoof

平均删除AUC 平均插入AUC 平均删除AUC 平均插入AUC

FCA 0.583 7 0.929 8 0.476 7 0.908 8

CA 0.592 4 0.851 5 0.589 0 0.921 6

VA 0.587 1 0.916 6 0.369 7 0.868 1

CBAM 0.541 6 0.837 7 0.455 0 0.859 3

VIA 0.500 8 0.936 0 0.345 5 0.950 1
 

在 CIFAR-10数据集上, VIA的平均删除 AUC
为 0.500 8, 在所有对比方法中最低, 平均插入 AUC
为 0.936 0, 在所有对比方法中最高; 在 Imagewoof细
粒度数据集上, VIA同样取得了最优结果, 显著优于

其他注意力机制. 这一结果在两个不同难度的数据

集上都一致显示, 当 VIA依据热力图指示的重要性

顺序来进行区域删除时, 模型预测置信度下降得最

为迅速. 而当按照相同顺序插入关键区域时, 模型置

信度恢复得最快. 这充分证明了 VIA模块借助通道

与空间的联合抑制调制, 能够精确识别并聚焦图像

中对于分类决策最为关键的目标主体区域, 并且有

效抑制复杂背景干扰, 进而精确聚焦真正具有判别

力的关键特征. 

4    结　论

现有注意力机制存在通道特征响应失衡、空间

特征缺乏差异化调制, 致使模型背景噪声抑制能力

不足、难以有效聚焦关键特征. 针对这一问题, 本文

受生物视觉系统中“中心兴奋-周边抑制”机制的启

发, 提出了视觉抑制注意力的图像分类网络 (VIANet).
其核心贡献是设计了视觉抑制注意力模块 (VIA), 分
别从通道与空间维度实现对特征的联合抑制调制.
通道抑制模块 (CIM), 借助神经元信号衰减机制, 引
入 Ant模型对高响应通道加以适度抑制, 引导通道

响应趋向均衡, 进而使网络能够从更广泛的通道里

获取互补特征, 提高特征表达的多样性. 空间抑制模

块 (SIM), 通过构建动态椭圆感知域模型, 动态生成

空间注意力掩码, 并基于离心距离引入非线性衰减,
模拟从中央高分辨率到外周低分辨率的平滑过渡,
实现对关键区域的特征增强和背景干扰的渐进抑制.
CIM和 SIM共同发挥作用, 使 VIA模块实现了特征

的联合抑制调制, 提高模型在复杂场景下的特征判别

能力. 在 CIFAR-10、CIFAR-100、SVHN、Imagenette
和 Imagewoof等多个基准数据集上的实验结果显示,
VIANet在分类准确率上超越了当前主流方法.

虽然 VIANet已经表现出强大的性能, 但仍然存

在广阔的研究空间. 在 SIM里, 动态生成非同心、甚

至是不连续的多个椭圆感知区域, 对于应对图像中

包含有多个分散目标或者复杂部件交互的场景具有

极为重要的意义. 同时, 可以将 VIANet推广至目标

检测、语义分割等其他视觉任务, 进一步验证模型的

泛化能力.
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