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摘　要: 随着无人机在现代海战侦察体系中的地位凸显, 其作战效能评估已超越单纯的装备性能检验, 对于揭示

运用规律、指导战法创新及支撑任务决策具有深远的战略意义. 然而, 传统的效能评估方法往往仅关注变量间的

相关性, 难以充分控制如机型、任务环境等变量所导致的混淆偏差, 进而影响决策的可信度. 为此, 本文提出了连

续剂量响应因果效应估计网络. 该方法利用专家注意力机制将协变量解耦为工具、混淆与调整三类潜在因子, 并

使用变系数网络构建基于积分概率度量的因果独立性约束, 从而实现对连续型作战决策变量的稳健因果效应估

计. 通过脱密数据生成的半合成数据集验证, 所提模型的预测性能优于多种主流基线方法. 进一步的案例分析表

明, 侦照高度对任务表现呈显著非线性关系且存在全局最优区间, 其因果效应在不同机型、载荷与任务类型间表

现出显著异质性. 本研究为数据驱动的无人机作战效能评估提供了一种可参考的因果分析视角.
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Abstract: As unmanned aerial vehicles (UAVs) become increasingly prominent in modern naval reconnaissance, their
operational  effectiveness  evaluation  has  transcended  mere  equipment  performance  testing,  bearing  strategic
significance  for  revealing  operational  patterns,  guiding  tactical  innovation,  and  supporting  mission  decision-making.
However, traditional evaluation methods often focus only on correlation, failing to adequately control confounding bias
caused by variables such as aircraft type and mission environment, thereby undermining decision credibility. To address
this,  we  propose  a  Continuous  Dose-Response  Causal  Effect  Estimation  Network,  which  decouples  covariates  into
instrumental, confounding, and adjustment factors via an expert attention mechanism and employs a varying-coefficient
network  with  integral  probability  metric  constraints  to  achieve  robust  causal  effect  estimation  for  continuous
operational  decision  variables.  Validated  on  semi-synthetic  datasets  generated  from  declassified  data,  the  proposed
model outperforms multiple mainstream baselines in prediction performance. Further case analysis reveals a significant
nonlinear  relationship  between  reconnaissance  altitude  and  mission  performance,  with  a  global  optimal  interval;  the
causal effect exhibits substantial heterogeneity across different aircraft types, payloads, and mission types. This study
provides a causal analysis perspective for data-driven UAV operational effectiveness evaluation.
Keywords: unmanned  aerial  vehicle  (UAV)；effectiveness  evaluation；causal  inference；causal  effect  estimation；
heterogeneous treatment effect；dose-response function

1    引　言

大型长航时侦察无人机是现代海战场信息优势

与精准打击的关键装备. 精确量化关键作战条件对

任务表现的因果效应已成为研究热点
[1]. 在复杂海上

侦察任务中, 任务表现不仅依赖平台性能, 还与侦照

高度、飞行姿态等连续决策变量深度耦合. 然而, 指
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挥员对参数设定仍高度依赖经验, 缺乏量化依据. 因
此, 识别并量化作战条件的因果效应, 解析其机制与

异质性, 具有重要理论意义与应用价值
[2]

无人机效能评估旨在从历史数据中挖掘关键因

素 . 现有方法包括基于物理模型的仿真推演 (如
ADC模型

[3])、统计回归 (如层次分析法
[4]
、模糊综合

评判
[5])及机器学习预测 (如支持向量机

[6]). 但这些

方法或简化假设, 或限于相关关系, 难以区分因果关

联. 观测数据中, “性能更优的平台承担更复杂任

务”会导致混淆, 传统方法可能高估或低估决策的真

实效应, 产生辛普森悖论. 因此, 引入因果推断框架

可控制混淆, 获得更可信的效应估计
[7].

军事数据常呈现复杂分布与高维交互. 高维协

变量与非线性关系挑战稳定因果估计. 近年来, 表征

学习从高维混淆数据中学习潜在表征, 估计连续干

预变量的剂量响应函数
[8-9]. 在无人机任务中, 装备、

人员与任务类型的差异使相同侦照高度效果迥异.
因此, 将任务特征划分为装备、环境、人员与规划变

量, 并结合内部因果结构探讨异质性效应, 对精细化

任务规划至关重要.
为量化作战条件因果效应并分析异质性, 本文

研究出发点包括: 1) 更准确地估计连续型作战条件

(如侦照高度)的因果效应. 引入基于潜在结果框架

的因果推断, 可系统控制混淆, 获得可解释的剂量响

应曲线. 2) 解决高维混淆与复杂分布问题. 基于深度

学习的表征学习可自动提取稳健潜在表征, 平衡协

变量分布, 增强泛化与估计能力
[10]. 3) 针对无人机决

策特点合理建模. 基于协变量结构化分解与因果关

系建模, 可准确模拟决策机制与环境反馈, 识别最优

决策区间.
本文主要贡献: 1) 建立适用于无人机海上侦察

的连续型干预因果推断模型, 将平均剂量响应函数

与条件平均因果效应估计引入该领域. 2) 提出连续

剂量响应因果效应估计网络 (CDDRN), 通过解耦表

征学习与平衡重加权, 缓解混淆偏差, 提升因果结论

稳健性. 3) 基于专家知识构造半合成数据集, 验证方

法有效性, 并开展案例分析, 估计不同任务配置下侦

照高度的平均因果效应, 提供异质性结论.
本文结构如下: 第 2节回顾相关工作; 第 3节给

出问题定义与理论框架; 第 4节详细介绍 CDDRN
模型; 第 5节阐述数据集构建与方法验证; 第 6节展

示案例分析结果; 第 7节总结与展望. 

2    相关工作

在本节中, 将介绍与本文研究紧密相关的两个

领域的研究工作: 一是无人机作战效能评估方法, 二
是因果推断, 特别是连续因果效应估计方法. 对无人

机作战效能的分析与优化是军事运筹与系统工程领

域的经典问题, 而因果推断则为从观测数据中提取

可靠决策知识提供了新兴且强大的理论工具. 

2.1    无人机作战效能评估

随着人工智能、自主控制与网络通信技术的发

展, 无人机已演变为具备察打一体、集群协同、智能

决策能力的核心装备, 深刻改变了现代战争形态
[1].

在路径规划与协同作战方面, 车辆-无人机协同路径

优化
[11]

与时变风场下路径重规划
[12]

等新技术不断

涌现, 进一步拓展了其作战效能. 无人机以其无人员

伤亡风险、长航时、低成本等优势, 在情报监视、精

确打击、电子对抗等任务中作用关键
[13-14]. 准确评估

其作战效能, 是衡量任务完成程度、优化装备体系、

支撑指挥决策的基础
[15-16]. 作战效能是无人机效能体

系的最高层次, 可细分为单项效能、系统效能与作战

效能三层
[3, 17]. 单项效能关注单一能力 (如侦察分辨

率), 系统效能衡量平台内在综合能力, 而作战效能

聚焦于实际战场环境下多因素耦合下达成任务目标

的程度
[4-5, 10].

然而, 精准评估面临严峻挑战. 无人机作战系统

是人-机-环境复杂耦合系统, 受平台性能、载荷、数

据链、人员、环境及对抗等多维非线性因素共同影

响
[18-19]. 传统方法如 ADC模型

[6]
、层次分析法

[7]
、模

糊综合评判
[8]
等依赖专家经验或简化模型, 难以刻

画动态复杂交互, 评估结果主观性强, 对新兴自主集

群模式适应性不足
[20-21]. 近年来, 海量多源异构数据

累积, 为数据驱动量化分析提供了可能
[22-23]. 现有机

器学习方法 (如支持向量机
[24])本质仍为关联预测,

在观测数据存在选择偏差时易混淆因果与相关关系,
导致有偏结论

[2]. 因此, 引入因果推断理论, 构建从高

维观测数据中稳健估计连续作战条件因果效应的框

架, 对深化效能生成机理认识、提供量化决策依据具

有重要理论与实践价值. 

2.2    因果推断与连续因果效应估计

因果推断的核心目标是从观测性或实验性数据

中识别干预对结果的纯净效应, 关键在于区分因果

与关联, 为决策提供可靠依据
[2]. 其现代理论体系主

要构建于潜在结果模型 (RCM)和结构因果模型

(SCM)两大框架之上
[25-26]. 在此背景下, 针对工业过

程与时序数据的因果挖掘近年来受到关注
[27-28], 但此

类方法对领域知识的要求较高. 由于军事等实际场

景中随机实验难以实施且缺少先验, 基于观测数据
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的因果推断已成为主流范式
[29-30]. 观测研究中主要面

临反事实问题、混淆偏差与选择偏差三大挑战: 反事

实问题源于无法同时观测同一对象在不同干预下的

结果; 混淆偏差指同时影响干预与结果的混淆因素

导致统计关联偏离真实因果; 选择偏差则因样本选

取机制的系统性缺陷使组间不可比
[31-33].

当干预变量为连续型 (如飞行高度)时, 估计目

标转变为剂量响应函数, 刻画干预水平连续变化对

结果的动态影响
[34]. 传统方法如广义倾向得分逆概

率加权法在高维连续场景中易受模型设定偏差影响
[35].

近年来, 深度神经网络的因果表征学习为应对该难

题提供了新思路
[36-37], 通过将高维协变量映射到低维

潜在表征空间以实现干预分配与潜在结果的近似独

立. 代表性方法包括 DRNet(将连续值域离散化并训

练子网络)[38]、VCNet(利用样条基函数输出平滑曲

线)[39], 以及解耦表征学习方法 (将协变量分解为工

具、混淆、调整因子以提升估计精度), 如 DTRNet
和 DRVAE等

[40-43].
然而, 现有方法大多将协变量视为扁平同质向

量, 忽略了无人机任务分析中协变量天然具有的层

次化、结构化特点, 难以有效剥离混淆效应并解释异

质性来源. 因此, 本文旨在将领域知识融入因果表征

学习框架, 针对军事数据的结构化特性设计更合理

的模型架构, 以推动无人机作战任务规划从“经验驱

动”向“因果驱动”范式转型, 为结构化军事决策问

题提供新的分析工具. 

3    问题描述与基本假设

本节旨在形式化地描述无人机海上侦察任务中

连续作战条件的因果效应估计问题, 并阐述进行因

果识别所需的基本假设. 本文遵循潜在结果框架, 将
问题转化为对平均剂量响应函数与个体因果效应的

估计, 并基于领域知识明确变量间的因果结构以指

导后续建模. 

3.1    问题描述

N

D = {(xi, ti, yi)}Ni=1

考虑一个包含 个独立同分布任务架次 (样
本)的观测数据集 . 其中:

xi ∈ X ⊆ Rm i●  为第 个样本的协变量向量, 包
含了所有在干预变量赋值前可观测的作战条件特征,
可进一步结构化分解为装备状态、环境状态、人员状

态与任务规划变量等子集.
ti ∈ T ⊆ R

ti ∈ [0, 1]

●  为连续型干预变量 (例如, 归一化

后的侦照高度,  ).
yi ∈ Y ⊆ R●  为观测到的结果变量 (例如, 综合

任务表现评分).

i t ∈ T
yi(t) t

yi

ti yi = yi(ti)

t′ ̸= ti yi(t
′)

对于任意样本 与任意干预水平 , 存在一

个潜在结果 , 表示该样本若接受干预 时将产生

的任务表现. 实际观测到的结果 是其在实际接受

的干预 下对应的潜在结果, 即 . 对于未

实施的干预 , 其对应的潜在结果 是反事

实且无法观测的.
本文的核心目标是估计以下两个因果量:

t

1) 平均剂量响应函数: 描述当总体中所有个体

均被施加干预水平 时, 平均结果的期望值.

ψ(t) := E[y(t)]. (1)

x

t

2) 个体因果效应: 在给定个体协变量 的条件

下, 干预 对结果的期望影响.

µ(t, x) := E[y(t)|X = x]. (2)

µ(t, x) t

µ(x) = Et[µ(t, x)]

通过对 在 上积分或取期望, 可进一步得

到个体层面的平均因果效应 .
D ψ(t) µ(t, x)

x t

y(t) E[y|t]

从观测数据 中估计 和 的主要挑战

在于混淆偏差: 协变量 同时影响干预分配 和潜在

结果 , 导致基于统计关联的直接估计 (如 )
并非真实的因果效应. 图 1刻画了本文所考虑的变

量间基本因果结构.
  

装备、环境、人员状态等

X

t

y

X

t

y

侦照高度 任务表现

观测变量集合

协变量

干预变量

结果变量

图 1   因果示意图
 

x t y

t← x→ y x t y

x

该图表明,  是 和 的共同原因, 构成了后门路

径 . 若不控制 , 则 与 的关联将混淆有

的影响. 

3.2    基本假设

X T

Y Y (t)

t (xi, ti, yi)

ψ(t)

µ(t, x)

为方便后续讨论, 记 为协变量随机向量,  为

干预随机变量,  为观测结果随机变量,  为对应

干预 的潜在结果随机变量. 所有观测样本

均可视为这些随机变量的独立同分布实现. 为了能

够从观测数据中一致地识别并估计因果量 和

, 必须满足以下三个基本假设:

t

i yi(t)

假设 1 稳定单元值假设 (Stable Unit Treatment
Value Assumption (SUTVA))　1) 无干扰: 任意样本

的任务结果不受其他样本所接受侦照高度的影响;
2) 干预唯一性: 每个侦照高度水平 对应唯一版本的

干预. 这意味着对于样本 , 其潜在结果 是明确

定义的, 且仅取决于其自身的干预水平.
假设 2 可忽略性 /无混淆性 (Ignorability  /
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x

T Y (t)

Unconfoundedness)　给定所有观测到的协变量 ,
干预变量 与潜在结果 条件独立. 即,

Y (t) ⊥⊥ T | X = x, ∀t ∈ T . (3)

x

T Y T Y

此假设意味着协变量 包含了所有同时影响

和 的共同原因, 从而阻断了从 到 的所有后门

路径.

x ∈ X
t ∈ T x t

假设 3 正值性 (Positivity / Overlap)　对于任意

可能的协变量取值 和任意考虑的干预水平

, 在特征为 的条件下被分配到 的概率为正.
即,

0 < p(T = t | X = x) < 1, ∀t ∈ T , ∀x ∈ X . (4)

x

t

ψ(t)

此假设保证了对于具有任何特征组合 的任务场景,
在理论上都有机会采用任意侦照高度 , 从而使得对

的估计在整个定义域内有数据支撑.

上述假设在本文无人机海上侦察任务中可通过

合理近似满足. 对于假设 1, 任务架次在时间、海域、

无人机上完全分离, 结果互不影响, 且“侦照高度”

为单一规划参数, 同一数值含义一致, 无干扰与干预

唯一性自然成立; 对于假设 2, 有专家知识支撑时, 协
变量基本覆盖需求, 未观测混淆的影响可近似接受;
对于假设 3, 在实际可行高度区间内, 各协变量组合

下每个高度均有非零选择概率, 正值性近似成立. 三
个近似共同保证了假设的基本成立.

在满足假设 1和 2的前提下, 平均剂量响应函

数可以从观测数据中识别:

ψ(t) = E[y(t)] = EX

[
E[y | T = t,X = x]

]
. (5)

E[y | T = t,X = x] µ(t, x)其中, 内层条件期望 即为 .

假设 3确保了这种条件化估计的可行性.
借助先进的机器学习方法, 在解耦表征学习的

ψ(t) µ(t, x)

框架下, 从数据中学习满足或近似满足无混淆性的

低维平衡表征, 从而实现对 和 的稳健估

计. 是下一节所提出模型的核心设计动机. 

4    模型方法 

4.1    模型框架

x

Γ ∆

Υ

针对高维结构化军事任务数据的连续因果效应

估计问题, 提出连续剂量响应因果效应估计网络. 核
心创新是将协变量 解耦为三个统计独立的潜在因

子: 工具因子 (仅影响干预)、混淆因子 (同时影响

干预与结果)、调整因子 (仅影响结果). 通过积分概

率度量约束确保因子满足因果识别条件, 并利用变

系数网络估计剂量响应曲线. 模型框架如图 2所示,
包含混合专家多头注意力解耦、IPM正则化、条件

密度预测网络及重加权与回归预测网络. 

4.2    协变量解耦: 混合专家多头注意力模块

x

K

H = [h1, . . . , hK ]
⊤ ∈ RK×e

H

m

Qm = HWQ
m,Km = HWK

m,Vm = HWV
m

headm

为从高维协变量 中提取因果语义清晰的潜在

表征, 本文设计了混合专家多头注意力模块. 该模块

首先通过 个独立的专家网络提取初级特征矩阵

. 随后, 为整合不同专家

网络的信息, 将 输入一个多头注意力层. 具体地,
对于第 个头 , 通过线性投影生成查询、键和值 :

, 然后计算缩

放点积注意力 .
所有头的输出拼接后经线性投影得到最终表征:

Z = MultiHead(H) =

Concat(head1, . . . , headM)WO. (6)

WO

Z

其中,  是一个可学习的线性投影权重矩阵, 其作

用是将多个注意力头输出的拼接特征整合并映射到

目标维度, 从而融合不同注意力头捕获的多样化信

息模式. 注意力层的输出 被送入三个独立的线性投
 

因果图及表征关系 协变量

混淆变量

Adjustment

Confounder

工具变量
Instrumental

干预变量
Treatment

结果变量
Outcome

调整变量

Covariates

t y

x

ΔΓ ϒ

条件独立性关系分析
A B C A B C A B C

链状结构 叉状结构 对撞结构
A C, A C|B┴ ┴ A C, A C|B┴ ┴

t ΔΓ

Δ

t

ϒ

ϒ

y

y

Γ  Δ ϒ ┴  ┴      

Δ t

tΓ

tΓ Δ

y

y

t ϒ ┴      

|ωt  Δ ┴      

,ω | ty  Γ ┴      

解耦表征及损失函数设计
观测数据

潜在变量解耦表征

解耦表征模块 潜在变量

混合专家网络 线性投影头

t

y

x

1

i

k-1

k

表征关系 因果关系 输入 输出 / 神经网络 逐元素相乘 拼接操作

预测网络模块

条件密度预测网络

ZΔ

WΓ

WΔ

Wϒ

Zϒ

ϒ

Δ

ΓΓ C

LLOR

LLOR

C

QK
V

多头注意力层

ZΓ

θ (t)ω

θ (t)μ

μ(t,Δ,ϒ)

ω(t,Δ)

L factual y^

回归预测网络

重加权网络 积分概率度量

t^
L t reat

π(t|Γ, Δ)

(IPM)
t ϒ ┴ 

t Δ|ω  ┴

y Γ|t,ω  ┴

图 2    模型基本框架
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zΓ, z∆, zΥ影头, 分别生成三个潜在因子的初始表示 .

wΓ,w∆,wΥ Lorth =∑
i̸=j

|w⊤
i wj|2

为促进潜在因子之间的解耦, 本文引入正交正

则化 . 为每个因子配备一个可学习的调制向量

, 并通过在损失函数中添加项

来约束它们彼此正交. 最终, 解耦后的潜

在因子通过逐元素调制得到:

Γ = zΓ ⊙ wΓ, ∆ = z∆ ⊙ w∆, Υ = zΥ ⊙ wΥ. (7)

⊙其中,  表示逐元素乘法. 正交约束迫使各调制向量

关注不同的特征维度, 从而辅助实现表征的解耦. 

4.3    条件密度预测网络

t

Γ ∆

π Γ ∆ t

π(t|Γ,∆) ≈ p(t|Γ,∆).

[Γ;∆] t ∈ [0, 1]

t [0, 1]

B B + 1

t

根据图 2左侧所示的因果结构, 干预变量 由其

父节点工具因子 和混淆因子 共同决定. 为建模干

预分配机制并修正混淆偏差, 本文构建一个条件密

度预测网络 , 用于估计给定 和 时 的条件概率

密度 :  该网络以拼接后的

为输入. 对于连续干预变量 , 本文采

用网格化密度估计器: 将 的值域 均匀划分为

个区间, 在 个网格点上估计条件概率, 并通

过线性插值获得任意 值的密度.

g(t|x) = π(t|Γ,∆) ωIPW
i = 1/

g(ti|xi)

基于估计的条件密度 , 可计算广义倾向得分

, 进而得到逆概率权重

. 然而, 在高维混淆下, 仅使用 IPW可能方差

较大. 为此, 本文引入一个可学习的重加权网络来优

化权重. 

4.4    重加权网络

∆

ω(t,∆) t ∆

∆ t

为实现混淆因子 的平衡, 本文设计一个重加

权网络 . 该网络以干预变量 和混淆因子 为

输入, 输出一个样本级的权重调整因子. 为防止高维

的 淹没 的影响 , 这里选择引入变系数网络

(Varying-Coefficient Network)[39] 来构建该网络:

ω(t,∆) = fθω(t)(∆), (8)

fθω(t) θω(t)

t t

t ∆

i

其中,  是一个多层感知机, 其参数 是干预

变量 的函数. 这意味着网络的结构根据 的值动态

调整, 能更精细地刻画 与 的交互对权重的影响.
最终, 样本 的平衡权重为:

ωi = ω(ti,∆(xi)) · ωIPW
i . (9)

该权重将用于后续的独立性约束与效应估计,
其训练通过整体损失函数中的相关项间接优化. 

4.5    回归预测网络

µ(t, x) = E[y|do(T = t), x]

E[y|t,∆,Υ]

µ(t,∆,Υ) t

在混淆因子得到平衡的前提下, 个体剂量响应

函数 的估计可简化为对

条件期望 的建模. 为此, 同样构建一个变

系数效应估计网络 . 该网络以干预变量 、

∆ Υ

y

混淆因子 和调整因子 为输入, 动态生成对结果

变量 的预测:

ŷ = µ(t,∆,Υ) = fθµ(t)([∆;Υ]). (10)

fθµ(t) t

θµ(t) =
J∑

j=1

Wµ
jϕj(t)

其中,  同样是一个参数随 变化的变系数多层感

知机 . 其参数化方式与重加权网络一致 : 

.

t

t

这种设计使得网络能够灵活捕捉干预变量 与

潜在因子之间复杂的非线性交互效应, 同时保证估

计的剂量响应曲线随 连续且平滑. 

4.6    独立性约束: 积分概率度量正则化

解耦表征需满足因果推断中的条件独立性假设,
才能保证后续效应估计的无偏性. 为此, 本文引入了

基于最大均值差异 (Maximum  Mean  Discrepancy,
MMD)的积分概率度量 (Integral Probability Metric,
IPM)约束:

t ⊥ Υ

Υ

1) 干预变量与调整因子独立性 ( ). 该约束

确保调整因子 不包含影响干预分配的信息. 对应

的损失函数为:

Lt⊥Υ
IPM = MMD(P (Υ|t), P (Υ)). (11)

t ⊥ ∆|ω ω

∆

2) 给定权重因子下干预变量与混淆因子条件独

立性 ( ). 该约束确保在倾向权重 调整后,
混淆因子 的分布在各干预组间达到平衡. 对应的

损失函数为:

Lt⊥∆|ω
IPM = MMD(P (∆|t, ω), P (∆|ω)). (12)

y ⊥ Γ|t, ω
Γ t y

3) 给定干预变量和权重因子下结果变量与工具

因子条件独立性 ( ). 该约束确保工具因子

仅通过干预 影响 . 对应的损失函数为:

Ly⊥Γ|t,ω
IPM = MMD(P (Γ|y, t, ω), P (Γ|t, ω)). (13)

实践中, 为提高计算效率, 本文采用分组 IPM计

算方式 , 将数据按干预值排序后分组 , 计算组间

MMD的最大值作为约束损失. 

4.7    损失函数构造

模型的总损失函数为各组件损失的加权和, 具
体定义如下:

1) 线性正交正则化损失: 强制三个潜在因子权

重向量的正交性, 确保解耦的彻底性.

LLOR = (w̃Γ · w̃∆)
2 + (w̃Γ · w̃Υ)

2 + (w̃∆ · w̃Υ)
2, (14)

w̃(·) = w(·)/∥w(·)∥2其中,  为归一化后的权重向量.
2) 干预预测损失: 衡量模型对干预分配机制的

建模能力, 采用负对数似然损失.

Ltreat = −
1

N

N∑
i=1

logπ(ti|Γ(xi),∆(xi)). (15)
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π(ti|Γ(xi),∆(xi)其中,  为协变量对应的条件密度预

测网络, 该网络通过最小化负对数似然损失进行训

练.
y3) 事实结果预测损失: 衡量模型对观测结果 的

预测精度, 采用均方误差.

Lfactual =
1

N

N∑
i=1

(yi − µ(ti,∆(xi),Υ(xi)))
2. (16)

µ(ti,∆(xi),Υ(xi)) i其中,  为模型对第 个样本的预测

结果.
4) IPM 约束损失: 确保解耦表征满足因果推断

的条件独立性假设, 由三个MMD损失组成.

LIPM = Lt⊥Υ
IPM + Lt⊥∆|ω

IPM + Ly⊥Γ|t,ω
IPM . (17)

模型的总损失函数定义为以上各项损失的加权

和:

Ltotal = αLfactual ++βLtreat + γLIPM + λLLOR, (18)

α, β, γ, λ其中,  为超参数, 通过交叉验证确定其最优

值, 用于平衡模型在不同任务上的学习目标. 

4.8    模型训练

Ltotal

CDDRN模型的训练通过联合优化总损失函数

实现. 算法 1描述了对应的端到端训练流程.

　　算法1　CDDRN模型训练算法

D = {(xi, ti, yi)}Ni=1 α, β, γ, λ

η E

　　输入: 数据集 ; 超参数 ;

学习率 ; 最大轮数

Θ　　输出: 训练好的模型参数

Θ　　初始化参数 ;

= 1 E　　for epoch   to   do
D　　　随机打乱数据集 ;

B ⊂ D　　　for 每个小批量  do

Γ,∆,Υ　　　　前向传播: 生成潜在因子 ;

π(t|Γ,∆), ω(t,∆), µ(t,∆,Υ)　　　　训练三类预测网络 ;

Lfactual,Ltreat,LIPM,LLOR　　　　计算各损失项:  ;

Ltotal = αLfactual +βLtreat+γLIPM+λLLOR　　　　总损失:  ;

Θ← Θ− η∇ΘLtotal　　　　反向传播更新参数:  ;

　　　if: 满足早停条件then
　　　　break;

Θ　　return  ;

算法 1通过小批量梯度下降联合优化所有损失

项. 模型同时学习解耦表征、平衡权重与剂量响应函

数, 最终获得能够进行无偏因果效应估计的稳健模

型. 

5    实验设计与方法有效性验证

为验证本文所提出的 CDDRN模型在军事复杂

场景下的科学性与有效性, 本节聚焦具体问题, 以某

型大型长航时侦察无人机执行海上目标侦察任务为

背景, 开展有效性验证. 首先, 阐述军事需求, 详细介

绍基于脱密数据构建的半合成数据集; 其次, 列出用

于对比的基线模型; 最后, 通过对比实验, 验证模型

在估计侦照高度对任务表现因果效应上的优越性能. 

5.1    军事需求与数据集构建
 

5.1.1    军事需求分析

现代海战场上, 大型长航时侦察无人机是实现

广域态势感知的核心装备, 其任务表现关系决策时

效性与准确性. 侦照高度作为连续变量, 探究最优值

对最大化侦察效能与飞行安全有重要军事意义. 然
而, 受限于装备成本与战场环境, 无法随机对照试验;
传统关联分析难以剥离机型、任务类型、气象等混淆

因素, 结论易偏倚. 伴随无人机广泛应用, 已积累海

量多维任务数据. 以数据驱动精准量化侦照高度的

因果效应并解析其异质性差异, 既是提升装备科学

化与智能化的需求, 也是因果推断与军事管理交叉

创新的尝试. 

5.1.2    变量说明

本研究数据来源于国内某型无人机执行海上目

标侦察任务的历史记录. 经脱敏与清洗后, 共获取若

干任务架次的有效观测, 任务时间跨度覆盖多个月

份, 涵盖了不同海域、季节与气象条件. 参照专家经

验与数据可用性, 本文构建了如表 1所示的变量体

系, 用于全面刻画每个任务架次的特征.

t

y

变量按照其性质分为基础信息、装备特征、环境

变量、席位人员、飞行参数、任务复杂度、情报数据、

干预变量及结果变量. 其中, 基础信息与席位人员为

文本型标识变量, 仅用于记录与索引, 不含有效数值

信息, 因此不作为协变量. 装备特征中的无人机型号

与载荷类型亦为名义分类变量, 同样剔除. 其余变量

均为数值型或有序分类变量, 具备明确的量纲或等

级顺序, 能够反映任务中客观的作战条件, 故作为协

变量纳入模型, 以控制不同任务架次间作战条件的

差异对干预效果估计的混淆影响. 核心的干预变量

为侦照高度 ( , 米), 表示任务中实施侦察探测的平

均飞行高度; 结果变量为任务表现 ( , 归一化分数),
由任务完成后综合评估得出. 所有协变量、干预变量

与结果变量构成了本研究中半合成数据集的变量基

础. 

5.1.3    半合成数据生成机制

为构建可定量评估模型性能的数据集, 本文设

计了一套半合成数据生成机制. 该机制模拟指挥员

决策过程, 构建具有清晰因果结构的任务表现模型,
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为因果效应估计提供“真实值”. 由于保密要求, 数
据集数值设定不符现实 (例如飞行高度低于 50米).
该机制仅为研究因果机制, 与装备实际使用无关.

N

x t

y

x t

y

假设拥有 个独立同分布的任务样本, 每个样

本包含高维协变量 、干预变量 (侦照高度 )与结果

变量 (任务表现 ). 数据生成过程严格遵循第 3节中

的基本假设, 并显式建模了协变量 对干预 和结果

的复杂影响.
t

x

t x

1) 干预变量 的生成: 模拟指挥员根据任务情

境 ( )决策高度的过程. 该过程引入了选择偏差, 即
与 相关, 构成了后续因果识别需要克服的混淆偏

差.

t|x ∼ LogNormal(µt(x), σ
2
t ) (19)

µt(x) = β0 + βTϕ(x) ϕ(·)
x

β0,β

其中, 均值函数 ,  为一个非

线性特征映射函数, 将原始协变量 映射为影响高度

决策的特征 . 参数 的设定使得性能更优的机

型、更复杂的任务倾向于被分配更高的侦照高度, 从
而在数据中构造出真实的混淆关系.

y2) 结果变量 的生成: 综合反映侦照高度、装备

性能、环境、人员等多因素影响. 其生成公式明确分

离了干预变量与协变量效应:

y = f(t, xs) · g(xc) + ϵ, ϵ ∼ N (0, σ2
y) (20)

f(t, xs)

t xs

其中,  为结构化因果效应函数, 模拟侦照高度

与关键协变量子集 (如机型、载荷类型)交互产生

的非线性、异质性干预效应. 具体形式采用高斯函

数, 以模拟“存在机型/载荷相关的最优高度”这一领

域知识:

f(t, xs) = α0 + α1(xs) · exp(−
(t− µ(xs))2

2σ(xs)2
). (21)

µ(xs) σ(xs) xs

µ

σ α0 α1(·)
f(·)

这里,  和 是根据 取值设定的参数.
例如, 为 I型机设定更高的最优高度 , 为光电载荷

设定更窄的有效高度区间 .  和 为调节系数,
确保 的输出在合理范围内.

g(xc)

xc
Oi

为协变量直接效应函数, 表示除干预变量

外, 其他协变量 对任务表现的直接影响. 这里将其

建模为多个子因子 的线性组合, 每个子因子对应

一类作战条件, 并通过归一化处理保证数值稳定性:

g(xc) = γ0 + γ1

6∏
i=1

Oi(xc). (22)

Oi各子因子 模拟了不同维度的影响:

O1 ∝ 气象条件影响 (能见度、云层、风速),

O2 ∝ 人员经验影响 (各席位人员的等级),

O3 = I(服役年限 ⩽ 10且距大修 ⩽ 90),

O4 ∝ (1− η1 ·威胁等级− η2 ·通信中断次数),

O5 ∝ (1− η3 ·飞行姿态稳定性指标),

O6 ∝ (1 + η4 ·侦察获目标数量).
(23)

I(·) ηi Oi

clamp(a, b, c) = max(b,min(a, c))

其中, 函数 为示性函数,  为权重参数. 所有

均通过 函数将其

输出限制在合理区间, 以避免极端值.
ϵ σ2

y为均值为零、方差为 的随机噪声项, 代表未

建模的随机因素.
与上文一致, 以上所用到的所有系数均为合理

数值区间内的随机生成值, 无法反映装备应用的真

实情况.

 

表 1     合成数据变量说明

类别 变量名称与描述

基础信息 x0 : 任务ID(文本型)

x1 : 日期时间(文本型)

x2 : 起飞机场(机场代号A、B、C, 名义分类)

x3 : 任务海域(1～5号海域, 名义分类)

x4 : 任务类型(常规任务、重点侦察、应急响应, 名义分类)

装备特征 x5 : 无人机型号(I型、II型、III型, 名义分类)

x6 : 服役年限(年, 连续型)

x7 : 最近大修时间(天, 连续型)

x8 : 载荷类型(光/雷复合型、光电、雷达、电子侦察,
名义分类)

环境变量 x9 : 能见度(1～5级, 有序分类)

x10 : 海况(1～6级, 有序分类)

x11 : 云层覆盖率(0%～100%, 连续型)

x12 : 气温(℃, 连续型)

x13 : 湿度(相对湿度%, 连续型)

x14 : 风速(m/s, 连续型)

x15 : 电磁环境指数(1～10级, 有序分类)

席位人员 x16 : 飞行控制员ID(文本型)

x17 : 任务规划员ID(文本型)

x18 : 情报判读员ID(文本型)

飞行参数 x19 : 发动机转速(RPM, 连续型)

x20 : 滑油温度(℃, 连续型)

x21 : 滑油压力(Bar, 连续型)

x22 : 真空速(km/h, 连续型)

x23 : 指示空速(km/h, 连续型)

x24 : 天向加速度(m/s², 连续型)

x25 : 横滚角变化频数(离散整数)

x26 : 俯仰角标准差(连续型)

x27 : 航向保持误差(°, 连续型)

任务复杂度 x28 : 预设航点数(离散整数)

x29 : 海域威胁等级(1～4级, 有序分类)

x30 : 通信中断次数(离散整数)

x31 : 需规避目标数(离散整数)

情报数据 x32 : 侦察获目标数量(离散整数)

干预变量 t: 侦照高度(米, 连续型, 干预变量)

结果变量 y : 任务表现(归一化分数, 连续型, 结果变量)

第x期 何冰雨 等: 基于因果效应估计的无人机海上侦察作战条件异质性分析 7



f(t, xs)

t ψtrue(t) = EX[f(t, xs)·
g(xc)] x µtrue(t, x)

在上述机制的基础上, 植入了预设的、可解析的

因果效应 . 因此, 可以精确计算出任何干预高

度 下的真实平均剂量响应

, 以及给定 下的条件平均因果效应 .
本研究基于真实数据, 应用此生成机制, 生成了对应

的半合成数据集用于后续实验. 

5.2    实验设置

hhidden = 64 dexpert = 1024

K = 3 M = 4

B = 80 dropout = 0.2

k = 10 σ = 1.0

α = 1.0 β = 1.0 γ = 1.0

λ = 1.0

CDDRN模型的主要超参数设置如下: 隐藏层维

度 , 潜在因子维度 , 专家网

络数量 , 多头注意力头数 , 干预变量分

箱数 , 丢弃率 ,  IPM分组数

, RBF核参数 . 每个专家网络由两层

全连接组成 , 每层后接批归一化、GELU激活和

Dropout; 重加权网络为三层全连接 , 激活函数为

Sigmoid; 变系数效应估计网络中的基网络为两层全

连接, 系数网络为三层全连接, 最终输出层为单层全

连接. 总损失函数中的加权系数通过初步网格搜索

确 定 ,  具 体 取 值 为 、 、 、

.

0.001 0.0001

模型使用 Adam优化器训练 , 初始学习率为

, 权重衰减为 . 采用阶梯式学习率衰减

策略 , 每 100个轮次将学习率乘以 0.95. 批大小为

256, 总训练轮数为 300. 梯度裁剪阈值设为 1.0.
所有实验在配备 NVIDIA GPU L40的服务器上

进行 , 操作系统为 Ubuntu 22.04,  深度学习框架为

PyTorch 1.13.1. 

5.3    基线模型

为全面评估本文所提 CDDRN模型的性能, 本
文选取了以下三类代表性的基线模型进行对比实验.
这些模型涵盖了从传统回归、经典因果推断到前沿

深度因果估计的广泛谱系, 确保了对比的全面性.

x t y

ŷ = h(x, t)

基于回归的传统预测模型: 此类模型旨在直接

建立从协变量 和干预变量 到结果 的映射函数

, 其优化目标为最小化预测误差, 而非直

接估计因果效应. 无法显式控制混淆偏差, 但其预测

性能可作为因果效应估计任务的基础参照.

E[y] = β0 +
∑
fj(xj) + ft(t)

● 广义加性模型 (Generalized Additive Model,
GAM): 假设结果可表示为各特征平滑函数的和 ,

.

E[y] = β0 + βTx+ βtt

● 线性回归 (Linear Regression, LR) 与正则化

变体: 包括 Lasso 回归与岭回归 (Ridge Regression).
它们在 LR模型 的基础上, 分
别引入 L1或 L2正则化以应对高维特征与共线性,
是稳健的线性基准.

● 支持向量回归 (Support  Vector  Regression,
SVR): 通过核函数将数据映射到高维空间进行线性

回归.
基于统计的因果效应估计方法: 基于因果推断

理论框架设计, 旨在通过显式建模干预分配机制或

平衡协变量分布来估计因果效应.
● 因果森林 (Causal Forest, CF) [43]: 基于随机森

林的通用非参数方法. 通过构建专注于异质性因果

效应估计的树, 并对样本进行加权, 从而估计条件平

均因果效应.
● 基于广义倾向得分的匹配 (Generalized

Propensity Score Matching, GPS): [44] 将二元干预下

的倾向得分推广至连续型干预场景. 首先估计给定

协变量下干预变量的条件密度 (广义倾向得分), 根
据得分对样本进行匹配或加权, 以平衡协变量分布,
进而估计剂量响应函数.

基于神经网络的因果效应估计方法: 结合深度

学习强大表征能力与因果推断框架的一类方法.
● TARNet [45]: 核心思想是学习一个共享的基线

表征, 然后为干预组和对照组分别配备独立的输出

头, 以估计异质性因果效应.
● DRNet [38]: 将干预变量的值域划分为多个区

间, 为每个区间训练一个独立的子网络来预测该区

间内的结果.

t

µ(t, x)

● VCNet [39]: 在 DRNet的基础上加入变系数网

络结构, 使网络参数成为干预变量 的平滑函数, 从
而直接输出连续、平滑的 估计.
 

5.4    模型对比与结果分析

y x

t ŷ y

为定量评估各模型在连续因果效应估计任务上

的性能 , 本文采用均方误差 (Mean  Squared  Error,
MSE)核心评估指标, 以衡量各模型对合成数据中结

果变量 的估计误差. 在测试集上, 输入协变量 和干

预值 , 计算模型预测的 与真实值 之间的MSE值.
实验基于 4.1节的生成机制生成了 1 200架次的飞

行数据, 采取随机训练/测试划分 (80%/20%)的方式

进行 10次重复实验, 最终报告各模型 MSE的均值

与标准差, 以评估其估计精度与稳健性.
表 2展示了本文提出的 CDDRN模型基线模型

在半合成数据集上的 MSE对比结果. 分析结果, 可
以得出以下结论:

首先, 传统回归模型整体估计误差较高, 未显式

建模混淆偏差, 受选择偏差影响显著, 在高维强混淆

数据下存在明显局限性. 其次, 统计学因果推断方法

整体优于传统模型: 因果森林 (CF)通过自适应分组
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38.085± 1.915

45.480± 3.911

102.6

35.692±
5.547

34.690± 1.116

部分缓解混淆偏差, MSE( )显著低于

传统模型; 广义倾向得分匹配 (GPS)依赖条件密度

正确设定 , 表现略逊于 CF( ). 再次 ,
深度神经网络因果模型凭借非线性表征能力取得更

优性能: TARNet与DRNet表现欠佳 (约 ), VCNet
通过平滑样条基函数实现最佳基线性能 (

). 最后, 本文 CDDRN模型取得所有方法中的

最佳性能 ,  MSE( )低于 VCNet且
标准差最小, 验证了其在高维混淆连续因果效应估

计中的有效性与优越性. 

5.5    消融实验

为系统性地评估 CDDRN模型中各核心组件的

贡献, 本节设计了消融实验. 实验设置对应模型方法

中协变量解耦模块、回归预测网络、IPM独立性约

束以及条件密度预测网络结构四个关键组件的消融.
需说明的是, 重加权网络作为实现混淆因子平衡的

基础模块, 是其余各网络的共同前提, 在此不做单独

解耦消融. 通过逐一移除或替换上述目标组件, 共构

建了五个消融变体, 并在与前文一致的半合成数据

集上进行评估. 实验结果如表 3所示.
 
 

表 3     CDDRN 模型消融实验结果

解耦模块 条件密度网络 回归网络 IPM约束 MSE (均值±标准差)

√ √ √ √ 34.690± 1.116

√ √ √ 37.604± 5.722

√ √ √ 1726.499± 46.748

√ √ √ 38.816± 1.749

MLP √ √ √ 35.306± 2.648

Transformer √ √ √ 86.287± 8.494

 

从表 3的数据可以看出, 移除回归预测网络导

致MSE飙升至 1 726.499, 验证了变系数回归网络在

估计剂量响应函数中的核心地位. 移除条件密度预

测模块或停用 IPM约束后 ,  MSE分别升至 37.604
和 38.816, 表明对混淆平衡模块进行训练并施加独

立性约束, 对于缓解混淆偏差、提升估计精度具有重

要意义. 此外, 以 MLP替代混合专家多头注意力模

块 导 致 性 能 略 有 下 降 (MSE为 35.306),  而 以

Transformer编码器替代则使 MSE大幅升至 86.287,
证明本文设计的混合专家多头注意力机制在学习结

构性因果表征方面具有明显优势. 综上, 消融实验充

分证明了 CDDRN各核心组件设计的必要性与有效

性, 核心组件共同实现了对因果效应的精确估计. 

6    案例分析

上节已详细验证了本文所提出方法的有效性,
本节在上节的基础上, 进一步开展案例研究. 首先,
分析侦照高度对无人机任务表现的平均因果效应;
其次, 通过划分不同作战条件子群, 揭示侦照高度在

不同作战条件子群体中的异质性因果效应; 最后, 根
据所得到的结果, 提出相应的决策建议. 出于保密要

求, 本案例研究同样基于合成数据集开展, 仅为了证

明方法在应用层面能够提供一定的建议参考, 所绘

制的曲线在趋势上并不反映现实情况, 所得出的系

列结论与装备的实际应用并不相符. 

E[ψ(t)]6.1    侦照高度平均因果效应分析

t

y

通过分析侦照高度-任务表现的平均剂量响应

曲线 (Average Dose-Response Function, ADRF), 可以

理解侦照高度对任务表现的总体影响规律. 这里将

连续型变量侦照高度 视为干预变量, 将无人机侦察

任务完成情况 视为结果变量 , 应用本文提出的

CDDRN模型进行估计.

ψ(t) t

t

图 3展示了应用模型估计得到的群体因果效应

曲线 . 其中, 横轴表示干预变量 , 即侦照高度

(米); 纵轴表示因果效应值 , 即当侦照高度干预为

时, 无人机侦察任务表现的群体平均值 (百分制).
曲线上方子图给出了原始数据中侦照高度的分布情

况. 对其进行分析后, 可以得到结论如下:
结论 1: 侦照高度对无人机任务表现的影响具

有显著的非线性特征, 存在明确的最优侦照高度.

 

表 2     不同模型的估计误差 (MSE) 对比

模型 MSE (均值 ± 标准差)

GAM 59.564± 4.785

Linear Regression 47.540± 4.746

Lasso Regression 74.839± 4.160

Ridge Regression 48.621± 4.835

SVR 40.990± 3.679

Causal Forest (CF) 38.085± 1.915

GPS Matching 45.480± 3.911

TARNet 102.654± 7.275

DRNet 102.277± 7.262

VCNet 35.692± 5.547

CDDRN (Ours) 34.690± 1.116
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t = 21.75

从图 3可以看出, 因果效应曲线呈现明显的“先

上升、后下降”的单峰形态. 当侦照高度较低时 (如
低于 15米), 曲线呈快速上升趋势. 这表明在该区间

内, 适当提升侦照高度可显著提升任务完成质量与

效率. 曲线在 米处达到峰值, 此时对应的最

佳任务表现约为 72.20%, 此高度可视为群体层面的

最优侦照高度. 当侦照高度超过最优值后, 曲线转为

下降趋势. 可能由于过高的侦照高度会导致目标成

像分辨率下降、信号传输延迟增加, 或受高空气象因

素干扰增强, 对任务表现产生负向影响. 该结论从数

据驱动的角度, 量化验证了军事实践中关于侦照高

度存在“最佳区间”的经验认知. 

6.2    作战条件的群体异质性分析

ψ(t) ψ(x)

ψ(t|x)

平均因果效应 与个体效应 的分析表

明, 侦照高度的影响存在显著的异质性. 本小节进一

步按作战条件 (机型、任务类型、载荷类型、起飞机

场)划分子群体, 分别估计各子群内的因果效应曲线

, 以揭示群体异质性. 

6.2.1    机型异质性分析

为了分析机型的影响, 将所有样本按机型划分

为 I型、II型、III型三个子群. 图 4(a)展示了各机型

子群的异质性因果效应曲线. 对其进行分析后, 可以

得到结论如下:
结论 2: 机型是影响最优侦照高度与任务表现

的核心因素, I 型无人机性能最优.
如图 4(a)所示, 不同机型的因果效应曲线形态

相似, 但峰值位置与高度存在显著差异. I型无人机

的最优侦照高度最高 (约 30.04 米), 且在此高度下能

达到最佳任务表现 (80.82%). II型和 III型无人机的

最优高度较低且基本一致 (均约 25.33 米), 对应的最

佳任务表现也依次递减. 这表明 I型无人机适合在

更高空域执行侦察, 以获得更广的覆盖范围. 且 I型
无人机对侦照高度的适应性更强, 在较宽的高度范

围内也能保持较好的任务表现. 

6.2.2    任务类型异质性分析

为了分析任务类型的影响, 将所有样本按任务

类型划分为常规任务、重点侦察、应急响应三个子

群. 图 4(b)展示了各任务类型子群的异质性因果效

应曲线. 对其进行分析后, 可以得到结论如下:
结论 3: 不同任务类型的最优侦照高度策略不

同, 需差异化调整.
图 4(b)中按任务类型 (常规任务、重点侦察、应
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(a)   按机型划分子群后的异质性因果效应曲线

Treatment t Treatment t

(b)   按起飞机场划分子群后的异质性因果效应曲线

Treatment t Treatment t

( c)   按载荷类型划分子群后的异质性因果效应曲线 (d)   按起飞机场划分子群后的异质性因果效应曲线

(17.80 m,71.62%)
Playload D
(21.57%,73.37%)
Playload L
(20.82m, 75.25%)
playload G
(22.13m, 72.23%)
Playload G / L

(20.82%,73.46%)
Airport C
(23.08m, 74.01%)
Airport B
(21.95m, 72.93%)
Airport A

(25.33%,59.05%)
UAV III
(25.33m, 69.67%)
UAV II
(30.04m, 82.82%)
UAV I

(12.72%,65.96%)
YJXY
(33.43m, 70.75%)
ZDZC
(27.22m, 73.88%)
CGRW

注:  图中的曲线变化趋势基于合成数据，不反映现实情况

图 4    异质性因果效应曲线
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急响应 )进行划分 ,  “ CGRW”表示常规任务 、

“ZDZC”表示重点侦察、“YJXY”表示应急响应. 常
规任务与重点侦察任务均存在明确的最优侦照高度,
分别约为 27.21 米和 33.43 米. 常规任务中, 稍低的

高度有助于平衡覆盖范围与识别精度; 重点侦察任

务一般需要进行长时观察, 较高的侦照高度可以确

保隐蔽性, 减少操作人员的操作压力. 应急响应任务

的曲线呈现先增后降趋势, 且任务完成的适合高度

区间相对较窄且处于较低高度, 表明在保障飞行安

全的前提下, 应尽量降低侦照高度以提升响应速度

与侦察清晰度. 

6.2.3    载荷类型异质性分析

为了分析载荷类型的影响, 将所有样本按主要

载荷类型划分为光电载荷、雷达载荷、光/雷复合载

荷等子群. 图 4(c)展示了各载荷类型子群的异质性

因果效应曲线. 图中四种载荷类型对应的曲线分别

标 记 为 Playload  G/L、 Playload  G、 Playload  L、
Playload D, 其中, 光/ 雷表示光电和雷达的复合型载

荷. 对其进行分析后, 可以得到结论如下:
结论 4: 载荷类型显著影响最优侦照高度与任

务表现, 光/雷复合载荷综合性能最优.
如图 4(c)所示, 不同载荷类型的因果效应曲线

存在差异. 光/雷复合载荷的最优侦照高度适中, 且在

此高度下任务表现最为稳定和优异. 纯光电载荷在

较低高度下表现较好, 但随高度增加性能衰减较快.
雷达载荷则在相对更高的高度下仍能保持一定的侦

察效能. 这表明, 复合载荷通过多源信息融合, 在更

宽的高度范围内具备更强的环境适应性与目标识别

能力, 这与数据集的设置机制符合一致. 

6.2.4    起飞机场异质性分析

为了分析起飞机场的影响, 将所有样本按起飞

机场划分为不同子群. 图 4(d)展示了各起飞机场子

群的异质性因果效应曲线. 对其进行分析后, 可以得

到结论如下:
结论 5: 起飞机场对最优侦照高度与任务表现

的影响极小, 可忽略不计.
如图 4(d)所示, 不同起飞机场子群的因果效应

曲线几乎完全重合. 这表明, 在控制了机型、任务类

型、载荷等作战条件后, 起飞机场本身对侦察高度与

任务表现的关系无显著影响. 

6.3    案例结论

基于第 6.1 与 6.2 节的案例分析结果, 本文对侦

照高度影响任务表现的因果规律进行系统性归纳,
并结合合成数据机制验证. 在群体层面, 因果效应曲

ψ(t)线 呈显著非线性 (结论 1), 存在全局最优区间:
低于最优高度时, 通过扩大视场、降低截获概率等产

生正向效应; 超过阈值后, 因分辨率衰减、传输延迟

等导致负向效应. 该最优区间与合成数据设定一致,
验证了方法有效性. 在异质性层面, 机型、任务与载

荷类型构成主要效应修饰因子 (结论 2-5): I型机凭

借优越性能在更宽高度域维持高效能; 重点侦察任

务因侧重隐蔽与持续监视致最优高度上移, 应急响

应则因时效需求使有效区间下移收窄; 光电载荷于

低空优势显著, 雷达载荷对高度变化不敏感, 复合载

荷则在中空实现效能均衡. 上述结论均符合前期设

置, 验证了方法在异质性分析上的有效性. 

7    总结与展望

本文针对无人机海上侦察中连续作战条件因果

效应的量化难题, 提出一种基于解耦表征学习的连

续剂量响应因果效应估计网络 (CDDRN). 研究构建

了面向军事观测数据的因果推断框架, 通过混合专

家多头注意力机制将协变量解耦为工具、混淆与调

整三类潜在因子, 以积分概率度量约束近似无混淆

性, 并由变系数网络实现平滑稳健的效应估计. 基于

半合成数据集的实验表明 CDDRN估计精度显著优

于基线模型; 案例分析进一步揭示: 侦照高度对任务

表现呈非线性影响, 存在全局最优高度, 且效应在不

同机型、任务类型及载荷下呈现显著异质性, 验证了

方法的初步有效性. 未来可构建更多作战条件数据

集以验证全场景性能, 通过工具变量或多源数据融

合应对未观测混淆, 显式编码领域知识以增强可解

释性.
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