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摘 要: 多变量时间序列在采集、传输与存储过程中,常因传感器故障、通信异常及环境干扰等因素出现缺失现
象,这不仅破坏数据完整性,也会影响预测、分类等后续分析任务. 在随机缺失与连续缺失两类常见场景下,现有
插补方法仍面临输入统计易失真、时间范围适配不足以及恢复过程稳定性较弱等问题. 为此,本文提出一种基于
动态多尺度分解的多变量时间序列插补方法DyMSI.该方法通过构造缺失感知输入表示,在归一化过程中仅利用
非缺失位置估计统计量,以减轻输入分布偏移;通过构建动态多尺度分解框架,自适应融合不同时间尺度的信息,
以增强模型对不同缺失模式的适应能力;通过设计观测约束的逐层恢复机制,减弱不可靠中间结果对后续恢复的
干扰,从而提高恢复过程稳定性.实验结果表明,与 5个现有时间序列插补模型对比,本文所提方法在 5个公开数
据集上的两类缺失场景下均表现出良好的插补精度.
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Abstract: Multivariate time series often suffer from missing values during data acquisition, transmission, and storage
due to sensor failures, communication anomalies, and environmental disturbances. This not only undermines data
integrity, but also adversely affects downstream analysis tasks such as forecasting and classification. Under two
common missing scenarios, namely random missing and continuous missing, existing imputation methods still face
several challenges, including distortion of input statistics, insufficient adaptation to different temporal ranges, and
limited recovery stability. To address these issues, this paper proposes DyMSI, a dynamic multi-scale
decomposition-based method for multivariate time series imputation. Specifically, DyMSI constructs a missing-aware
input representation, where normalization statistics are estimated only from non-missing positions to alleviate input
distribution shift; it further builds a dynamic multi-scale decomposition framework to adaptively fuse information from
different temporal scales, thereby enhancing the model’s adaptability to different missing patterns; moreover, an
observation-constrained progressive recovery mechanism is designed to reduce the interference of unreliable
intermediate results on subsequent recovery, thus improving recovery stability. Experimental results show that,
compared with five existing time series imputation models, the proposed method achieves favorable imputation
accuracy under both missing scenarios on five public datasets.
Keywords: multivariate time series；data imputation；random missing；block missing；dynamic multi-scale；
layer-wise recovery

0 引 言

时间序列数据广泛存在于交通流量监测[1]、气象

分析[2]、医疗健康监护[3]等各领域中,是状态评估与

判断决策的基础. 然而在实际情况中由于传感器故
障、通信异常等各种原因,时间序列数据的缺失现象
非常普遍[4],这些缺失数据严重破坏了时序信号的连
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续性,也给预测、分类等下游任务带来巨大挑战[5-7].
因此如何从不完整的观测序列中恢复缺失值并重建

较完整的时序表示,已成为目前亟需解决的问题[8-9].
随着人工智能的发展, 时间序列插补方法逐渐

由传统统计方法发展到深度学习方法. 现有深度学
习插补方法主要包括确定性插补方法和概率生成式

插补方法两类. 在确定性方法中, Che 等[10] 提出的

GRU-D 通过在循环单元中引入缺失掩码和时间间
隔信息, 显式建模缺失模式对状态演化的影响; Cao
等[11] 提出的 BRITS 则进一步利用双向递推结构和
历史状态信息实现缺失值恢复. 此类方法在早期时
间序列插补研究中取得了一定效果, 但受限于循环
结构, 其串行计算方式以及对长程依赖的建模能力
在长序列场景下仍存在不足[12].为缓解上述问题, Du
等[13] 提出了 SAITS, 将自注意力机制应用于时间序
列插补, 通过联合建模时间依赖与变量相关性提升
恢复性能. 此外, 部分基于 Transformer 和 MLP 的
方法[14] 也被引入插补任务, 在表示学习能力与计算
效率方面具有一定优势, 然而当观测信息不足或缺
失模式复杂时, 其对可靠信息的挖掘以及对多尺度
时序结构的适应能力仍不足. 在概率生成式方法中,
Yoon等[15] 提出了 GAIN,通过生成对抗学习实现缺
失值估计; Fortuin 等[16] 提出了 GP-VAE, 通过在潜
在空间中建模时间动态实现概率插补; Tashiro 等[17]

提出了 CSDI,通过条件扩散模型刻画缺失值分布及
其不确定性. 此类方法通常具有较强的分布拟合能
力[18],但训练与推理成本相对较高.
深度学习插补方法的性能不仅与模型结构有

关, 还会受到数据类型、缺失率和缺失模式等因素
的共同影响[19-20]. 在此基础上, 一些通用时间序列
建模骨干也逐渐被引入插补任务.Wu 等[21] 提出了

TimesNet,通过时间序列的二维变换与多周期建模增
强了对复杂时序模式的刻画能力; Nie 等[22] 提出了

PatchTST,通过 patch表示方式对局部子序列进行建
模,提高了长序列场景下的表示效率; Liu等[23] 提出

了 iTransformer, 通过维度反转机制加强了对跨变量
相关性的建模; Wang 等[24] 提出了 TimeMixer, 通过
多尺度混合的方式提升了模型对不同时间范围信息

的利用能力. 上述研究表明,面向更复杂的时空缺失
场景, 更强的时序建模骨干和结构先验有助于提升
插补性能.

尽管现有确定性插补方法在多变量时间序列恢

复任务中取得了一定进展, 但在不同缺失模式下, 尤
其在缺失率升高和连续缺失条件下, 仍面临以下几

个问题, 第一, 当观测信息不足时, 常规归一化和表
示提取过程容易受到统计量失真与分布偏移的影响,
从而削弱特征表示的稳定性.第二, 不同样本和不同
缺失模式对时间范围的依赖并不一致, 固定或静态
的尺度建模方式难以同时兼顾局部变化与整体趋势,
从而限制了模型对复杂输入条件的适应能力. 第三,
在逐层分解或重构过程中, 缺失区域中的不可靠局
部分量若直接用于更新后续残差状态, 容易引发误
差累积.因此,如何提高模型在观测信息不足、多尺度
变化以及连续缺失条件下的恢复精度与稳定性, 是
本文关注的核心问题.
为解决上述问题, 本文提出一种面向多变量

时间序列插补的动态多尺度确定性模型 DyMSI
(DynamicMulti-Scale Imputer). DyMSI通过引入缺失
感知归一化机制, 在归一化过程中结合缺失掩码, 仅
利用非缺失位置估计统计量, 以缓解可用信息不足
条件下输入统计失真问题; 通过构建动态多尺度建
模框架, 在不同分解层中提取不同时间尺度的时序
信息, 并通过自适应融合机制动态整合多尺度表示,
以改善固定尺度建模难以兼顾局部变化与整体结构

的问题. 尤其在连续缺失场景下,缺失片段内部缺少
可直接利用的邻近观测值, 动态多尺度建模能够同
时利用片段两侧的短期变化和较长时间范围内的趋

势信息, 从而增强对不同长度连续缺失片段的恢复
能力; 通过设计观测约束残差更新策略,使残差状态
主要由观测位置驱动, 而缺失位置由独立预测分支
逐层恢复, 以减少连续缺失片段内部不可靠中间估
计对后续残差更新的影响. 在此基础上, DyMSI进一
步引入辅助一致性约束,以改善训练稳定性.

相较于已有工作, 本文的增量改进主要体现在
以下三个方面. 不同于 GRU-D 等方法将缺失掩码
和时间间隔主要作为循环状态调节信息, DyMSI 将
缺失掩码引入输入统计量估计过程, 并结合时间滞
后嵌入构造缺失感知输入表示, 以减轻缺失填充造
成的统计偏移;不同于 PatchTST、TimeMixer等方法
中面向通用时序建模的 Patch 表示或多尺度混合结
构, DyMSI 将多候选 Patch 尺度分支与缺失条件下
的动态融合机制结合, 使不同尺度信息能根据当前
输入状态自适应调整, 从而适应随机缺失和连续缺
失下不同时间范围依赖的恢复需求; 不同于 BRITS
等方法基于双向循环递推利用观测信息约束缺失估

计, DyMSI 在逐层分解恢复过程中仅在观测位置更
新残差状态, 并由预测分支逐层补全缺失位置, 以
减弱不可靠中间结果在后续恢复中的传播影响. 因
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此, DyMSI 是围绕缺失恢复过程构建的确定性插补
框架,将缺失感知输入、动态多尺度融合和观测约束
逐层恢复统一于同一模型中.

1 算法介绍

1.1 问题定义

设原始完整的多变量时间序列为 Xgt ∈ RT×C ,
T 和 C 分别表示时序长度和变量维度. 为描述缺失
状态,引入掩码矩阵M ∈ {0, 1}T×C , Mt,c = 1代表

第 t时刻第 c变量无缺失,反之代表该位置值缺失.基
于掩码矩阵,可得不完整输入X = Xgt ⊙M . 插补任
务目标为得到一个映射函数, 利用不完整的输入 X

以及掩码信息,预测得到缺失时刻值 Ŷ ,未空缺的位
置保留原始输入值,得到最终输出 Y ,其计算公式为

Y = Ŷ ⊙ (1−M) +X ⊙M (1)

其中: ⊙代表逐元素乘法.
本文面向多变量时间序列插补任务, 重点关注

缺失率升高与连续缺失场景下的恢复问题. 为提
升模型在观测信息不足条件下的插补性能, 构建
DyMSI 模型, 并分别从缺失感知输入表示、动态多
尺度建模、逐层恢复机制以及训练目标优化等方面

提出相应策略.

1.2 算法框架

DyMSI 的整体框架如图 1 所示. 模型首先依据
不完整输入序列及对应掩码信息构造缺失感知输入

表示, 通过在输入阶段显式结合缺失模式与时序位
置信息, 减轻缺失值对输入统计特征和时序结构信
息的干扰,为后续建模提供更稳定的特征基础. 随后,
增强后的输入被送入由多个动态多尺度分解层组成

的主干网络, 在不同时间范围内提取并融合时序特
征, 从而增强模型对局部变化与整体趋势的联合建
模能力. 最后模型通过观测约束的逐层恢复方式逐
步生成缺失位置的预测结果, 并与原始非缺失值共
同组成最终插补输出,实现对不完整序列的恢复.
1.2.1 缺失感知输入表示

在插补任务中, 输入序列包含缺失值, 若直接采
用常规归一化, 均值和方差等统计量易受缺失位置
影响, 从而干扰后续建模. 为此, 本文采用缺失感知
的实例归一化策略, 仅在观测位置上计算统计量.对
第 c个变量,其均值与标准差可分别表示为

µc =

∑T
t=1 Xt,cMt,c∑T
t=1 Mt,c + ϵ

(2)

σc =

√√√√∑T
t=1(Xt,c − µc)2Mt,c∑T

t=1 Mt,c + ϵ
+ ϵ (3)

𝐌

缺失感知归一化时间滞后矩阵

1 0 0 1 1 𝐗

0 1 2 0 0 μ σ

位置编码

Layer 2

Layer 1

Layer I 𝐘

𝐇𝑖n

图 1 模型整体框架图

其中: ϵ为防止分母为零的极小常数. 此外,缺失感知
归一化旨在稳定输入分布, 而非在预处理阶段恢复
缺失值,因此归一化之后仍通过掩码进行约束. 基于
上述统计量, 对输入序列进行归一化与掩码处理, 可
得结果为

X̄t,c =
Xt,c − µc

σc
Mt,c (4)

缺失还会破坏有效观测点间的时间间隔结构,
尤其在连续缺失场景下, 仅依赖局部数值上下文难
以判断当前时刻距离最近可靠观测的远近. 为描述
这一信息, 本文进一步构造时间滞后矩阵.设采样间
隔为 ∆,对于第 c个变量在时刻 t处的时间滞后为

δt,c =


0, t = 1,

∆, t > 1 &Mt−1,c = 1,

δt−1,c +∆, t > 1 &Mt−1,c = 0.

(5)

由上式可知, 当上一时刻存在真实观测值时, 当
前时刻的时间滞后重新开始计数, 当缺失连续出现
时, 时间滞后会随时间递增, 因此 δt,c 可用于表示

当前时刻相对于最近一次历史观测的时间间隔. 将
该时间滞后矩阵做对数压缩后映射为时间滞后嵌入

Elag,其计算公式为

Elag = Wδ ⊙ log(1 + δ) (6)

其中: Wδ 为可学习参数, 用于控制时间滞后信息在
不同变量上的强度.
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图 2 动态多尺度分解框架图

此外, 模型还叠加了位置编码 Epos 以保留序列

顺序信息.最终,增强后的输入 Hin 表示为由归一化

后输入项、时间滞后嵌入项和位置编码项共同构成,
其计算公式为

Hin = X̄ + Elag + Epos (7)

1.2.2 动态多尺度分解框架

插补任务中, 不同缺失模式对时间范围的需求
并不一致.较短的缺失常常更依赖局部上下文, 较长
连续缺失则通常需要更大范围的时序信息. 基于这
一特点, 本文采用分层多尺度分解框架, 在不同分解
层中使用不同基础 Patch尺度,并在层内保留多个候
选尺度分支, 再根据当前输入特征对各尺度结果进
行自适应融合, 从而同时利用不同时间范围的信息,
提升对不同缺失模式的适应能力, 该框架具体结构
如图 2所示.
设 i − 1层残差状态为 Zi−1, 当 i = 1时, Z0 =

Hin. 为缓解逐层分解过程中原始可用信息逐渐衰减
问题, 在进入第 i 层前, 将上一层残差状态与输入序
列 X 进行门控融合,得到当前层的增强输入表示:

Hi = Zi−1 + gi−1 ⊙X (8)

其中, gi−1 为可学习门控参数,用于控制输入序列 X

在当前层中的注入强度.

在第 i个分解层中,模型包含 J 个候选 Patch尺
度分支, 不同分支对应不同的 Patch 长度. 以下以其
中第 j 个尺度分支为例说明其内部结构. 对于输入
表示 Hi,模型首先按照对应 Patch大小进行分解,将
原始形状为 (T,C) 的输入通过相应的尺度 Patch 化
得到表示 Ui,j ∈ RC×Ni,j×Pi,j . 在此基础上, 模型在
每个 Patch内部对局部片段进行编码,从而提取其中
较细粒度的时序变化特征, 然后通过维度变换与交
替混合模块,模型进一步整合不同 Patch之间的时间
信息以及不同变量之间的关联信息, 从而同时建模
跨 Patch的时间依赖关系与跨变量的相关结构. 最后
通过压缩操作, 可得到该尺度分支的紧凑表示 Ri,j ,
其具体编码过程如图 3所示.

该设计的核心考虑在于: 插补任务中的局部变
量关系与缺失分布往往相互耦合, 单一尺度表示难
以充分刻画复杂时序特征. 通过先在 Patch内提取局
部上下文,再在更高层次上进行 Patch维与联合维的
交替混合, 模型能够在保留局部细节的同时整合更
大范围的时序信息与跨变量关系, 从而增强单个尺
度分支的表示能力.

在获得分支表示 Ri,j 后, 模型通过解码器将其
恢复至 Patch表示空间,并设置结构分支与预测分支
两个输出头, 分别生成该尺度分支对应的结构项分
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量 Si,j 和预测项分量 Qi,j . 其中,结构分支主要用于
后续残差更新, 预测分支主要用于当前层的缺失值
恢复. 该过程的具体结构如图 4所示.

Permute

(T, C)

(C, N, P)

(C·P, N)

(N, C·P)

Patch

U

Local patch 
Encoder

Permute

Merge C&P
Permute

Patch-dim MLP

(C, N, P)

Compression

Joint-dim MLP

Permute back

Restore C&P

Patching

(C, N, P)

(C, N, 1)

Ri

图 3 Patch分解及编码器结构示意

(C, N, 1)

Expansion

Merge C&P

Joint-dim MLP

Patch-dim MLP

i,j

Un-patching

Component Branch Imputation
Branch

Merge C&P

Joint-dim MLP

Patch-dim MLP
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图 4 解码器及双头输出结构示意

在得到各尺度分支输出后, DyMSI 根据当前层
输入的统计特征, 对不同尺度分支进行自适应加权.
考虑到缺失位置可能引入噪声干扰, 统计量仅在非
缺失位置上计算,则其均值、标准差和绝对均值分别

定义为

µi =

∑
M ⊙Hi∑
M + ϵ

(9)

σi =

√∑
M ⊙ (Hi − µi)2∑

M + ϵ
+ ϵ (10)

ai =

∑
M ⊙ |Hi|∑
M + ϵ

(11)

其中: µi用于刻画当前输入的整体水平, σi反映局部

波动强度, ai 描述幅值规模. 将三者拼接后输入多层
感知机,通过 Softmax得到各尺度分支的融合权重:

Ai = Softmax
(
MLP([µi;σi; ai])

)
(12)

其中: Ai = [αi,1, αi,2, . . . , αi,J ]表示第 i层各尺度分

支的融合权重向量, αi,j 表示第 j 个尺度分支对应的

融合权重. 随后,对各尺度分支的结构项分量和预测
项分量分别进行加权融合,得到第 i层最终的结构项

Si与预测项 Qi:

Si =

J∑
j=1

αi,jSi,j (13)

Qi =

J∑
j=1

αi,jQi,j (14)

该机制能够根据当前输入状态, 在不同时间范
围的信息之间动态调整关注重点, 使模型在局部恢
复与整体结构保持之间取得更合适的平衡.
1.2.3 观测位置约束的数据逐层修复

在得到各分解层的结构项和预测项后, DyMSI
采用逐层恢复的方式完成插补. 模型不会一次性直
接生成完整结果, 而是随着分解层逐步更新残差状
态,并不断累加各层预测,最终得到恢复值.
在这一过程中, 残差状态的更新方式十分关键.

如果直接在所有位置上利用当前层的结构项更新残

差, 那么缺失区间中的中间结果也会继续传递到后
续层, 影响后续恢复. 为减弱这一问题, 本文仅在观
测位置上进行残差更新.第 i层的结构项为 Si,则第
i层的残差更新可写为

Zi = Zi−1 − Si ⊙M (15)

该式表明, 结构项只在观测位置上参与残差更新, 缺
失位置上的结果不直接用于修改后续残差. 这样后
续层仍主要建立在真实观测信息之上, 而缺失位置
的恢复则由预测分支逐步完成.

在预测路径上, 各层预测项逐层累加, 形成模型
的完整预测输出:

Ŷ =

I∑
i=1

Qi (16)
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从而得到最终插补结果:

Y = Ŷ ⊙ (1−M) +X ⊙M

通过这种方式, 模型利用结构项逐层更新残差,
同时利用预测项逐层补充缺失值, 从而逐步完成对
序列的恢复.

1.3 损失函数与评价指标

本文以人工遮蔽位置上的插补重构误差作为主

要监督信号, 并在训练阶段引入一致性约束与最终
残差约束作为辅助优化目标, 以提升模型恢复结果
的一致性.对于插补重构误差项, 其结果用于约束模
型在目标缺失位置上的恢复结果.考虑到 MSE对较
大误差更敏感,而MAE对局部异常偏差相对更稳健,
本文采用二者结合的形式构造重构项:

Lrecon = MSE
(
Ŷ ⊙ (1−M), Xgt ⊙ (1−M)

)
+

λmaeMAE
(
Ŷ ⊙ (1−M), Xgt ⊙ (1−M)

)
(17)

其中: λmae为MAE项的权重系数.
对于一致性约束项, 由于插补任务在训练中依

赖人工掩码生成, 而不同随机缺失模式可能带来一
定的训练波动. 为减弱该影响,本文在训练阶段对同
一样本构造两组不同的人工掩码, 并得到对应预测
结果 Ŷ1 和 Ŷ2,一致性损失仅在两组人工遮蔽位置的
并集上计算, 用于约束模型在不同缺失扰动下保持
较一致的恢复结果,从而获得一致性损失项:

Lcons = MSE(Ŷ1, Ŷ2) (18)

对于残差正则项, 由于 DyMSI 采用逐层分解结
构, 若最终残差仍然较大, 说明当前恢复过程中仍存
在一定的未解释剩余成分. 因此本模型对最终残差
引入二次惩罚项:

Lres = Mean(Z2
I ) (19)

其中: ZI 表示最终残差状态, 该项对最终残差的整
体幅值进行约束, 用于抑制逐层分解后仍然过大的
残差响应,从而提高训练过程的稳定性.
综合上述三部分, DyMSI的总损失函数定义为

L = Lrecon + λconsLcons + λresLres (20)

其中: λcons 和 λres 分别表示一致性项和残差正则项

的权重系数.
为客观评估模型在缺失位置上的恢复能力, 本

文采用均方误差 (MSE) 和平均绝对误差 (MAE) 作
为评价指标. 由于插补任务关注的是缺失值恢复效
果, 而观测位置通常在输出阶段保留原始输入, 因此
本文仅在评测时人工遮蔽的位置上计算误差. 则评

价指标定义为

MSE =

∑
(1−M)⊙ (Ŷ −Xgt)2∑

(1−M)
(21)

MAE =

∑
(1−M)⊙ |Ŷ −Xgt|∑

(1−M)
(22)

MSE更强调较大恢复误差带来的影响, MAE则
更关注整体绝对偏差水平. 本文在实验中同时采用
这两个指标,以综合评价模型的插补性能.

2 实 验

2.1 数据集

本文选取多个具有代表性的多变量时间序列数

据集开展实验,以覆盖不同应用场景、变量规模和时
序模式. 所用的数据集包括电力、气象、交通类型,既
包含周期性较强的序列,也包含波动较复杂、跨变量
关联较明显的序列, 能够较全面地检验模型在不同
数据条件下的插补能力. 各数据集的基本信息如表 1
所示.

表 1 各数据集具体信息

数据集 场景 时间粒度 变量 数据规模

ETTh1 电力变压器温度 1h 7 17420
ETTm1 电力变压器温度 15min 7 69680
Weather 气象 1h 21 52696
ECL 电负荷 10min 321 26304

METR-LA 交通流量 5min 207 34272

2.2 实验细节

本文所有实验均基于 Windows 操作系统进行,
深度学习框架采用 PyTorch 2.2.2,编程语言为 Python
3.12 硬件平台搭载 Intel Xeon Silver 4410Y CPU
与 NVIDIA GeForce RTX 5090 GPU. 模型训练采用
Adam优化器,初始学习率设定为 0.001,批次大小为
16, 输入长度统一设为 96, 隐藏维度默认设为 512,
损失函数中 λmae 设为 0.5, λcons 为 0.2, λres 为 0.1,
DyMSI 的分解层数和候选 Patch 尺度根据数据集特
征分别设置, 并在同一数据集的实验中保持一致, 以
避免不同缺失率实验受到结构配置变化的影响. 其
中, 结构参数主要根据输入窗口长度、数据采样频
率、变量规模以及连续缺失片段长度范围确定. 由于
本文输入长度统一为 96,候选 Patch尺度均限制在该
窗口范围内,并尽量覆盖短期局部变化、中等时间范
围依赖和较长趋势信息; 分解层数则依据验证集误
差与模型复杂度综合确定. 训练采用早停策略防止
过拟合, 当验证集上的损失函数值连续 10 个 epoch
未下降,则认为模型收敛.
本文设定了 5种对比方法,包括 (1) BRITS:基于

双向循环神经网络的时间序列插补模型, 能够结合
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前向与后向时序依赖进行缺失值恢复; (2) SAITS:基
于自注意力机制的插补模型, 通过注意力结构建模
时间依赖与变量关联; (3) TimesNet:面向通用时间序
列建模的骨干网络, 能够通过时序模式分解与二维
变换提取周期性与局部变化特征; (4) PatchTST:基于
patch划分的 Transformer时序骨干模型,擅长利用分
块表示捕获局部子序列模式; (5) iTransformer: 一种
基于维度反转思想的 Transformer 时序建模骨干, 通
过将变量维视为序列建模对象、时间维作为特征表

征维度, 以增强模型对跨变量相关性和时序表示的
建模能力.为保证实验协议一致, 本文借助统一的插
补任务实现框架对各对比方法进行适配训练与评估.
其中, 上述对比模型均采用 PyPOTS[25] 提供的插补
任务接口进行实现.

为保证对比实验的公平性, 本文对所有模型采
用相同的数据划分、输入长度、缺失构造方式和评

价指标,并在相同训练集、验证集和测试集上进行训
练与评估. 对于随机缺失和连续缺失实验,各模型在
相同缺失率下采用一致的人工掩码生成协议, 评价
时仅在人工遮蔽位置计算MSE和MAE.对比模型的
主要超参数优先参考原论文及公开实现中的推荐设

置,并结合本文输入长度、变量维度和验证集误差,在
学习率、隐藏维度以及模型特有结构参数上进行有

限范围调整. 参数选择过程中不使用测试集结果,各
模型均以验证集误差作为早停和参数选择依据; 同
一数据集内不同缺失率实验保持相同模型结构配置,
不针对单一缺失率重新选择参数. 表 2 给出了各对
比模型主要超参数的候选范围. 实验中,本文在表范
围内依据验证集误差确定各数据集的最终配置.

表 2 对比模型主要超参数候选范围

模型 学习率 模型维度 其他参数

BRITS {1e-4,5e-4,1e-3} {64,128,256} RNN层数 ={1,2}
SAITS {1e-4,5e-4,1e-3} {64,128,256} FFN维度 ={128,256,512}

TimesNet {1e-4,5e-4,1e-3}{128,256,512} 主要周期数 ={3,4,5}
PatchTST {1e-4,5e-4,1e-3} {64,128,256} Patch长度 ={4,8,16}

iTransformer{1e-4,5e-4,1e-3}{128,256,512}FFN维度 ={128,256,512}

此外, 为说明各模型在统一训练协议下均经过
充分训练, 本文选取 METR-LA 数据集 25% 随机缺
失作为代表性设置,绘制各模型验证集 MSE随训练
轮次的变化曲线, 如图 5 所示. 可以看出, 各模型验
证误差在训练初期快速下降, 后续逐渐趋于稳定, 表
明对比结果并非由训练轮次不足或训练流程不一致

造成.
本文在完整数据上人工构造缺失, 以便在已知

真实值的条件下客观评估模型插补性能. 实验设置

随机缺失与连续缺失两类场景.
在随机缺失实验中, 从原始完整序列中随机

选取部分观测位置进行掩蔽, 并设置 12.5%、25%、
37.5% 和 50% 四种缺失率, 以模拟不同程度的信息
缺失. 缺失位置在时序维和变量维上随机生成,评价
时仅在人工遮蔽位置计算恢复误差. 该设置主要用
于考察模型在分散型缺失条件下的整体恢复能力.
在连续缺失实验中, 为模拟传感器短时失效等

成段观测缺失情形, 本文采用连续缺失方式构造样
本. 具体而言, 在时间维上随机生成若干连续缺失
片段, 并结合变量维位置对相应数据进行掩蔽, 从而
形成连续缺失区间. 相比随机缺失,该方式会显著削
弱缺失段附近的局部上下文信息, 对模型利用较长
时间范围信息的能力提出更高要求. 实验同样设置
12.5%、25%、37.5%和 50%四种缺失率, 评价时仅
在人工缺失位置计算误差.
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图 5 METR-LA数据集的各模型MSE收敛曲线

2.3 对比实验

2.3.1 随机缺失实验

在随机缺失设置下, 按所述方式在原始完整序
列上随机构造缺失样本, 并仅在人工掩蔽位置计算
恢复误差. DyMSI与其余 5种方法在 5个数据集、4
种缺失率条件下的性能对比如表 3 所示. 随着缺失
率由 12.5%增加至 50%, 各方法的 MSE和 MAE整
体呈上升趋势, 说明可用信息减少会增加缺失值恢
复难度. DyMSI 在大部分设置下取得最优或接近最
优结果, 但不同数据集上表现的优势程度并不完全
一致, 在 ECL 和 METR-LA 这类变量维度较高的数
据集上, DyMSI表现较为稳定,整体误差增长幅度较
小. 对于 ETTm1 和 ETTh1 这类变量维度较低的数
据集, DyMSI也整体保持较低误差,但在个别缺失率
下与其余对比模型的差距较小, 说明在该类变量维
度较低、时序规律相对明显的数据集上,不同模型均
能较好地利用局部上下文信息, 因此性能差距相对
有限. 对于Weather数据集,各方法差异相对较小,但
DyMSI仍在多数指标上保持较优或接近最优表现.

图 6 给出了 ETTm1 和 METR-LA 两个代表性
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数据集上 MSE随缺失率变化的结果. 不同数据集在
变量规模、数值分布和变化幅度上存在差异, 直接
采用统一纵轴范围容易压缩低误差数据集中的模型

差异. 本文在不同子图中保留各数据集对应的原始
MSE 坐标范围, 主要比较同一数据集内各模型随缺
失率变化的趋势. 图中误差棒表示 3 次独立重复训
练所得 MSE的标准差,用于反映不同随机种子下结
果的波动性.

从图 6(a)(b)可以看出,随着随机缺失率增加,各
方法的MSE整体呈上升趋势,而DyMSI的误差增长
相对平缓. 这说明 DyMSI在随机缺失条件下能够较
好地缓解输入信息减少带来的性能退化. 其中,缺失
感知输入表示有助于降低随机掩蔽对输入统计量的

扰动, 动态多尺度建模则能够在局部信息不完整时
利用不同时间范围的上下文信息, 从而提高模型对
随机缺失模式的适应能力.

表 3 随机缺失不同数据集在不同模型下的插补性能

数据集 缺失率
DyMSI BRITS SAITS TimesNet PatchTST iTransformer

MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE

ETTm1

12.5% 0.015 0.081 0.035 0.121 0.017 0.089 0.017 0.087 0.020 0.097 0.038 0.133
25% 0.018 0.088 0.037 0.124 0.017 0.090 0.020 0.094 0.019 0.092 0.049 0.148
37.5% 0.022 0.095 0.045 0.138 0.021 0.095 0.023 0.099 0.031 0.121 0.052 0.149
50% 0.027 0.104 0.052 0.150 0.027 0.108 0.030 0.111 0.037 0.131 0.062 0.164

ETTh1

12.5% 0.030 0.113 0.097 0.215 0.031 0.117 0.057 0.162 0.049 0.157 0.078 0.194
25% 0.037 0.123 0.107 0.224 0.033 0.116 0.062 0.172 0.119 0.251 0.090 0.206
37.5% 0.044 0.140 0.124 0.242 0.044 0.139 0.078 0.193 0.148 0.277 0.101 0.216
50% 0.060 0.160 0.148 0.266 0.063 0.164 0.093 0.205 0.072 0.184 0.121 0.235

ECL

12.5% 0.048 0.147 0.135 0.265 0.176 0.295 0.087 0.203 0.116 0.253 0.094 0.216
25% 0.053 0.155 0.149 0.277 0.189 0.302 0.093 0.210 0.131 0.268 0.106 0.228
37.5% 0.056 0.160 0.165 0.285 0.200 0.305 0.097 0.214 0.138 0.271 0.120 0.244
50% 0.062 0.167 0.175 0.293 0.212 0.312 0.104 0.223 0.150 0.281 0.139 0.262

Weather

12.5% 0.026 0.039 0.029 0.064 0.033 0.080 0.027 0.048 0.038 0.087 0.033 0.061
25% 0.030 0.039 0.032 0.062 0.037 0.077 0.030 0.053 0.041 0.092 0.039 0.061
37.5% 0.027 0.041 0.033 0.068 0.035 0.076 0.029 0.055 0.038 0.091 0.036 0.061
50% 0.030 0.049 0.034 0.070 0.037 0.087 0.032 0.061 0.037 0.083 0.039 0.066

METR-LA

12.5% 0.192 0.248 0.234 0.283 0.228 0.276 0.216 0.269 0.226 0.283 0.247 0.277
25% 0.202 0.257 0.237 0.289 0.236 0.283 0.226 0.280 0.239 0.294 0.262 0.286
37.5% 0.211 0.263 0.244 0.293 0.250 0.288 0.246 0.292 0.251 0.303 0.277 0.295
50% 0.223 0.268 0.263 0.301 0.277 0.303 0.269 0.302 0.272 0.313 0.302 0.308

表 4 连续缺失不同数据集在不同模型下的插补性能

数据集 缺失率
DyMSI BRITS SAITS TimesNet PatchTST iTransformer

MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE MSE MAE

ETTm1

12.5% 0.036 0.123 0.056 0.149 0.028 0.111 0.033 0.120 0.044 0.140 0.082 0.188
25% 0.044 0.135 0.056 0.149 0.032 0.115 0.047 0.135 0.053 0.152 0.107 0.224
37.5% 0.052 0.144 0.077 0.183 0.051 0.145 0.066 0.155 0.061 0.163 0.156 0.247
50% 0.073 0.166 0.084 0.186 0.080 0.187 0.080 0.178 0.071 0.178 0.183 0.266

ETTh1

12.5% 0.055 0.149 0.079 0.175 0.065 0.148 0.101 0.207 0.103 0.213 0.182 0.321
25% 0.064 0.166 0.100 0.194 0.084 0.188 0.096 0.206 0.107 0.220 0.204 0.324
37.5% 0.078 0.180 0.100 0.210 0.110 0.218 0.120 0.233 0.109 0.230 0.247 0.360
50% 0.101 0.210 0.147 0.253 0.138 0.252 0.154 0.258 0.128 0.244 0.280 0.382

ECL

12.5% 0.070 0.181 0.259 0.359 0.445 0.474 0.113 0.233 0.189 0.319 0.098 0.214
25% 0.068 0.177 0.273 0.366 0.391 0.443 0.113 0.231 0.177 0.310 0.110 0.228
37.5% 0.075 0.187 0.282 0.370 0.451 0.483 0.129 0.250 0.211 0.334 0.126 0.246
50% 0.080 0.191 0.309 0.387 0.466 0.485 0.132 0.252 0.208 0.329 0.140 0.262

Weather

12.5% 0.038 0.050 0.036 0.081 0.049 0.111 0.026 0.054 0.060 0.139 0.051 0.095
25% 0.035 0.048 0.038 0.079 0.045 0.108 0.031 0.062 0.048 0.109 0.051 0.092
37.5% 0.036 0.053 0.046 0.090 0.054 0.114 0.041 0.072 0.086 0.163 0.062 0.102
50% 0.044 0.067 0.054 0.100 0.075 0.149 0.047 0.078 0.101 0.180 0.066 0.103

METR-LA

12.5% 0.243 0.280 0.259 0.304 0.319 0.333 0.238 0.284 0.262 0.310 0.306 0.304
25% 0.245 0.276 0.263 0.305 0.310 0.324 0.259 0.293 0.276 0.313 0.334 0.312
37.5% 0.256 0.282 0.278 0.315 0.330 0.340 0.285 0.306 0.288 0.326 0.366 0.329
50% 0.280 0.292 0.287 0.321 0.333 0.340 0.299 0.315 0.299 0.332 0.379 0.339
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图 6 随机缺失与连续缺失条件下代表性数据集的MSE变化趋势

2.3.2 连续缺失实验

在连续缺失设置下, 本文采用连续块掩蔽方式
构造缺失样本, 以模拟更具挑战性的观测中断情形,
并仍仅在人工缺失位置上统计恢复误差. 与随机缺
失不同, 连续缺失会在时间维度上形成成段的信息
空白, 使缺失区间内部缺少直接邻近的参考信息, 因
此更依赖模型对较长时间范围趋势和跨变量关系的

利用能力. 从表 4 可以看出, 在连续缺失条件下, 各
方法误差整体高于随机缺失, 说明该设置具有更高
恢复难度. DyMSI 在这些公开数据集上表现均较为
稳定,四种缺失率下均取得较低水平误差. 图 6(c)(d)
在 ETTm1和METR-LA两个代表性数据集上进一步
展示了连续缺失条件下的 MSE变化趋势. 与随机缺
失实验一致, 图中误差棒表示 3 次独立重复实验所
得 MSE的标准差,不同子图保留对应数据集的原始
MSE 坐标范围, 以避免统一纵轴后低误差数据集上

的模型差异被过度压缩. 可以看到,随着连续缺失程
度增加,各方法误差均上升,而DyMSI的增长趋势相
对更缓, 说明该方法在局部上下文受损条件下仍能
较好地利用不同时间范围的信息完成恢复, 并在一
定程度上减弱误差累积带来的影响.
2.3.3 消融实验

为验证所提模块的有效性, 本文围绕缺失感知
输入表示、动态多尺度建模以及由观测位置约束的

残差更新机制开展消融实验, 结果如表 5 所示. 其
中,“完整模型”表示 DyMSI完整模型;“去除输入
表示”表示移除缺失感知输入表示模块;“去除多尺
度建模”表示将动态多尺度结构退化为单尺度形式;
“去除观测约束更新”表示移除由观测位置约束的残

差更新机制. 显著性检验以同一测试样本在完整模
型和对应消融变体下的MSE和MAE作为配对样本,
并采用配对 t检验进行统计分析.

表 5 不同模块设置下的消融实验结果

数据集 缺失率
完整模型 去除输入表示 去除多尺度建模 去除观测约束更新

MSE MAE MSE MAE MSE MAE MSE MAE

ETTm1

12.5% 0.015 0.081 0.019∗ 0.096∗ 0.016∗ 0.083∗ 0.019∗ 0.091∗

25% 0.018 0.088 0.020∗ 0.098∗ 0.018 0.089 0.021∗ 0.096∗

37.5% 0.022 0.095 0.028∗ 0.116∗ 0.023∗ 0.097∗ 0.028∗ 0.110∗

50% 0.027 0.104 0.044∗ 0.151∗ 0.028∗ 0.107∗ 0.036∗ 0.122∗

ETTh1

12.5% 0.030 0.113 0.045∗ 0.151∗ 0.030 0.117∗ 0.035 0.125∗

25% 0.037 0.123 0.050∗ 0.156∗ 0.040∗ 0.130∗ 0.047∗ 0.143∗

37.5% 0.044 0.140 0.078∗ 0.200∗ 0.046∗ 0.144∗ 0.076∗ 0.186∗

50% 0.060 0.160 0.170∗ 0.306∗ 0.069∗ 0.171∗ 0.089∗ 0.198∗

ECL

12.5% 0.048 0.147 0.060∗ 0.168∗ 0.054∗ 0.161∗ 0.059∗ 0.165∗

25% 0.053 0.155 0.076∗ 0.191∗ 0.057∗ 0.162∗ 0.067∗ 0.174∗

37.5% 0.056 0.160 0.095∗ 0.211∗ 0.062∗ 0.169∗ 0.071∗ 0.179∗

50% 0.062 0.167 0.113∗ 0.231∗ 0.071∗ 0.181∗ 0.079∗ 0.188∗

METR-LA

12.5% 0.192 0.248 0.194 0.250∗ 0.198∗ 0.255∗ 0.202∗ 0.258∗

25% 0.202 0.257 0.207∗ 0.262∗ 0.201 0.256 0.216∗ 0.271∗

37.5% 0.211 0.263 0.216∗ 0.270∗ 0.214∗ 0.267∗ 0.227∗ 0.276∗

50% 0.223 0.268 0.238∗ 0.280∗ 0.233∗ 0.277∗ 0.250∗ 0.290∗

注: ∗ 表示完整模型较对应消融变体显著更优,显著性水平 p < 0.05,双侧配对 t检验.

由表 5 可以看出, 完整模型在 4 个数据集和 4
种缺失率下整体取得较低的 MSE和 MAE.在 48组

完整模型与消融变体的比较中, 有 43 组 MSE 和 46
组 MAE达到 p < 0.05显著性水平,表明完整模型相



10 控 制 与 决 策

对于各消融变体的性能提升在多数设置下具有统计

稳定性. 从平均相对误差变化看, 移除缺失感知输
入表示后, MSE 和 MAE 平均分别上升 44.17% 和
25.58%, 说明该模块能够减轻缺失值对输入统计分
布的干扰; 将动态多尺度建模退化为单尺度形式后,
MSE和MAE平均分别上升 6.02%和 3.93%,说明多
尺度建模总体上有助于提升模型对不同缺失模式的

适应能力, 但其增益在部分低缺失率或误差差异较
小的设置下相对有限; 去除观测约束残差更新机制
后, MSE 和 MAE 平均分别上升 25.25% 和 13.10%,
说明该设计能够减少缺失区域中不确定中间结果对

后续恢复的干扰. 总体来看,三个模块分别从输入表
示、时序建模和恢复机制三个层面提升了 DyMSI的
插补能力.
2.3.4 参数敏感性分析

本文选取METR-LA数据集 25%连续缺失作为
代表性设置,考察学习率、分解层数和候选尺度数对
插补性能的影响. 其中,学习率主要影响训练收敛速
度与稳定性, 分解层数对应逐层恢复结构的深度, 候
选尺度数用于控制每层可利用的时间尺度范围. 除

被分析参数外,其余训练设置、缺失构造方式和评价
协议均与主实验保持一致.
图 7给出了不同参数设置下的MSE和MAE变

化结果. 可以看出, 当学习率过小时, 模型收敛较慢、
误差较高; 随着学习率适当增大, 插补误差下降; 但
继续增大后, 训练稳定性减弱, 误差出现回升. 对于
分解层数, 随着层数增加, 模型误差整体下降, 说明
适当加深逐层恢复结构有助于提升连续缺失场景下

的恢复能力;但层数继续增加后,性能收益趋于有限,
并伴随小幅波动. 对于候选尺度数,由单尺度扩展为
多尺度时, 误差明显降低, 表明引入不同时间范围的
信息有助于缺失片段恢复; 但继续增加尺度分支后,
性能提升幅度减小,边际收益有限.
上述结果表明, DyMSI 在默认配置附近能够保

持较低误差. 学习率、分解层数和候选尺度数的变
化会对模型收敛和插补精度产生一定影响, 但在所
考察范围内并未导致性能异常退化或结果剧烈波动.
这说明主实验采用的参数配置处于较合理范围, 同
时也表明模型对关键训练参数和结构参数具有一定

稳定性.
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图 7 METR-LA数据集连续缺失 25%设置下 DyMSI的参数敏感性分析

2.4 可视化结果分析

本文对 DyMSI的尺度融合权重、插补结果和逐
层修复过程进行可视化分析, 以观察模型在连续缺
失场景下的内部响应特征. 图 8 给出了 ETTm1 数
据集在不同缺失设置下各分解层候选尺度权重的分

布, R和B在缺失模式里分别代表随机缺失与连续缺
失. 从图中可以看出,不同分解层对候选尺度的关注
重点并不相同: Layer 1更偏向第一候选尺度, Layer 2

的权重分布相对均衡, Layer 3 则更偏向第二候选尺
度. 这说明 DyMSI在逐层恢复过程中形成了不同的
尺度分工, 并非对多尺度分支进行固定融合或简单
平均.同时, 不同缺失设置下各层权重也存在一定变
化. 例如, Layer 2中第一候选尺度的权重随缺失设置
变化有所增加, 说明动态融合权重能够根据当前输
入状态和缺失模式进行调整. 但这种调整并未完全
改变各层原有的主导尺度, 而是在相对稳定的分层
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尺度分工基础上进行自适应修正.
为更直观地比较不同方法的恢复行为, 本文给

出了三个数据集 ETTm1、ECL和METR-LA在 25%
的连续缺失率条件下对比模型前三名的插补可视化

结果, 如图 9所示. 可以观察到, 在连续缺失区域内,
部分对比方法容易出现趋势漂移、过度平滑或边界

衔接不自然等现象;相比之下, DyMSI方法在整体趋
势保持与局部过渡平滑性方面表现更稳定. 这在一
定程度上印证了观测约束分解模块对稳定恢复过程

的作用.
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图 10 连续缺失条件下代表性数据集的逐层修复结果

为进一步分析DyMSI在连续缺失场景下的内部
修复过程, 本文基于已训练好的模型权重, 对同一样
本在前向传播中的逐层输出进行了可视化, 图 10是
数据集 ETTh1与Weather在 25%的连续缺失率下的
部分层修复曲线图.结果表明, DyMSI的修复并非一

次性完成, 而是表现出明显的逐层逼近特征, 前层主
要恢复缺失区间的整体变化趋势与形态, 随着层数
加深, 模型进一步进行细化修正, 最终得到更接近真
实值的重建结果.该现象说明, 所采用的逐层恢复机
制能够将复杂的连续缺失恢复过程分解为一系列相
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对稳定的逐层修正步骤, 从而提升长缺失区间内的
恢复能力.

3 结 论

本文围绕多变量时间序列插补中的表示稳定性、

尺度适配性和恢复过程可靠性三个方面, 设计并构
建了 DyMSI模型. 该模型通过对输入表示、主干建
模和逐层恢复过程的协同设计, 提高了不同缺失条
件下的恢复表现. 实验结果表明, DyMSI在随机缺失
与连续缺失场景下均具有较好的插补能力, 且在多
数设置下表现稳定; 消融实验也说明,各组成模块对
模型性能提升均具有实际作用.
尽管DyMSI在不同缺失条件下表现出较好的插

补效果,但当前研究仍有进一步完善的空间. 一方面,
模型中的尺度配置、Patch大小和分解层数等结构参
数仍需结合数据采样频率、输入窗口长度及缺失片

段特征进行设定, 后续可进一步探索更自动化的参
数选择策略. 另一方面,本文实验主要基于人工构造
的随机缺失和连续缺失场景, 与真实应用中由传感
器故障、通信异常或运行状态变化引起的复杂缺失

机制仍存在一定差异. 此外, DyMSI 目前主要输出
确定性插补结果,尚未显式刻画插补不确定性. 因此,
后续研究将进一步面向真实缺失场景、复杂缺失模

式和不确定性建模展开, 以提升模型在实际应用中
的适用性和可靠性.
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