
 

基于多分辨率残差扩散的遥感图像云雾去除方法
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摘　要: 针对光学遥感影像中云雾遮挡导致的地表信息缺失、云影与复杂地物易混淆以及扩散采样计算开销较

高等问题, 提出一种多分辨率残差结构引导扩散网络. 该方法以单幅有云影像和云层掩膜为输入, 将云雾去除转

化为逐步噪声估计与反向采样过程; 在多尺度 U-Net去噪主干中引入空间注意力增强机制, 利用邻域上下文强化

云缘、薄雾过渡区和建筑细节表达; 同时通过掩膜引导的潜在特征融合为遮挡区域提供结构先验, 并利用自适应

注意力引导减小对未遮挡区域的过度修正, 利用空间重排降低每个反向步骤中的注意力计算量. 在 Sen2_MTC_

New和自建 City-Building-4Cloud数据集上的实验结果表明, 所提方法在 PSNR、SSIM和 LPIPS上均优于多种代

表性去云方法, 在 City-Building-4Cloud数据集上 PSNR达到 27.673 9 dB、SSIM达到 0.8952. 复杂度测试表明,

MRSD包含 22.938 M参数; 相较双分支扩散基线, 其参数量和单次 FLOPs仅分别增加 7.35%和 9.15%, 在保持

可控模型规模与计算开销的同时显著提高了恢复质量.
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Abstract: Cloud and fog contamination in optical remote sensing images causes missing ground information, confusion
between cloud shadows and complex land-cover features,  and high computational  cost  in diffusion-based restoration.
To address  these  issues,  a  multi-scale  residual  structure-guided  diffusion  network  is  proposed.  The  proposed  method
takes  a  single  cloudy  image  and  its  cloud  mask  as  inputs,  and  formulates  cloud  removal  as  a  progressive  noise
estimation and reverse sampling process. A multi-scale U-Net denoising backbone is adopted, in which spatial attention
enhancement is introduced to exploit local contextual information and improve the representation of cloud boundaries,
thin-cloud  transition  regions,  and  building  details.  Meanwhile,  mask-guided  latent  feature  fusion  provides  structural
priors for occluded regions. Adaptive attention guidance reduces excessive modification in unoccluded regions, while
spatial  rearrangement  reduces  the  attention  cost  at  each  reverse  step.  Experiments  are  conducted  on  the  Sen2_
MTC_New  dataset  and  the  self-built  City-Building-4Cloud  dataset.  The  results  show  that  the  proposed  method
outperforms several representative cloud removal methods in terms of PSNR, SSIM, and LPIPS. On the City-Building-
4Cloud  dataset,  it  achieves  a  PSNR of  27.673 9 dB  and  an  SSIM of  0.8952.  MRSD contains  22.938  M parameters.
Compared with the dual-branch diffusion baseline, its parameter count and single-step FLOPs increase by only 7.35%
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and 9.15%, respectively, while yielding substantial improvements in restoration quality.
Keywords: remote  sensing  image； cloud  and  fog  removal； conditional  diffusion  model； multi-scale  residual
network；spatial attention；latent feature fusion；image restoration

 

0    引言

光学遥感影像以大范围、周期性和可追溯的方

式记录地表状态, 是生态环境监测
[1]
、土地资源管理

[2]

和灾害评估
[3]
等领域的重要数据来源. 与雷达遥感

相比, 光学影像具有更直观的光谱、纹理和空间结构

表达, 因而被广泛用于地物识别、目标检测和变化检

测等任务. 然而, 光学遥感成像过程容易受到云雾遮

挡影响, 云雾会削弱地表目标的可见性, 改变影像局

部辐射分布, 并破坏建筑物、道路、水体和植被等地

物的边界与纹理. 已有云和云影语义理解相关研究

指出, 云和云影会影响光学遥感影像的分析与应用,
厚云、薄云和云影等不同类型干扰也会增加稳定获

取有效观测样本的难度
[4]. 因此, 云雾去除不仅是遥

感影像预处理中的常见任务, 也是提高遥感数据可

用性和后续解译精度的重要基础.
遥感图像云雾去除并不能简单等同于普通图像

增强. 普通图像增强更多关注对比度、清晰度或视觉

观感, 而遥感去云雾需要在观测信息受损甚至缺失

的条件下恢复可解释、可分析的地表结构. 薄云区域

通常仍保留部分地物纹理, 复原时应增强被削弱的

信息, 同时尽量保留原始观测; 厚云区域的地表信息

缺失更明显, 需要依据周围上下文推断被遮挡内容;
云边缘和云影区域则具有更强的不确定性, 容易与

水体、阴影、暗色植被和深色建筑屋顶等地物混淆.
Fmask4.0在云和云影检测中专门针对 Landsat与
Sentinel-2影像中的云、云影、水体和亮地表等情况

进行处理, 也从侧面说明了云雾干扰与真实地物之

间存在混淆风险
[5]. 因此, 遥感云雾去除的核心并不

是简单地去掉云, 而是在非完备光学观测条件下恢

复结构可信、边界连续且能够服务于后续解译的地

表影像.
针对云雾遮挡带来的信息缺失问题, 已有研究

尝试从不同角度提高影像复原能力. 基于图像先验

的方法具有较好的可解释性, 例如暗通道先验通过

估计大气光和透射率恢复清晰图像, 在自然图像去

雾中具有代表性
[6]. 但遥感影像的观测尺度、地物组

成和云雾分布与自然图像存在明显差异, 单纯依赖

局部亮度或颜色统计容易受到水体、阴影、暗色屋顶

等低亮度地物影响. 为解决单幅光学影像中的缺失

信息, 研究者尝试利用 SAR影像或多时相光学影像

这类多源信息在恢复图像过程中提供额外约束. 如

DSen2-CR利用 SAR-光学数据融合进行 Sentinel-2
影像云去除, 跨传感器信息能够为云遮挡区域的重

建提供有价值的补充
[7]. 然而, 多源辅助方法也带来

新的限制, 辅助影像需要具有较好的可获得性和时

相一致性, 跨源影像之间还需要较高的空间配准精

度. 若不同源影像存在几何错位、辐射差异或 SAR
斑点噪声, 复原结果可能引入新的伪纹理和结构偏

差. 对于实际应用中更常见的单幅有云光学影像, 仅
依赖有限观测信息恢复可信地表结构仍然具有挑战.

深度学习显著提升了云雾去除的表达能力. 卷
积网络能够学习有云到清晰影像的非线性映射

[8-9],
生成对抗网络和注意力机制进一步增强了纹理与局

部区域表达
[10]. 但遥感复原不能只追求视觉自然, 厚

云区域产生的伪纹理可能影响识别、检测和变化分

析; 在大范围遮挡、薄雾过渡及复杂城市纹理中, 也
仍存在边缘软化、纹理断裂和颜色不一致等问题. 因
此, 需要兼顾视觉质量、结构真实性和未遮挡区域保

持.
扩散模型通过正向加噪和反向去噪将复杂复原

任务分解为逐步恢复过程 .  DDPM、DDIM、score-
SDE和潜在扩散模型分别从离散扩散、隐式采样、

连续时间建模和潜空间生成等方面推动了该方向发

展
[11-14]. 这种逐步复原机制适合处理云雾遮挡中的不

确定性, 近期研究已在光学卫星去云、潜空间细化和

超高分辨率影像复原中表现出较好潜力
[15-17].

将扩散模型用于单幅遥感去云仍面临三类问题:
不同云厚和云缘区域的复原需求不一致, 统一去噪

易造成恢复不足或清晰区域被误修改; 云影、深色屋

顶和水体以及高反照率地物与薄云存在特征混淆,
缺少结构约束时易误恢复; 高分辨率遥感影像配合

多步采样又带来较大推理开销. 因此, 需要在结构与

细节恢复、区域差异化处理和计算效率之间取得平

衡.
基于上述问题, 本文围绕结构可信恢复、云雾与

地物特征区分以及高效逐步复原三个方面展开研究,
主要贡献如下:

1)条件扩散式云雾复原框架

构建面向单幅有云遥感影像的 MRSD扩散复

原流程, 以多尺度 U-Net为去噪主干, 将云雾去除建

模为逐步噪声估计与反向采样过程. 该框架联合输

入带噪图像、有云观测影像和潜在先验特征, 使模型
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能够在不同噪声强度下逐步恢复无云内容, 提升单

幅条件下云雾去除的稳定性.
2)空间注意力增强机制

通过空间重排扩大局部感受野, 增强模型对云

边缘、薄雾过渡区和建筑细节的表达能力, 并降低高

分辨率特征上的注意力计算开销. 该机制能够在较

小计算代价下聚合邻域上下文信息, 有助于缓解云

雾边界不连续、细小纹理恢复不足等问题.
3)潜在特征融合机制

利用有云影像和云层掩膜提取潜在先验, 并在

多尺度特征层中持续注入结构约束, 提高遮挡区域

的纹理恢复和边界保持能力. 该机制通过云区位置

与背景结构信息的联合建模, 为扩散去噪过程提供

稳定参考, 从而减少云影与深色地物混淆, 提高复杂

区域复原可靠性.
4)自适应注意力引导机制

根据空间注意响应区分不同区域的复原需求,
强化关键区域的特征更新并减小对未遮挡区域的过

度修正, 从而提升复原稳定性. 该机制在重点恢复云

边缘、薄雾纹理和复杂建筑区域的同时, 尽量保留未

遮挡区域的原始信息. 

1    相关研究

依据复原模型的构建方式, 现有遥感影像去云

方法可概括为传统去云方法和基于深度学习的去云

方法两类
[18-19]. 传统方法依据云雾成像机理或人工统

计先验建立复原模型; 深度学习方法利用训练样本

学习有云影像与无云影像之间的映射关系. 生成对

抗网络和扩散模型均以深度神经网络为基础, 故归

入深度学习方法. 进一步根据复原机制, 将基于深度

学习去云方法分为直接重建方法和生成式方法. 

1.1    传统物理去云方法

传统物理方法从云雾退化过程出发, 通过大气

散射模型、辐射传输关系或图像统计先验估计透射

率和大气光, 再据此校正受污染影像. 暗通道先验利

用无雾图像局部区域中至少一个颜色通道具有较低

强度的统计规律估计透射率, 是该类方法的代表
[6].

此类方法参数含义明确、可解释性较强, 但遥感影像

中的水体、阴影和暗色屋顶可能破坏其先验假设; 当
云层厚度变化显著或地物组成复杂时, 复原结果容

易出现颜色偏移、局部过度增强和细节损失
[18-19]. 

1.2    基于深度学习的去云方法

直接重建方法: 直接重建方法通常以成对样本

为监督, 学习有云影像到无云影像的端到端映射.
DehazeNet通过卷积网络估计透射率

[8], AOD-Net将

大气散射模型中的多个中间变量合并, 使网络能够

端到端输出复原图像
[9]. 面向遥感场景, DSen2-CR

融合 Sentinel-1 SAR与 Sentinel-2光学特征, 为云遮

挡区域提供辅助结构信息
[7]; RSC-Net通过残差对称

拼接保留多尺度纹理
[20]; 半监督薄云去除方法利用

互利引导降低对严格配对样本的依赖
[21]. 近期研究

进一步通过多模态特征一致性约束改善跨模态信息

融合
[22].
该类方法通常以像素误差或结构相似性损失约

束单次前向预测, 训练过程相对稳定, 推理效率较高.
然而, 当厚云造成大范围信息缺失时, 确定性回归容

易趋向多个可能解的均值, 表现为边缘软化和纹理

不足; 其性能也容易受训练数据中云层形态、地物类

型和成像条件分布的影响.
生成式方法: 生成式方法通过对抗学习或概率

生成过程建模无云影像的数据分布, 以提高大范围

遮挡区域的内容恢复能力. AMGAN-CR利用注意力

图引导生成器关注云覆盖区域, 并通过判别器提高

复原结果的视觉真实性
[10]; Li等将对抗学习与云退

化物理模型结合, 以兼顾薄云去除的视觉质量和物

理一致性
[23]. 生成对抗网络能够改善纹理清晰度, 但

对抗训练不直接保证地物结构与真实场景一致, 在
厚云区域仍可能产生伪纹理.

扩散模型通过正向加噪和反向去噪逐步逼近目

标分布. DDPM建立了基本概率扩散形式
[11], DDIM

通过非马尔可夫采样减少反向步骤
[12], 潜在扩散模

型则在低维潜空间执行去噪以降低高分辨率生成成

本
[14]. 在遥感去云任务中, DiffCR将有云影像作为条

件引入反向过程
[15]; IDF-CR采用先粗后精的像素域

与潜在域迭代策略
[16]; Diffusion Enhancement面向超

高分辨率影像强化细节恢复
[17]; EMRDM通过均值

回复扩散建立有云影像与无云影像之间更直接的演

化路径
[24].

本刊近年也围绕结构引导深度补全、残差与轻

量化超分辨率重建、卫星多光谱云图生成建模、渐近

式感受野重建、空谱注意力融合及高频调制轻量化

重建等开展研究
[25-31]. 这些工作表明, 结构先验、多

尺度上下文、注意力融合以及细节保持与计算效率

的平衡, 是图像复原与遥感视觉处理中需要共同关

注的问题.
综上, 直接重建方法通常训练较稳定、推理效率

较高, 但在大范围遮挡条件下易产生过度平滑; 生成

对抗网络能够改善纹理细节, 但可能引入与真实地

物不一致的伪纹理; 扩散模型具有较强的内容恢复

能力, 但多步反向采样增加了推理开销. 对于云缘、
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薄雾过渡区以及云影与深色地物易混淆区域, 仍需

充分利用局部空间信息与结构约束. 针对上述问题,
本文在条件扩散主干中引入空间注意力增强、潜在

特征融合和自适应注意力引导, 以提高遮挡区域的

结构恢复能力和未遮挡区域的信息保持能力, 并通

过空间重排降低单步注意力计算量. 

2    多分辨率残差结构引导扩散网络 

2.1    扩散流程与网络结构

Ic ∈ R3×H×W Mc ∈ [0, 1]1×H×W

x0

x0 ∼ q(x0)

q(x0)

q(·)

x0 xt

多分辨率残差结构引导扩散网络 (Multi-
resolution  Residual  Structure-guided  Diffusion
Network)面向单幅遥感图像云雾去除, 输入有云光

学影像 与云层掩膜 ,

生成对应的无云图像 . 网络基于条件扩散生成模

型, 正向过程以高斯噪声逐步破坏清晰图, 逆向过程

由去噪网络在每一步估计噪声并还原清晰内容. 为
了稳定训练与简化实现, 使用扩散模型的标准定义

与噪声拟合训练目标, 并在采用时间嵌入与改进的

噪声增强中等噪声段的学习效率与采样稳定性 .
MRSD通过构造正向加噪过程和反向去噪过程, 将
图像复原问题转化为逐步去噪问题. 设定

表示来自真实数据分布的清晰图像,  表示数据

样本的真实分布,  用于描述在正向扩散过程中人

为设定的加噪概率分布. 正向扩散过程不需要网络

学习, 按照预先设定的噪声调度逐步向图像中加入

高斯噪声, 使清晰图像 逐渐退化为带噪图像 , 该
单步转移过程可表示为:

q(xt | xt−1) = N(xt;
√
1− βtxt−1, βtI),

t = 1, . . . , T. (1)

q(xt | xt−1) xt−1

xt

βt ∈ (0, 1) t

I t

xt

式 (1)中,  表示在已知上一时刻图像

的条件下, 当前带噪图像 所服从的条件概率分布;
为噪声调度参数, 控制第 步注入噪声的

强度,  为单位协方差矩阵. 随着时间步 增大, 图像

中的原始结构信息逐渐减弱, 噪声成分逐渐增强, 当
扩散步数足够大时,  将逐渐接近标准高斯噪声.

x0

xt xt

xt

为了提高训练效率, 无需从 开始逐步采样到

, 而是利用马尔可夫链直接给出任意时间步 下

带噪变量 的条件分布:

q(xt | x0) = N(xt;
√
ᾱtx0, (1− ᾱt)I),

αt = 1− βt, ᾱ t =
t∏

s=1

αs. (2)

αt ᾱt式 (2)中,  表示单步图像信息的保留比例,  表示

从第 1步到第 t步累计保留下来的图像信息比例. 根
据该高斯分布, 可将写成如下采样形式:

xt =
√
ᾱtx0 −

√
1− ᾱtε, ε ∼ N(0, I). (3)

xt√
ᾱt√
1− ᾱt

t ᾱt

t

由式 (3)中分析可得, 任意时刻的带噪图像 由两部

分组成, 一部分是按 比例保留下来的原始图像

信息, 另一部分是按 加入的高斯噪声. 随着

时间步 增大,  逐渐减小, 原始图像成分随之减少,
噪声成分逐渐增加. 该形式使模型在训练阶段可以

随机选取时间步 , 直接构造对应噪声强度下的带噪

图像, 而无需从第 1步开始逐步加噪.
xt x0反向扩散过程的目标是从 逐步恢复到 . 由

于真实的反向分布难以直接求得, 模型使用带参数

的神经网络近似该过程:

pθ(xt−1 | xt) = N(xt−1;µθ(xt, t),Σt). (4)

pθ(xt−1 | xt) θ

µθ(xt, t)

xt xt−1 Σt

q(·) p(·)

ε

式 (4)中,  表示由网络参数 学习得到

的反向去噪分布;  为网络预测的均值, 用于

决定从 还原到 的主要方向;  为反向采样过

程中的方差项, 可设为固定值或由网络学习得到. 与
正向过程中 的不同,  是需要通过训练得到的

反向生成过程. 图像复原采用噪声预测方式来参数

化反向过程, 通过神经网络预测公式 (3)中加入的噪

声项 , 再由预测噪声计算反向过程的均值:

µθ(xt, t) =
1

√
αt

(xt −
βt√
1− αt

εθ(xt, t)). (5)

式 (5)表示去噪网络在时间步 t对噪声成分的估计.
该参数化方式将复杂的图像复原问题转化为不同噪

声强度下的噪声预测问题, 使模型能够通过多步迭

代逐渐削弱噪声并恢复图像结构.
ε D

xt

xt−1

MRSD的网络结构如图 1所示, 图 1中 和 分

别表示编码器和解码器. MRSD以多尺度 U-Net为
基本框架, 在当前扩散时间步下接收带噪图像、有云

影像和潜在先验特征, 并通过编码—解码结构完成

多尺度特征提取、条件信息融合和噪声估计. 网络并

非一次性输出最终无云影像, 而是在每个反向扩散

时间步预测当前状态中的噪声成分, 为 逐步还原

到 提供计算依据.
t

xt Ic zp

Xt

对于任意扩散时间步 , 网络首先接收当前带噪

图像 、有云遥感影像 以及潜在特征先验 , 并将

三者在通道维度进行拼接, 得到 Decloud U-Net主干

的联合输入张量 :

Xt = Concat(xt, Ic, zp). (6)

Xt

xt ∈ R3×H×W

Ic ∈ R3×H×W

zp ∈ R1×H×W

式 (6)中 ,  表示送入 MRSD主干的 (7,  256, 256)
整体输入特征;  表示当前扩散时间步

下的带噪图像, 用于观察当前时间步的去噪状态;
表示原始有云遥感影像, 用于提供未遮

挡区域的真实观测信息;  表示潜在特

4 控 制 与 决 策 第x卷



Xt征先验, 用于为云雾遮挡区域提供结构约束.  并非

单一图像, 而是由扩散状态、观测条件和先验约束共

同构成的 7通道条件输入.
Xt

F0

输入 经过初始卷积层被映射到统一的高维特

征空间, 得到网络的初始特征表示 :

F0 = Conv3×3(Xt). (7)

F0为主干提取到的第一层基础特征, 也即卷积层之

后的特征输出. 随后, 特征进入多尺度编码路径, 编
码路径由残差卷积块、下采样操作和注意力模块组

成, 空间分辨率逐级降低, 通道维度逐步增加, 使网

络从浅层局部纹理逐渐过渡到深层上下文表达. 该
过程可概括为:

Fl = Down(ResBlock(Fl−1, et)). (8)

Fl et t表示第 l个尺度的编码特征,  为时间步 的嵌入

特征. 时间嵌入通过线性映射注入残差块, 使网络能

够根据当前噪声强度调整去噪幅度. 残差结构则用

于稳定深层特征传递, 减少多步去噪中边缘和纹理

信息的衰减.
在中低分辨率尺度上, Decloud U-Net主干引入

注意力模块, 该模块通过计算不同空间位置之间的

相关性, 增强网络对云雾边界、低对比度纹理以及远

距离结构关系的表达能力. 这样, 网络在恢复被云雾

遮挡的建筑边缘时, 不仅依赖局部卷积信息, 还可以

利用周围未遮挡区域的上下文作为参考. 经过编码

路径后, 网络进入解码路径. 解码阶段通过最近邻上

采样逐步恢复空间分辨率, 并将上采样特征与编码

路径中同尺度特征进行拼接, 该设计能够将浅层边

缘、纹理和局部细节重新引入解码过程, 避免仅依赖

深层语义特征造成边界模糊. 拼接后的特征继续经

过残差块进行融合, 从而在恢复空间分辨率的同时

保持结构连续性. 最后, 解码后的高分辨率特征经过

ε̂θ输出层映射为三通道去噪估计结果 :

ε̂θ = Conv3×3(Fout). (9)

Xt

Xt−1

该去噪估计结果与原始遥感影像尺寸一致, 被用于

扩散反向采样过程, 由当前状态 推进到上一时间

步 , 经过多次迭代逐步得到最终去云雾结果.
 

2.2    空间注意力增强模块

自注意力机制能够建立不同空间位置之间的联

系, 但若直接在整幅特征图上计算所有像素位置之

间的两两关系, 计算量会随像素数量平方增长. 当输

入特征分辨率较高时, 这种全局注意力会带来较大

的显存和计算开销. 为在降低计算量的同时保留局

部细节表达能力, 本文在多尺度特征层中引入空间

注意力增强模块, 其结构如图 2所示. 该模块将局部

邻域内的空间信息重排到通道维度, 使相邻区域的

信息集中到同一特征位置附近, 随后在重排后的特

征上计算注意力, 最后, 再将注意力结果恢复到原始

空间布局. 通过这种方式, 网络可以在较小计算代价

下获得更大的局部感受野, 从而增强云雾边缘、半透

明云层和建筑细节区域的表达能力.
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图 2   空间注意力增强网络
 

F l ∈ RC×H×W

设第 l个尺度输入空间重排注意单元的特征为

, 该特征经过归一化和线性映射, 生
成查询特征、键特征和值特征:

 

X

D

x t

xT- 1

X

x t

ε

扩散过程 潜在特征融合

MC IC

xT τθ

去云 U-Net

Q
KV

Q
KV

Q
KV

Q
KV

Q
KV

去云步骤 空间注意力 跳跃连接 拼接

图 1    多分辨率残差结构引导扩散网络 (MRSD)
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Ql = WQ(LN(Fl)),Kl = WK(LN(Fl)),

Vl = WV (LN(Fl)). (10)

Ql Kl Vl Fl

Ql

Kl

Vl LN ·
WQ WK WV

Kl Vl r

、 、 分别表示由输入特征 变换得到的

查询、键和值特征,  用于表示当前位置需要从其

他位置获取什么信息,  用于描述各位置可被匹配

的特征,  保存实际参与加权汇聚的内容信息. 
表示层归一化操作,  、 、 表示线性映射层.
为了减少注意力匹配时需要比较的位置数量 , 对

和 进行空间重排. 设重排比例为 , 则重排后的

键特征和值特征可表示为:

Kr
l = Rr(Kl), V

r
l = Rr(Vl). (11)

Kr
l V r

l

Rr(·)
r × r

H ×W
H

r
× W

r

Ql Kr
l V r

l

和 分别表示经过空间重排后的键特征和值特

征;  表示空间重排操作. 该操作将原本分散在

邻域内的空间信息移动到通道维度, 使特征图

的空间尺寸由 降低为 , 同时通道维

度相应增加. 网络不再让每个位置都与整幅特征图

中的所有位置逐一匹配, 而是先把局部邻域的信息

压缩到更紧凑的表示中, 再进行后续注意力计算. 在
获取到 、 和 后, 空间重排注意力的输出可写

为:

Ol = Softmax(
Ql(K

r
l )

T

√
d

)V r
l . (12)

Ol

d (·)
Ql

Kr
l V r

l

Kr
l V r

l

Ol

表示第 l个尺度经过注意力计算后得到的特征结

果,  表示单个注意力头的特征维度, Softmax 用于

将相似度转化为权重 . 网络先计算 与重排后的

之间的相似性, 再用得到的权重对 中的信息

进行加权汇聚. 由于 和 的空间位置数量已经

减少, 注意力计算不再需要在所有位置之间做全局

两两匹配, 从而显著降低计算开销. 注意力输出 随

后经过空间还原和线性映射, 得到与输入特征尺寸

一致的输出特征.
对于遥感云雾去除任务, 空间重排注意单元主

要发挥两方面作用. 一方面, 云雾边缘、半透明云层

和建筑物轮廓往往跨越一定空间范围, 仅依赖小卷

积核容易导致边界不连续或纹理恢复不足; 空间重

排后, 局部邻域信息被集中到通道维度中参与注意

力计算, 有助于网络在较大范围内判断纹理走向和

结构边界. 另一方面, 该机制减少了注意力计算中的

空间位置数量, 降低了高分辨率特征上的计算和显

存压力, 使模型能够在多尺度主干中更稳定地引入

注意力表达. 

2.3    潜在特征融合模块

(Ic,Mc)

zp

仅依靠云雾影像和掩膜数据对 作为网

络的输入, 去噪网络需要在多步扩散过程中逐渐恢

复被遮挡的结构和纹理. 扩散采样包含多个时间步,
网络在中后期去噪时容易弱化前期已经恢复的结构

信息, 导致云雾边缘、高反照率地物或建筑纹理区域

出现颜色混合、边界模糊和结构漂移等问题. 为解决

这一问题, 本文设计潜在特征融合模块, 从有云影像

和云区掩膜中提取潜在先验特征 , 并将其作为辅

助结构信息持续注入多尺度残差扩散主干网络, 使
去噪过程在不同尺度上都能获得较稳定的结构参考.

Ic Mc

图 3给出了潜在特征融合模块的结构. 该模块

以有云影像 和云区掩膜 作为输入, 在通道维度

对二者进行拼接, 随后通过编码器提取压缩后的潜

在表示, 再由解码器恢复为空间尺寸与输入影像一

致的先验特征图. 该计算过程可表示为:

zp = Dϕ(Eϕ(Ic,Mc)) (13)

zp

Eϕ Ic

公式 (13)中 表示潜在特征融合模块输出的潜在先

验特征图, 也是后续注入 MRSD主干网络的辅助结

构信息;  表示编码器, 用于从有云影像 和云区
 

MC

IC
H×W×3

H×W×1

H×W×4

拼接
E F D

DFE

H×W×3

Z

VAE 编码器 重参数化 解码器

图 3    潜在特征融合模块
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Mc Dϕ

zp

掩膜 中提取潜在特征;  表示解码器, 用于将编

码后的潜在特征恢复为与输入影像空间尺寸一致的

特征图. 通过上述编码—解码过程, 有云影像中的地

物背景信息与掩膜提供的云区位置信息被整合为 ,
从而在后续去噪阶段为云雾遮挡区域的纹理和边界

恢复提供先验参考.
zp为了使 更接近无云影像中的真实地物结构,

在潜在空间中引入不变量约束:

Linv = ||Eϕ(I0, 0)− Eϕ(Ic,Mc)||22. (14)

Linv

Eϕ(I0, 0)

Eϕ(Ic,Mc) Ic

Mc 0

公式 (14)中 表示潜在一致性损失, 用于衡量两

组输入在潜在空间中的特征差异;  表示编

码器对无云影像与空掩膜的特征提取结果 ;
表示编码器对有云影像 和云区掩膜

的特征提取结果;  则表示空掩膜. 该约束通过缩

小两类潜在特征之间的距离, 使有云输入经过编码

后尽量靠近无云输入的潜在表示, 从而减少潜在空

间对云雾外观的依赖, 使其更多保留地物轮廓、边缘

形态和纹理等与复原相关的结构信息.

zp

zp

潜在先验在扩散去噪过程中持续发挥作用时,
并非作为输入端的单次输入, 而是被注入到MRSD

主干网络的多个尺度层中. 对于第 l个尺度, 先将

调整到与该层主干特征相同的空间分辨率, 再通

过卷积对齐通道数后再与主干特征相加:

F̃ (l) = F (l) +W (l)
z (z(l)

p ). (15)

F̃ (l)

F (l)

z(l)
p

W (l)
z (·)

1× 1 z(l)
p

F (l) F (l)

z(l)
p

F̃ (l)

表示第 l个尺度融合潜在先验后的新特征, 即后

续去噪计算继续使用的特征;  表示 MRSD主干

在第 l个尺度原本提取到的图像特征;  表示被调

整到第 l个尺度分辨率后的潜在先验特征; 
表示 线性投影或卷积操作, 用于将 的通道

数调整到与 一致. 经过融合后, 主干特征 负

责表达当前扩散状态下的图像内容, 潜在特征 补

充云雾遮挡区域可能缺失的结构参考, 两者共同形

成更适合后续去噪恢复的特征表示 .

zp

通过这种逐层融合方式, 潜在先验能够在不同

尺度上持续参与特征更新. 在高噪声阶段,  主要帮

助网络确定地物的大致轮廓和空间布局; 在中间去

噪阶段, 潜在先验与主干特征共同约束建筑边缘、道

路纹理和云雾过渡区域的恢复; 在低噪声阶段, 先验

信息进一步辅助修正局部颜色偏差和细节不连续问

题. 相比只在输入端拼接一次条件特征, 跨尺度注入

能够使先验信息贯穿 U-Net的编码和解码过程, 降
低多步采样中的结构遗忘风险. 

2.4    自适应注意力引导模块

为了提升模型在关键区域的复原能力并减小对

l Al

Fl F att
l

未遮挡区域的过度修正, MRSD在空间重排注意单

元的基础上引入自适应注意力引导模块. 该模块以

空间注意力增强模块得到的注意图为权重, 对增强

特征进行逐位置调制, 并通过残差连接与主干特征

融合. 云雾边缘、薄雾纹理和建筑轮廓等高响应区域

获得较大的特征增强幅度, 低响应区域则主要保留

主干特征. 设第 层的空间注意图为 , 原始主干特

征为 , 空间注意力增强模块的输出为 , 则自适

应注意力引导后的特征可表示为:

F̂l = Fl +Al ⊙ F att
l . (16)

F̂l Fl

Al F att
l ⊙

Al

式中,  为引导后的输出特征,  为原始主干特征,

为空间注意图,  为空间注意力增强特征,  表

示逐元素相乘. 式 (16)通过 调节各空间位置的特

征增强幅度, 并以残差形式保留原始主干信息.
Al F att

l

N = HW r

N/r2 N ×N

N × (N/r2)

在已获得 和 后, 自适应注意力引导仅需

进行逐元素乘法和残差相加, 该过程不引入新的全

局相关性计算, 也不改变反向采样步数. 模型单步注

意力计算量的降低主要来自空间重排: 若原特征图

包含 个空间位置, 重排比例为 , 则键、值

特征的位置数降为 , 注意力矩阵由 缩减

为 . 因此, 空间重排用于降低注意力计

算规模, 自适应注意力引导则以较小的附加开销调

节各位置的特征增强幅度.

(Ic,Mc) zp

xt Ic

l Fl

z(l)
p

F att
l Al

F̂l

在每个反向时间步, 四个模块沿同一去噪路径

协同完成条件噪声估计 . 潜在特征融合模块由

提取先验特征 , 并按式 (6)与当前扩散状

态 和有云观测 共同构成条件输入. 多分辨率残

差主干提取第 层特征 , 同时通过式 (15)在相应尺

度引入先验特征 . 空间注意力增强模块进一步建

模局部空间关系, 得到增强特征 和注意图 ; 自
适应注意力引导按式 (16)调节增强特征的幅度, 并
将 送入后续去噪层.

N N/r2

上述模块在条件约束、结构恢复和计算控制三

个方面协同作用. 对于云雾遮挡造成的信息缺失, 多
分辨率残差主干在不同尺度上恢复地物轮廓与纹理,
潜在先验则利用有云观测与掩膜条件持续提供结构

约束. 对于云影与水体、阴影及暗色建筑易混淆的问

题, 掩膜限定云雾影响范围, 潜在特征为受遮挡区域

补充可见背景信息, 空间注意力利用局部边界和纹

理连续性增强地物结构表达, 自适应引导进一步调

节不同位置的修正幅度. 对于计算开销, 空间重排将

键、值特征的位置数由 降至 , 从而减小每个

反向步骤中的注意力矩阵; 自适应引导仅进行逐位

置加权, 不增加反向采样步数. 
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3    实验分析 

3.1    数据集

本文主要在两个数据集上进行实验与评估, 包
括公开光学卫星图像去云数据集 Sen2_MTC_New
与自建 City-Building-4Cloud数据集, 下文分别简称

Sen2和 City.
Sen2_MTC_New由 Sentinel-2构建

[32], 约 50个
不重叠场景, 每个场景约 70对 256×256图像; 常见

设置为一幅无云图对应三幅有云图 , 通道数为 4
(RGB+NIR), 像素值范围为 0–10 000, 适合在多光谱

场景下检验厚云去除与光谱保持能力.
自建数据集通过在无云遥感图像上进行人工增

云构建. 无云底图取自公开 SpaceNet 3 AOI_2_Vegas
数据中的WorldView-3全色锐化 RGB影像, 地面采

样距离约为 0.30 m[33]. 选取 30幅 1 300×1 300影像,
以 256×256窗口无重叠裁剪并舍弃不足一个窗口的

边缘区域, 得到 750张候选图块. 随后结合自动指标

与人工复核, 剔除具有深色裁剪边框或大面积绿色

区域的 121张图块, 最终保留 629张无云底图. 数据

按照来源影像组划分, 训练集、验证集和测试集分别

包含 426、71和 132张无云底图, 对应 1 704、284和
528组增云样本.

人工增云基于 SatelliteCloudGenerator[34] 实现 ,
利用 Perlin结构噪声生成连续的云层不透明度场,
再按像素混合无云影像与云层亮度, 得到模拟有云

影像. 该过程可表示为:

Ic(x) = t(x)I0(x)+(1− t(x))A,Mc(x) = 1− t(x).
(17)

I0(x) Ic(x) x

t(x) ∈ [0, 1] A Mc(x)

式中,  和 分别表示位置 处的无云与有云

像素,  为透光率,  为云层亮度, 
为软不透明度掩膜. 每张底图分别生成薄云、薄云过

渡、极端厚云和云边界不连续 4类样本, 云层上限、

清空阈值、细尺度衰减及局部性阶数的实际取值均

逐样本保存. 极端厚云采用大面积厚云覆盖、掩膜外

完全无云的设置, 避免将整幅影像简单白化.
 
 

表 1     实验数据集信息

数据集 影像来源 通道
空间

分辨率
尺寸

训练/验证/
测试

Sen2_MTC_
New

Sentinel-2 4(RGB+NIR) 10 m 256×256
70%/10%/

20%

SpaceNet 3

City-Building-
4Cloud

WorldView-3 3(RGB) 0.30 m 256×256
426/71/
132

 

经完整性与约束检查, 629张无云底图均具有

4类有云图、二值掩膜和软掩膜, 共得到 2 516组配

对样本; 所有图像尺寸均为 256×256, 二值掩膜仅含

0和 255. 四类样本的覆盖率统计见表 2, 629张极端

厚云样本的掩膜外区域均与无云真值逐像素一致.

数据生成代码、配置范围、逐样本参数、划分清单、

校验结果与完整图像数据公开于 https://github.com/

fallenskies00/City-Building-4Cloud-Review.
 
 

表 2     四类人工云雾的参数配置与覆盖统计

类型 参数组合上限/阈值/阶数 平均覆盖率/% 覆盖率范围/%

薄云 0.22–0.38/0–0.05/1 62.95 43.77–81.37

薄云过渡 0.45–0.65/0.05–0.18/2 38.24 19.06–59.61

极端厚云 0.95–1.00/0.08–0.18/1 70.96 55.75–86.70

边界不连续 0.78–0.92/0.15–0.30/2–3 21.70 5.18–49.27
 
 

3.2    评价指标

[0, 1]

本实验选用 PSNR峰值信噪比、SSIM结构相似

性
[35]
、LPIPS学习式感知相似度

[36]
用于各模型全图

去云效果的评估. 所有方法的输出与真值均归一化

至 的 RGB值域, 空间尺寸对齐后在整幅图像上

进行评估.
 

3.2.1    PSNR(峰值信噪比)

PSNR通过峰值与均方误差 (MSE)的对数比值

度量重建图像的整体失真, MSE定义为:

MSE =
1

N

N∑
i=1

(xi − yi)
2
. (18)

PSNR计算为:

PSNR = 10log10(
L2

MSE
). (19)

N xi yi

L = 1

式中,  为像素与通道元素总数,  、 为复原图像

与真值像素,  为动态范围上限. PSNR越高表

示整体像素误差越小.
 

3.2.2    SSIM(结构相似性)

SSIM利用局部亮度、对比度和结构统计衡量两

幅图像的一致性, 计算为:

SSIM(x, y) =
(2µxµy + C1)(2σxy + C2)

(µ2
x + µ2

y + C1)(σ2
x + σ2

y + C2)
.

(20)

C1 = (K1L)
2 C2 = (K2L)

2 K1 = 0.01 K2 =

0.03

其中 、 ,  、

. 本实验采用 11×11窗口, 在 RGB三通道分别

计算后取平均; SSIM越高表示结构一致性越好.
 

3.2.3    LPIPS(学习式感知相似度)

[0, 1]

[−1, 1]

LPIPS利用预训练 VGG多层特征度量复原图

像与真值的感知差异, 将 RGB图像由 映射至

后计算:
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LPIPS(x, y) =
∑

l

1

HlWl

∑
h,w

∥wl⊙

(ϕ̂l(x)h,w − ϕ̂l(y)h,w)∥2
2. (21)

ϕl l ·̂ wl式中 为第 层特征,  表示通道归一化,  为通道权

重; LPIPS越低表示感知差异越小. 

3.3    实验设置

本文所有训练与测试均在 RTX 4 080上完成 ,
深度学习框架为 PyTorch 2.2(Python 3.11). 训练启

用 AMP混合精度与 EMA(0.999), 开启梯度裁剪 (阈
值 1.0)与梯度累计以适配不同分辨率的等效批大

小. 

3.4    对比试验

本文在 Sen2和 City数据集上与 SpA-GAN[37]
、

PMAA[38]
、 CTGAN[32]

、 Memory-Net[39]、 MCGAN[40]

及 DiffCR[15]
进行比较. 各方法保持其原有输入形式,

并采用一致的数据划分、归一化和评价流程; Sen2
不提供掩膜时, MRSD由同幅影像经阈值与形态学

闭运算获得掩膜. 结果见表 3, 加粗表示最优.
  

表 3     Sen2 和 City 数据集定量比较

方法
Sen2 City

PSNR/dB SSIM LPIPS PSNR/dB SSIM LPIPS

SpA-GAN[37] 12.699 4 0.335 9 0.671 3 13.034 3 0.564 2 0.488 2

PMAA[38] 13.187 6 0.386 2 0.635 8 14.375 6 0.616 5 0.415 7

CTGAN[32] 13.093 3 0.363 7 0.647 1 15.469 4 0.648 3 0.337 1

Memory-Net[39] 16.541 5 0.528 7 0.411 4 18.498 1 0.699 1 0.312 4

MCGAN[40] 18.648 4 0.614 9 0.351 4 20.832 1 0.712 1 0.289 9

DiffCR[15] 20.289 2 0.712 7 0.271 6 24.456 2 0.812 6 0.208 4

MRSD 21.427 9 0.737 5 0.244 3 27.673 9 0.895 2 0.162 4
 

图 4展示了各方法在两个数据集上的典型去云

结果, 其中图 4(a)为 Sen2_MTC_New数据集上的结

果, 图 4(b)为 City-Building-4Cloud数据集上的结果.
图中 Cloud、Mask和 GT分别表示有云输入、对应掩

膜和无云真值.
在 Sen2上, MRSD的 PSNR、SSIM和 LPIPS分

别为 21.427 9 dB、0.737 5和 0.244 3; 与 DiffCR相比,
 

(a)

(b)

CLOUD MASK GT SPA_GAN PMAA CTGAN MemoryNet MCGAN DiffCR MRSD

CLOUD MASK GT SPA_GAN PMAA CTGAN MemoryNet MCGAN DiffCR MRSD

(a)   Sen2_MTC_New 数据集

(b)   City-Building-4Cloud 数据集

图 4    不同数据集上不同方法的定性比较
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PSNR和 SSIM分别提高 1.138 7 dB和 0.024 8, LPIPS
降低 0.0273. 在 City上 ,  MRSD的三项指标分别为

27.673 9 dB、0.895 2和 0.162 4; 相较 DiffCR,  PSNR
和 SSIM分别提高 3.217 7 dB和 0.082 6,  LPIPS降

低 0.0460.
定性结果表明, 薄云场景中部分方法存在整体

泛白、色偏或雾幕残留, MRSD能够较好校正亮度偏

移并保持未遮挡区域色彩; 薄云过渡场景中, 其云缘

过渡和线状地物连续性更接近真值. 对于极端厚云

和云边界不连续场景, MRSD较好保持建筑轮廓、道

路连接和边界连续性, 但在极端厚云且掩膜边界存

在偏差时仍可能出现轻微局部亮度偏移. 

3.5    消融实验

为剖析各模块的贡献, 本文围绕第 2节提出的

关键结构开展组合式消融. 参与消融的三个模块分

别记为潜在特征融合 (LFF)、空间注意力增强 (SAE)
和自适应注意力引导 (AAG). A0仅保留多分辨率残

差扩散主干; A1单独加入 SAE; A2在 A1基础上加

入 AAG; A3单独加入 LFF; A4同时启用三个模块.
所有变体采用相同的数据划分、训练策略和采样设

置.
表 4表明, 各模块组合后性能持续提升. 具体而

言 ,  A0到 A1加 入 SAE后 ,  Sen2和 City上 的

PSNR分别提高 1.054 3 dB和 2.254 6 dB,  LPIPS分

别降低 0.131 3和 0.129 6;  A1到 A2加入 AAG后 ,
PSNR进一步提高 1.611 8 dB和 1.867 3 dB, SSIM分

别提高 0.046 6和 0.074 4;  A0到 A3加入 LFF后 ,
PSNR分别提高 3.267 7 dB和 4.980 4 dB. 三个模块

共同启用时 ,  A4相较 A0在两个数据集上的

PSNR分别提高 5.764 0 dB和 8.269 7 dB, 表明 LFF、
SAE和 AAG分别从结构先验、邻域信息和位置加

权三个方面改善了复原结果.
 
 

表 4     不同模块组合消融结果

编号 LFF SAE AAG
Sen2 City

PSNR/dB SSIM LPIPS PSNR/dB SSIM LPIPS

A0 15.959 1 0.428 9 0.561 1 18.889 5 0.590 3 0.456 4

A1
√

17.013 4 0.565 3 0.429 8 21.144 1 0.664 2 0.326 8

A2
√ √

18.625 2 0.611 9 0.314 6 23.011 4 0.738 6 0.245 1

A3
√

19.226 8 0.635 8 0.349 5 23.869 9 0.775 3 0.264 5

A4
√ √ √

21.723 1 0.746 9 0.233 4 27.159 2 0.863 2 0.176 5
  

3.6    模型复杂度与推理效率

为统一测试口径 , 模型复杂度与速度均按

256×256输入、批量大小为 1和 FP32推理统计. 参
数量仅计入推理网络, FLOPs统计卷积层和线性层,

并按 1 MAC=2 FLOPs换算; 速度测试在 RTX 4 080
上完成, 各模型预热 20次后重复运行 50次, 并同步

CUDA计时.
由表 5可知, SAE使参数量和单次 FLOPs仅增

加 1.97%和 2.00%; AAG不改变两项统计, 却使两

个数据集 PSNR继续提高. 完整模型 A4相较 A0的
参数量和单次 FLOPs仅增加 7.35%和 9.15%, 而
PSNR分别提高 5.764 0 dB和 8.269 7 dB. 表 6中的

平均 PSNR为两个数据集结果的算术平均 . 与
DiffCR相 比 ,  MRSD参 数 量 增 加 0.12%、单 次

FLOPs降低 0.04%, 平均 PSNR提高 2.178 2 dB. 虽
然部分前馈方法参数量更小, 但恢复精度明显较低;
MRSD采用 20步 DPM-Solver++[41], 端到端速度仍

受采样步数影响. 因此, 其效率优势主要体现在相近

单次网络复杂度下获得更高恢复精度.
  

表 5     各消融组合模型复杂度与推理效率

编号 参数量Params/M 计算量GFLOPs/次 完整FPS

A0 21.368 84.000 61.0

A1 21.788 85.683 59.2

A2 21.788 85.683 58.9

A3 22.518 90.000 57.8

A4 22.938 91.683 56.50
 
  

表 6     各方法复杂度、速度与恢复性能

方法 参数量(M) 计算量(GFLOPs/次) 完整FPS 平均PSNR/dB

SpA-GAN[37] 0.219 33.965 54.187 12.866 9

PMAA[38] 3.450 184.680 14.641 13.781 6

CTGAN[32] 642.920 1 264.100 5.012 14.281 4

Memory-Net[39] 3.637 281.964 14.960 17.519 8

MCGAN[40] 4.420 143.120 91.543 19.740 3

DiffCR[15] 22.910 91.720 51.301 22.372 7

MRSD 22.938 91.683 56.500 24.550 9
  

4    结论

本文提出面向单幅有云光学影像的 MRSD遥

感云雾去除扩散模型. 通过多尺度残差结构、LFF、
SAE和 AAG协同建模 ,  MRSD在 Sen2_MTC_New
和 City-Building-4Cloud数 据 集 上 均 取 得 最 优

PSNR、 SSIM和 LPIPS;  相 较 DiffCR,  两 数 据 集

PSNR分别提高 1.138 7 dB和 3.217 7 dB. 消融实验

验证了三个模块在结构先验、邻域信息和位置加权

方面的互补作用. 完整模型含 22.938 M参数, 相较

基线参数量和单次 FLOPs仅增加 7.35%和 9.15%,
并在与 DiffCR相近的单次网络复杂度下将平均

PSNR提高 2.178 2 dB. 对于极端厚云、掩膜偏差或

强反射地物, 模型仍可能产生局部亮度或色度偏差.
后续将研究更稳健的条件建模与高效采样策略, 以
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提升跨传感器、跨区域适用性并减少扩散步数.
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