
 

LoMTrack: 基于自适应稀疏的视觉目标跟踪方法
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摘　要: 在视觉目标跟踪领域, 基于 transformer的跟踪方法通常使用全面微调对预训练模型进行调整, 但其会覆

盖预训练模型学到的通用知识, 引发灾难性遗忘, 进而削弱模型的通用视觉表征能力. 此外, 单一网络结构在处理

多样化跟踪挑战时易产生知识干扰, 限制模型的泛化性能. 针对上述问题, 提出一种自适应稀疏驱动的目标跟踪

方法. 在编码器中, 设计低秩适配 (LoRA)进行参数高效微调, 通过冻结预训练权重保留通用知识, 仅更新低秩适

配器实现快速领域适应. 在解码器中, 设计三重正则化路由混合专家 (TR2-MoE)以增强模型的表达和场景适应

力, 通过专业化专家网络应对不同类型的跟踪挑战, 并利用动态路由机制实现场景自适应的计算路径选择. 与传

统稀疏路由策略相比, TR2-MoE通过路由阶段的随机正则化与专家内部的结构化约束, 能够增强复杂场景下的

泛化稳健性, 并抑制了专家单元间的过度共适应. 此外, 负载均衡约束采用与序列实际长度相适配的归一化策略,

从而在变长推理中维持更稳定的专家利用率. LoMTrack在多个基准数据集上进行实验验证, 与当前主流目标跟

踪器相比, 均能够取得较为先进的性能. 其中, 在 LaSOText数据集上的 AUC达到 53.8%, 明显优于现有跟踪器.

实验结果表明, 在多种场景下展现出更优的动态响应能力与训练鲁棒性.
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LoMTrack: visual object tracking via adaptive sparsity
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Abstract: In visual object tracking, Transformer-based methods typically fully fine-tune pre-trained models. Full fine-
tuning overwrites the general knowledge learned during pre-training, causing catastrophic forgetting and weakening the
model's  general  visual  representations.  Moreover,  a  single  network  architecture  easily  suffers  from  knowledge
interference across diverse tracking challenges, limiting generalization. We propose an adaptive sparsity-driven tracker
to  address  these  issues.  For  the  encoder,  we  design  a  parameter-efficient  fine-tuning  scheme  based  on  Low-Rank
Adaptation  (LoRA).  It  freezes  the  pre-trained  weights  to  preserve  general  knowledge  and  updates  only  the  low-rank
adapters  for  fast  domain  adaptation.  For  the  decoder,  we  design  a  Tri-Regularized  Router  Mixture  of  Experts  (TR2-
MoE)  to  strengthen  expressiveness  and  scene  adaptability.  Multiple  specialized  expert  networks  handle  different
tracking  challenges,  and  a  dynamic  routing  mechanism  selects  scene-adaptive  computation  paths.  Compared  with
conventional  sparse  routing,  TR2-MoE  introduces  stochastic  regularization  during  routing  and  structural  constraints
inside experts. This design enhances generalization robustness under complex conditions and suppresses excessive co-
adaptation  among  expert  units.  The  load  balancing  constraint  also  adopts  a  normalization  strategy  aligned  with  the
actual  sequence  length.  This  maintains  more  stable  expert  utilization  during  variable-length  inference.  Extensive
experiments  on  multiple  benchmark  datasets  show  that  LoMTrack  achieves  state-of-the-art  performance.  Notably,  it
reaches an AUC of 53.8% on the LaSOText dataset, clearly outperforming existing trackers. The experimental results
demonstrate stronger dynamic response capability and training robustness across diverse scenarios.
Keywords: object tracking；low-rank adaptation；mixture of experts；dynamic routing；load balancing
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0    引　言

视觉目标跟踪是计算机视觉中的基本任务之一,
旨在给定目标初始帧边界框, 并识别定位后续帧中

的目标, 广泛应用于无人机追踪、运动估计和车辆自

动驾驶等多个领域
[1]. 虽然近年来视觉目标跟踪有了

很大进展, 但在追踪性能和计算效率方面仍存在巨

大的挑战.
近年来, 得益于 Transformer架构在长序依赖建

模与特征交互方面展现的卓越能力, 基于 Transformer
的单流范式逐渐成为视觉目标跟踪领域的主流架构.
该范式将模板和搜索区域整合为单一序列输入编码

器, 实现模板与搜索区域图像块间的全局密集交互.
该范式通常使用全量微调对预训练模型进行任务迁

移, 然而全量微调面临双重瓶颈: 一方面, 其高昂的

计算开销与存储需求严重制约了方法的实际训练效

率
[2-5]. 更为关键的是, 这种全局参数更新策略会引发

显著的灾难性遗忘现象, 导致模型在适配新任务过

程中逐步弱化其预训练阶段习得的基础视觉表征能

力
[6-9]. 此外, 现有跟踪器普遍采用单一稠密网络应对

所有场景, 而实际跟踪环境具有高度异质性, 涵盖形

变、遮挡、光照变化、运动模糊和相似物干扰等多种

复杂情形. 当模型试图将所有场景知识压缩到同一

组参数中时, 不同场景属性之间极易诱发参数内部

的知识冲突, 从而在根本上限制了模型在多变场景

下的泛化表现.
为解决上述问题, 本文提出一种高效跟踪框架

LoMTrack(LoRA with Tri-Regularized Router Mixture
of Experts for Efficient Visual Object Tracking). 在编

码器部分, 原始预训练权重被冻结以维持模型的通

用视觉先验 , 同时设计一种基于低秩适配 (Low-
Rank Adaptation, LoRA)[10] 的参数高效微调方案, 在
参数空间的低秩子空间中进行适应性更新. 这种设

计使得编码器能够快速适应下游跟踪任务, 并将可

训练参数量压缩数个数量级, 有效抑制灾难性遗忘,
进而实现参数高效性与模型稳定性的良好平衡. 在
解码器部分, 构建一种基于三重正则化路由混合专

家 (TR2-MoE)的动态计算范式. 通过构造多个专业

化专家网络, 各专家可专注于捕获特定跟踪挑战中

的判别性特征. 为了优化专家协作效率, 引入动态门

控路由机制, 依据输入特征的语义表征自适应地选

择最相关的专家组合. 在此基础上, 为增强路由决策

的泛化鲁棒性, 在专家分配阶段注入适度随机扰动,
迫使模型避免对单一专家组合的过度依赖. 此外, 本
文在各专家子网络内部还引入隐空间正则化约束,

以抑制训练过程中专家间的过度共适应. 同时, 通过

引入负载均衡约束, 并采用与序列实际规模相适配

的归一化策略, 确保各专家在网络训练期间中获得

均衡的激活概率, 从而缓解专家利用不足或过度使

用的问题. 在推理阶段, 该架构采用稀疏激活策略,
仅调用部分相关专家参与计算, 前述正则化设计能

够进一步保障稀疏推理的稳定性, 在维持模型总体

表征能力的同时, 降低计算开销. 这种 LoRA与MoE
的协同设计, 既继承预训练模型的通用视觉先验, 又
通过专家分工机制增强对多样化跟踪场景的专门化

处理能力.
本研究主要贡献总结如下:
• 提出一种高效跟踪框架 LoMTrack, 解决单一

微调策略在复杂跟踪场景下适应性与鲁棒性不足的

问题, 增强跟踪器对多样化挑战的动态响应能力.
• 设计一种基于 LoRA的编码器参数高效微调

方案, 解决全量微调导致的可训练参数冗余与灾难

性遗忘问题, 仅更新低秩适配器压缩可训练参数规

模, 实现对下游任务的高效适配.
• 提出 TR2-MoE动态计算范式, 通过动态门控

与专家专业化实现场景自适应路由, 同时设计长度

感知负载均衡策略, 维持变长推理下的专家利用率,
进而解决传统MoE路由泛化弱与专家共适应问题.

• 在 GOT-10k[11]、LaSOText[12] 和 OTB100[13] 等
多个大规模公开数据集的各项挑战中与当前流行的

跟踪器进行对比, 验证提出的 LoMTrack方法的优

异性. 

1    相关工作 

1.1    基于 Transformer 的跟踪器

早期, 基于孪生网络的跟踪方法通常采用双流

范式
[14-16]: 首先使用一个共享权重的骨干网络提取

模板帧和搜索帧的特征, 再通过互相关操作进行特

征匹配, 从而直接回归目标位置. 相比之下, 单流范

式通过整合模板和搜索区域信息, 输入到 Transformer
框架中进行联合特征提取和匹配. 这种方式实现了

更深入灵活的特征交互, 从而从根本上避免了传统

双流方法因“先分离后融合”处理所造成的信息隔

阂. Chen等人
[17]

通过空域抑制与选择性查询回忆策

略优化了 Transformer训练过程. Hou等人
[18]

通过多

维度特征增强与自适应位置编码提升了跟踪性能与

实时性.
总体而言, 基于 Transformer的单流跟踪器凭借

全局特征交互已取得显著进展, 但其成功高度依赖

于大规模预训练模型的全量微调, 这不仅带来高昂
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的计算与存储开销, 还容易引发灾难性遗忘、削弱预

训练基础表征. 针对这一瓶颈, 本文在编码端引入

LoRA参数高效微调策略, 通过冻结预训练权重并仅

优化低秩适配器, 在保留通用视觉先验的同时大幅

压缩可训练参数量, 有效抑制了灾难性遗忘. 

1.2    参数高效微调

k

参数高效微调 (PEFT)旨在解决全参数微调在

资源消耗和计算效率上的局限性. 其一系列方法通

过冻结预训练模型主体、仅优化少量额外参数以实

现高效的任务适配. 其主要分为三种方法: Prompt-
Tuning[19] 通过在模型输入层或中间隐层引入 个可

训练的前缀标记, 仅优化这些新增的语义前缀参数.
Adapter-Tuning[20] 则是在预训练模型的每个层级中

嵌入轻量级的神经网络模块, 即适配器, 微调过程中

仅更新这些植入的适配器参数. LoRA[10]
通过低秩分

解技术, 采用可训练的低秩矩阵逼近权重更新量, 在
保持原始模型参数冻结的前提下实现高效优化.

然而 ,  Prompt-Tuning的效果受限于前缀长度 :
若长度不足, 则表征能力有限. 若长度过长, 则挤占

上下文资源且增加计算开销. Adapter-Tuning的串行

结构会在推理过程中产生固有延迟, 影响实时性能.
适配器的植入位置需精确设计, 不当的配置可能中

断原模型的信息传递路径, 进而降低知识迁移效率.
LoRA作为该领域的代表性技术, 通过数学上的

低秩假设近似参数更新过程. 该方法在微调过程中

保持原始权重矩阵固定, 通过训练一组低秩矩阵表

征参数变化的方向和幅度. 这种设计不仅实现了极

高的参数效率, 还具备独特的工程优势: 训练完成后,
低秩矩阵可以与原权重直接合并, 既不会引入任何

额外的推理延迟, 又能保持与全参数微调相当的模

型性能. 而在许多任务中, LoRA已经被证实可以达

到全面微调相当甚至更好的性能
[21]. Lin等人

[22]
通

过解决位置编码冲突与卷积头归纳偏置, 将 LoRA
应用于视觉跟踪. Liu等人

[23]
引入稀疏门控动态调

整秩, 结合近端梯度优化与训练后剪枝实现紧凑微

调.
以 LoRA为代表的参数高效微调方法虽然实现

了轻量级适配, 但本质上仍基于单一的稠密网络, 将
所有场景知识压缩至同一组可调参数中, 难以化解

不同跟踪挑战之间的知识冲突, 从而限制了模型在

复杂多变环境下的泛化能力. 为了弥补这一缺陷, 本
文在解码端进一步引入混合专家机制, 利用多个专

业化专家网络对不同跟踪场景进行差异化处理, 以
缓解单一网络的知识冲突. 

1.3    混合专家模型

混合专家模型 (Mixture of Experts, MoE)[24] 的核

心在于其稀疏激活特性, 从而将模型的总参数量与

单次计算成本解耦. 这使得该模型能够在参数规模

显著增长的同时, 将计算开销控制在合理范围内. 近
年来, Raposo等人

[25]
通过动态令牌路由与 top-k选

择机制, 在保持性能的同时提升了推理效率. Li等人
[26]

通过任务敏感提示驱动的混合专家框架, 实现了开

放世界持续学习中知识稳定性与可塑性的平衡.
尽管混合专家模型在多个领域取得了成功, 但

其在目标跟踪中的应用尚未得到充分的探索. Tang
等人

[27]
采用多专家混合架构, 通过置信度动态选择

最优结果, 自适应解决了多模态融合时机问题. Cai
等人

[28]
提出面向跟踪的专家混合模块, 结合多专家

能力处理多样化关系建模, 实现了多尺度跟踪.
混合专家模型通过稀疏激活实现了参数规模与

计算成本的解耦, 为动态场景自适应提供了基础, 但
现有工作大多未与参数高效微调深度协同, 且传统

MoE普遍面临路由决策泛化性弱、专家间过度共适

应及负载不均衡等问题, 直接迁移至跟踪器容易导

致训练不稳定和专家利用低效. 鉴于此, 本文提出

TR²-MoE, 通过注入适度随机扰动增强路由泛化性、

引入隐空间正则化抑制专家共适应, 并设计长度感

知的负载均衡策略保障变长推理下的专家利用率,
从而在继承预训练通用视觉先验的前提下, 实现对

多样化跟踪挑战的稳定、高效自适应. 

2    LoMTrack 跟踪器

本节致力于详细解读 LoMTrack跟踪器的技术

方案. 首先, 整体呈现跟踪器的系统框架, 阐述其工

作流程. 接着, 深入解析编码器与解码器内部结构.
最终, 详细介绍负责输出预测的头部网络以及指导

模型训练的损失函数. 

2.1    总体框架

LoMTrack跟踪器框架如图 1所示, 其核心由编

码器与解码器构成. 编码器基于 LoRA机制实现参

数高效微调, 从中提取判别性目标特征. 解码器基于

TR2-MoE结构实现上下文信息的动态维护与传递.
最终由预测头生成跟踪结果.

T ∈ RHz×Wz×3

S ∈ RHx×Wx×3

Psize = (P, P )

NT = NH
T ×NW

T NH
T = HT/P NW

T =

在单流跟踪器的设计框架下, 采用基于卷积的

块嵌入方法分别对模板图像与搜索图像进行序列化

建模. 假设模板图像为 和搜索图像为

, 首先将每幅图像划分为规则的图像

块. 块尺寸设为 , 则模板图像被划分

为 个块, 其中 , 
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WT/P HT WT

NS = NH
S ×NW

S

NH
S = HS/P NW

S = WS/P HS WS

M ×M M

(K,K)

K = P/M

T ∈ RNT×d

S ∈ RNS×d d

Te ∈ RNT×d

Se ∈ RNS×d

. 和 分别为模板图像的高度和宽度. 搜
索区域图像被分割为 个块 , 其中

,  .  和 分别为搜索

图像的高度和宽度 . 每个图像块进一步细分为

个内部单元. 其中 为每个图像块在高度

和宽度方向上的划分份数. 通过二维卷积操作将每

个内部单元投影到嵌入空间, 卷积核尺寸为 ,
其中 , 即每个内部单元的大小恰好等于

卷积核的感受野, 步长设置与卷积核尺寸保持一致.
该过程分别生成模板令牌嵌入 和搜索区

域令牌嵌入 , 其中 为嵌入维度. 在此基础

上, 再分别在模板令牌和搜索令牌添加位置嵌入, 进
而得到模板序列嵌入 与搜索区域序列嵌

入 , 其计算过程可表示为:

Te = T+ ET , (1)

Se = S+ ES, (2)

ET ∈ RNT×d ES ∈
RNS×d

f0

其中 ,  为模板图像的位置嵌入 , 
为搜索区域图像的位置嵌入. 随后, 将模板序

列嵌入与搜索区域序列嵌入合并为联合序列 作为

编码器的输入. 编码器基于 HiViT[29] 架构构建, 对输

入序列进行多层次的时空特征整合. 编码器输出的

时空增强特征随后送入解码器, 该解码器融合自注

意力 、双扫描选择性 Mamba(DualScan  Selective
Mamba, DSSMamba)、多头交叉注意力与 TR2-MoE,
通过结合 DSSMamba的状态空间建模能力与注意

力的全局交互机制, 显著增强模型对长程上下文信

息的捕获能力. 最终, 解码后的特征由预测头生成目

标跟踪结果.

f0 = Concat(Te, Se), (3)

fn = Encoder(fn−1), n = 1 . . . N, (4)

fm = Decoder(f ′
m−1), m = 1 . . .M (5)

 

2.2    LoRA

B A

预训练权重通常在大规模数据集上经过充分训

练, 蕴含了丰富的通用知识. 传统的全参数微调方法

通过更新模型全部参数进而适配下游任务, 需要大

量的计算资源且易引发灾难性遗忘. 基于模型在适

配下游任务时, 其权重更新矩阵具备低秩性这一核

心假设, LoRA能够提供一种高效的参数微调策略.
该假设指出, 尽管模型参数规模庞大, 但其适应新任

务所需的变化方向蕴藏在一个低维的本征子空间中.
具体实现方式是在原始冻结的预训练权重旁, 引入

一组可训练的低秩矩阵对 和 . 前向传播过程被

修正为:

W ′ = W0 +∆W = W0 +BA, (6)

W0 ∈ Rd×k ∆W

A ∈ Rr×k B ∈ Rd×r

r ≪ min(d, k)

d× k (d+ k)×
r

其中,  是被冻结的预训练权重,  是权

重更新矩阵,  和 是可训练的低秩

矩阵.  即远小于模型维度的秩, 是 LoRA

的核心超参数. 将总参数量从 降低到

, 相较于全参数微调呈现数量级式的压缩.
W0

A B x

在训练过程中,  被冻结且不参与梯度更新,
仅优化低秩矩阵 和 . 对于输入 , 模型的前向传
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图 1    LoMTrack 跟踪框架
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h0 = W0x播过程  被更新为:

h = W0x+∆Wx = W0x+BAx. (7)

W0

此外, 使用 LoRA并不会增加推理延迟, 训练完

成后, 其参数可以通过简单的矩阵加法与原始预训

练权重 合并, 合并后的模型在结构上与原始预训

练模型完全一致, 不引入任何额外的层或参数. 

2.3    编码器

HiViT[29] 采用分层 Transformer架构, 通过渐进

式多尺度设计兼顾局部特征提取与全局语义建模.
其核心在于分阶段处理机制: (1)在浅层阶段, 图像

被划分为细粒度图像块并执行局部变换. (2)在深层

阶段, 通过块合并构建金字塔结构, 在压缩空间分辨

率的同时扩展通道维度.
在架构的早期阶段 , 多层感知机 (Multi-Layer

Perceptron, MLP)模块主要处理局部特征. 最后一个

阶段则引入全局自注意力以实现全图上下文交互.
该设计在无需依赖复杂窗口机制的前提下, 能够达

成多尺度表示能力与架构简洁性之间的有效平衡.
为了保持预训练模型强大泛化能力的同时, 快

速适配特定的跟踪场景. 本文在 HiViT架构中系统

性地集成 LoRA技术, 编码器的具体结构如图 2所
示.
 
 

MLP

MLP

MHA

MLP
LoRALoRA

LoRALoRA

LoRALoRA

LoRALoRA

...

×L1

层归一化

层归一化

层归一化

层归一化

×L2

图 2   编码器结构
 

在注意力机制中, 为每个核心投影层都集成独

立的 LoRA适配器. 具体而言, 查询投影、键投影、值

投影和输出投影四个线性变换层都分别嵌入专用的

LoRA模块. 每个投影层可以独立调整其低秩适配强

度, 从而规避合并投影方式中三个分量须共享相同

秩维度的约束. 相较于合并投影策略, 本文所采用的

全面适配方案赋予模型更丰富的表达灵活性, 使其

能够更精确地建模模板与搜索区域之间的复杂对应

关系. LoRA的主要过程可表示为:

f (l)
mlp1

= LoRAMLP1(LN(f
(l−1))) + f (l−1)

l = 1 . . . L1, (8)

f (l)
mlp2

= LoRAMLP2(LN(f
(l−1)
mlp1

)) + f (l)
mlp1

l = 1 . . . L1, (9)

f (l)
attn = LoRAAttn(LN(f (l−1)

mlp2
)) + f (l−1)

mlp2

l = 1 . . . L2, (10)

f (l)
mlp = LoRAMLP(LN(f (l−1)

attn )) + f (l)
attn l = 1 . . . L2.

(11)

A B

在训练过程中, 本文采用分阶段的参数优化策

略. 首先冻结所有预训练的主干网络参数, 仅保留

LoRA适配器为可训练状态. 由此将需优化的参数量

压缩至原始模型的极小比例, 旨在降低计算与存储

开销. 此外, 标准 LoRA对低秩矩阵 和 赋予相同

学习率, 会导致大宽度模型微调陷入低效, 为实现更

高效的特征学习和更快的收敛速度, 本文对两个低

秩矩阵分别设定不同的学习率. 

2.4    解码器

在解码器中, 本文构建一个多阶段协同的混合

计算框架. 每一阶段有机融合三种功能各异的处理

单元: 多头注意力机制、DSSMamba与交叉注意力

交替使用的跨模态交互单元以及基于动态路由的

TR2-MoE网络. 解码器结构如图 3(a)所示, 各模块以

前馈方式顺序连接, 并辅以残差连接与层归一化确

保训练稳定性. 具体而言, 自注意力单元聚焦于内部

查询向量的关系建模. 跨模态交互单元在相邻层级

间交替采用双向状态空间模型与交叉注意力——前

者通过隐式状态传递捕获跨序列的长期依赖, 后者

通过显式交互计算建立模板与搜索区域的细粒度对

应关系. 而 TR2-MoE单元则根据输入特征自适应调

度多个专用网络进行特征重构.
DSSMamba旨在通过隐式状态捕获长距离依赖

关系, 其结构如图 3(b)所示. 该模块设计包含两个核

心组件: 首先, 通过线性投影将输入特征映射到高维

空间, 并利用一维因果卷积进行局部上下文特征的

提取. 其次, 通过选择性扫描机制动态整合序列信息,
该机制根据当前输入自适应地调整状态转移参数,
从而实现对长程依赖关系的有效建模. 特别地, 通过

独立参数化的前向与反向扫描路径分别捕捉两个方

向的序列上下文, 实现支持双向处理模式. 最终将两

者的输出进行融合, 以构建包含更完整上下文信息

的序列表征.
TR2-MoE模块的目的是增强 LoMTrack的特征
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处理能力, 其结构如图 4所示, TR2-MoE模块由多个

专家网络组成, 每个专家均为一个独立的前馈层, 具
备特征变换和非线性激活能力. 通过可学习的路由

机制, 模型能够针对不同输入特征动态选择最适配

的专家组合进行响应.
 
 

Expert 1 Expert 2 Expert 3 Expert 4

Top-k

路由

图 4   TR2-MoE 结构
 

对于每个输入特征向量, 路由网络计算其与各

个专家的匹配度:

logits = Wr · x, (12)

Wr

τ

p

其中,  路由权重矩阵. 为增强路由决策的泛化鲁

棒性, 本文在计算匹配度后随机将部分匹配度置零.
该乘性扰动迫使模型在训练过程中不依赖于固定的

专家组合, 而是探索多样化的路由路径, 从而有效抑

制路由决策对单一专家的过度依赖. 经过温度系数

调节后, 通过 softmax函数生成归一化的路由概率

分注入适度随机扰动, 具体而言, 以概率  = 0.1对路

由 logits施加 Dropout操作.

g = softmax(logits/τ), (13)

k

Sk

每个输入被分配给最相关的 个专家构成激活

专家集 , 各专家的输出按路由概率加权融合:

yroute =
∑
i∈Sk

gi∑
j∈Sk

gj

· Experti(x), (14)

这种动态选择机制使模型能够根据跟踪过程中

不同目标的外观特性、运动模式和环境上下文, 进而

自适应地调度最匹配的特征处理专家. 此外, 每个专

家网络采用标准的双层前馈结构, 并在非线性激活

后引入隐层正则化以抑制不同专家单元间的过度共

适应.

Expert(x) = fc2(GELU(fc1(x))), (15)

其中, fc1和 fc2为线性层. 

2.5    预测头部和损失函数

预测头通常由多个子卷积网络组成, 集成分类

头和边界框回归头的功能. 这些子网络输出三类核

心信息: 用于目标类别判定的分类得分图、用于补偿

分辨率降低所引起的离散化误差的偏移量, 以及归

一化的边界框尺寸, 通过选取分类得分最高的位置,
再将该位置与偏移量及归一化边界框尺寸相结合,
进而计算得到最终的跟踪结果.

Lcls

L1

在损失函数方面, 本文采用多任务损失融合策

略. 在分类任务中引入焦点损失 以缓解类别不均

衡问题. 在边界框回归任务中, 将 损失
[29]

与广义

IoU(GIoU)[30] 损失相结合, 以提升边界框的定位精

度.

Lbalance

此外 , 为优化 TR2-MoE模块的专家负载分配 ,
本文设计基于负载分布的均衡损失 . 该损失通

过促进专家重要性分布与负载分布的一致性优化路

由决策. 具体而言, 定义专家重要性为所有输入位置

上路由概率的累积和:

Ii =
M∑
b=1

p(b)
i , (16)

M p(b)
i

b i

其中,  为一个批次内所有 token的总数,  表示

第 个 token被路由至第 个专家的概率. 定义专家负

载为所有输入位置上被选中的次数:

Li =
M∑
b=1

II[i ∈ S(b)
k ], (17)
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II
(
·
)

S(b)
k b其中,  为指示函数,  是第 个 token经路由

层 top-k选择后确定的专家子集. 基于上述定义, 负
载均衡损失通过促进重要性分布与负载分布的一致

性优化路由决策:

Lbalance = λ · N

M 2

N∑
i=1

Ii · Li, (18)

λ N

M 2

其中,  为平衡权重系数,  为专家总数. 平方归一化

因子 能够消除批次规模变化对负载均衡损失幅

值的影响, 使该正则项在变长序列训练场景下保持

一致的惩罚力度, 从而维持更稳定的专家利用率分

布.
最终, 总损失函数定义如下:

L = Lcls + λgiouLgiou + λL1
L1 + Lbalance (19)

λgiou = 2 λL1
= 5其中,  和 分别是正则化参数. 

3    实　验

在本节中, 首先阐述所提方法的实现细节, 随后

在七个主流基准数据集上将 LoMTrack与现有

SOTA方法进行性能对比 , 具体包括 UAV123[31]、
LaSOT[32]

、 GOT-10k[11]、 LaSOText[12]、 TNL2K[33]
、

OTB100[13] 以及 TrackingNet[34]. 最后, 设计消融实验,
对所提出的 LoMTrack各组件的有效性进行定性和

定量分析, 同时补充目标跟踪结果与可视化分析内

容, 为 LoMTrack的核心工作机制提供直观解读. 

3.1    实验细节

B 1× 10−4 A

2.5× 10−5

4× 10−4 10−4

本节的实验环境为: 软件环境为 Python 3.8和
PyTorch 1.17.0, 硬件为 4块 NVIDIA 4090D GPU. 为
适配多样化的实验需求, 设计两种参数配置不同的

LoMTrack变体 (LoMTrack-256和 LoMTrack-384).
LoMTrack主要由编码器和解码器两个组件构成: 编
码器采用 HiViT-Base架构, 配置 20层. 解码器包含

4层, 隐藏维度为 256, 注意力头数为 8, TR2-MoE的

隐藏维度为 512. 训练遵循主流跟踪器的通用范式,
使用四个数据集:COCO[35]

、LaSOT[32]
、TrackingNet[34]

和 GOT-10k[11]. 并采用亮度扰动与水平翻转等标准

数据增强策略. 使用 AdamW优化器训练 LoMTrack,
矩阵 的学习率设为 , 是矩阵 所分配学习

率 的 四 倍 ,  其 余 参 数 的 学 习 率 为

, 权 重 衰 减 系 数 为 . 上 述 配 置 与

OSTrack[1] 保持一致. LoMTrack总计训练 150个周

期, 每周期使用 6万对图像, 学习率在第 120周期后

执行衰减. 在 GOT-10k[11] 基准上, 训练总周期数降

至 100, 学习率衰减于第 80周期执行. 

3.1.1    训练

在 COCO[35]
、LaSOT[32]

、TrackingNet[34] 和 GOT-

256× 256

128× 128

384× 384 192× 192

10K[11] 数据集上进行训练 . 对于 LoMTrack-256变
体 , 搜索区域大小设为 , 模板大小设为

. 每个训练周期包含 15,000个样本, 批次

大小为 8, 共训练 150个周期. 对于 LoMTrack-384,
搜索区域设为 , 模板大小设为 .
每个周期同样包含 15,000个样本, 但批次大小降至

2, 训练周期数保持 150.

256× 256

384× 384

192× 192

当仅在 GOT-10K[11] 数据集上训练时, 搜索区域

和模板大小均设为 . 在此配置下, 每个周

期包含 7,500个样本, 批次大小为 4, 共训练 100个
周期. 对于 LoMTrack-384, 搜索区域设为 ,
模板大小设为 . 每个周期仍为 7,500个样

本, 批次大小设为 2, 训练周期数同为 100. 

3.1.2    推理

为了清晰展示 LoMTrack的效率, 表 1对不同

方法性能指标进行比较. 与同样具备相同输入规模

的 基 线 模 型 SeqTrack-B256[6]  相 比 ,  所 提 出 的

LoMTrack-256在保持相当参数量的同时, 显著降低

了计算复杂度. 此外, 随着输入规模的增大, LoMTrack-
384仍能保持 30.4FPS的实时推理速度 , 相较于

SeqTrack-B384的 19FPS展现出明显优势——这突

显了本文方法在计算效率和实用性方面的提升.
 
 

表 1     不同跟踪器推理对比结果

跟踪器 速度 参数量 乘加运算次数 设备

TATrack-B[36] 14.1 112.8 45.1 V100

ARTrack256[37] 13.5 181.0 172.1 V100

SeqTrack-B256[6] 48 89 66 4090D

SeqTrack-B384[6] 19 89 148 4090D

LoMTrack-256 31.9 91.9 32.7 4090D

LoMTrack-384 30.4 91.9 73.6 4090D
  

3.1.3    损失曲线

四种训练配置下的损失曲线如图 5所示, 分别

为: (a) LoMTrack-256在 COCO、LaSOT、TrackingNet
和 GOT-10K四个数据集上联合训练的损失曲线. (b)
LoMTrack-256仅在 GOT-10K上训练的损失曲线 .
(c) LoMTrack-384在四个数据集上联合训练的损失

曲线. (d) LoMTrack-384仅在 GOT-10K上训练的损

失曲线. 四组损失曲线均呈现清晰的收敛态势, 随着

训练推进, 损失整体呈稳定下降趋势. 在各自放大的

关键训练区间内, 曲线未出现明显反弹或振荡, 表明

LoMTrack-256和 LoMTrack-384在不同训练配置下

均能有效收敛, 且收敛后仍具备可靠的泛化能力. 综
上所述, 两个模型最终均达成良好的拟合状态, 充分

验证训练过程的稳定性与有效性.
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图 5   训练损失曲线
  

3.2    结果与对比

为进一步验证所提 LoMTrack的优越性, 本节

将其与七个主流基准数据集上的现有 SOTA跟踪方

法展开全面对比. 在训练阶段, 模型采用 COCO[35]
、

LaSOT[32]
、TrackingNet[34] 和 GOT-10k[11] 四个数据集

联合训练; 在测试阶段, 则覆盖 UAV123[31]、LaSOT、
GOT-10k、 LaSOText、 TNL2K[31]

、 OTB100[13]  和

TrackingNet共七个基准 . 其中 ,  UAV123、TNL2K、

∗

LaSOText、OTB100等数据集完全未参与训练, 可严

格检验模型的跨域迁移泛化能力. 在 GOT-10K上添

加符号 表示相应方法仅使用 GOT-10K训练集进行

训练. 最优结果以粗体突出显示, 次优结果以下划线

标示. 

3.2.1    LaSOT
LaSOT[32] 是专注于单目标长时跟踪任务的高质

量基准数据集, 包含 1 120个训练序列与 280个测试

序列两部分. 其测试序列平均长度逾 2 500帧, 且广

泛涉及目标消失、外观剧烈变化等挑战, 是评估长时

间跟踪鲁棒性的核心基准. 不同跟踪器在此数据集

上的对比结果见表 2, LoMTrack在与当前先进的跟

踪器比较中展现出具有竞争力的性能. LoMTrack-
384以 72.6% 的 AUC分数领先于其他前沿跟踪器,
其优异性能得益于本文所采用的微调方案——在冻

结主干网络原始权重的前提下, 仅利用 LoRA模块

进行高效优化. 该策略有效避免了基础知识的遗忘,
确保了跟踪器的稳健性能. 

3.2.2    LaSOText

Norm

LaSOText[12] 作为 LaSOT的扩展数据集 , 涵盖

150个新增视频序列. 这些序列纳入遮挡、快速移动

小物体等挑战性跟踪场景, 进一步丰富长时跟踪任

务的评估维度. 不同跟踪器在此数据集上的对比结

果见表 2, LoMTrack-384和 LoMTrack-256在 AUC、
P 和 P指标上表现尤为突出, 均领先于其它先进

跟踪器, 这充分证明了 LoMTrack在面对复杂视觉

干扰时仍能保持高度鲁棒性与跟踪准确性, 展现出

优异的场景适应能力与泛化性能. 

3.2.3    TrackingNet
TrackingNet[34] 是一款面向单目标跟踪任务的大

规模基准数据集, 包含 511个视频样本, 涵盖丰富的

物体类别与多样化场景. 值得强调的是, 其测试序列

在长度分布上具有显著的长时特性——部分序列持

续时间超过 4 000帧, 且频繁出现目标消失、运动模

糊、光照剧变和尺度大幅变化等复合挑战, 对跟踪器

的长期稳定性和重检测能力提出了严苛要求. 不同

跟踪器在此数据集上的对比结果见表 2所示 ,
LoMTrack-384与 LoMTrack-256在该数据集上取得

了优良的性能, 其 AUC指标超越多种先进跟踪器.
这一领先优势再一次验证了 LoMTrack所采用的

TR2-MoE架构的有效性, 不同的专用网络能够自适

应地处理相应场景, 从而显著提升其在复杂环境下

的判别能力与鲁棒性. 

3.2.4    GOT-10K
GOT-10K[11] 作为大规模单目标跟踪数据集, 包
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含超 10,000个视频序列, 其基准测试制定了独特协

议: 跟踪器仅允许使用训练集进行训练, 且训练集与

测试集的目标类别不存在重叠. 本文严格遵循这一

协议训练框架, 并将结果提交至官方评估服务器完

成性能评估. 不同跟踪器在此数据集上的对比结果

见表 2,  LoMTrack-384和 LoMTrack-256在关键指

标 AO上均取得了优于当前流行算法的成绩, 展现

出显著的性能优势. 这一成果有力验证了所提框架

在面对未知类别物体时的强大跟踪能力. 

3.2.5    UAV123
UAV123[31] 是面向无人机视角单目标跟踪任务

的专用基准数据集, 涵盖 123个视频样本. 该数据集

聚焦低空航拍场景, 包含目标尺度多变、背景复杂等

无人机跟踪特有的挑战. 不同跟踪器在此数据集上

的对比结果见表 3, LoMTrack在此基准上达到了当

前最先进的性能水平, 充分验证了 LoMTrack在应

对航拍视角复杂条件与小目标跟踪任务时的高效性

与强鲁棒性. 

3.2.6    TNL2K
TNL2K[33] 是专门面向单目标跟踪任务的测试

基准数据集, 包含 700个视频样本. 不同跟踪器在此

数据集上的对比结果见表 3, LoMTrack在此基准上

达到最优性能, 这主要归因于 TR2-MoE的稀疏激活

与路由正则化设计, 使 LoMTrack在未知类别与新

颖场景下仍能维持稳定的泛化能力. 

3.2.7    OTB100

Norm

OTB100[13] 是单目标跟踪领域极具影响力的经

典基准数据集, 包含 100个视频序列. 该数据集系统

覆盖了光照突变、尺度缩放、运动模糊等多种典型跟

踪挑战场景. 不同跟踪器在此数据集上的对比结果

见表 4, LoMTrack以 70.8% 的 AUC得分位居第一,
同时其在 P 与 P指标上亦实现双重领先. 该优

异表现得益于 LoRA以低秩适配保留主干通用特征,
TR2-MoE由专家分工实现场景差异化适配. 二者配

 

表 2     四种不同数据集的对比结果

方法 来源
LaSOT LaSOText TrackingNet ∗GOT-10K

AUC NormP P AUC NormP P AUC NormP P AO 0.5SR 0.75SR

MixFormer-22k[38] CVPR22 69.2 78.7 74.7 − − − 83.1 88.1 81.6 70.7 80 67.8

OSTrack-256[1] ECCV22 69.1 78.7 75.2 47.4 57.3 53.3 83.1 87.8 82 71 80.4 68.2

ROMTrack-256[39] ICCV23 69.3 78.8 75.6 48.9 59.3 55 83.6 88.4 82.7 72.9 82.9 70.2

SeqTrack-B256[6] CVPR23 69.9 79.7 76.3 49.5 60.8 56.3 83.3 88.3 82.2 74.7 84.7 71.8

EVPTrack-224[40] AAAI24 70.4 80.9 77.2 48.7 59.5 55.1 83.5 88.3 − 73.3 83.6 70.7

DiffusionTrack-B256[41] CVPR24 70.8 79.8 76.7 − − − 83.8 88.2 82.1 74.8 85.4 72.0

MPIT[42] TCSVT25 69.4 78.4 − − − − − − − 73.3 82.7 68.2

SeqTrack-B256-MPT[43] ICML25 70.1 80.4 76.7 50.8 62.4 58.0 83.6 88.8 82.6 − − −
MFDSTrack-OS[44] TCSVT25 70.5 79.8 76.3 48.6 58.1 54.2 83.8 88.4 82.7 73.6 82.7 70.5

TBIMT-256[45] KBS25 70.5 80.2 76.8 48.0 57.9 53.5 83.6 88.3 82.6 74.4 84.5 71.7

RIDTrack[46] KBS25 69.7 79.4 75.0 49.5 60.3 56.1 84.4 89.1 83.5 74.8 85.0 72.1

LoMTrack-256 Ours 71.2 81.5 78.3 51.8 63.1 59.3 84.2 88.9 83.6 75.7 85.8 73.3

一些分辨率更高的追踪器

OSTrack-384[1] ECCV22 71.1 81.1 77.6 50.5 61.3 57.6 83.9 88.5 83.2 73.7 83.2 70.8

ROMTrack-384[39] ICCV23 71.4 81.4 78.2 51.3 62.4 58.6 84.1 89 83.7 74.2 84.3 72.4

SeqTrack-B384[6] CVPR23 71.5 81.1 77.8 50.5 61.6 57.5 83.9 88.8 83.6 74.5 84.3 71.4

OneTracker-384[47] CVPR24 70.5 79.9 76.5 − − − 83.7 88.4 82.7 − − −
STCFormer[48] AAAI24 71.5 81.5 78.0 52.0 63.0 59.6 − − − 74.3 84.2 72.6

TBTrack[49] TCSVT24 72.5 81.9 77.9 52.6 63.9 60.3 84.0 88.3 82.9 75.9 85.8 74.4

MGTrack-Small[50] TCSVT25 70.2 79.5 76.5 49.6 60.4 56.7 83.6 88.3 82.5 74.7 84.6 72.3

OSTrack-B384-MPT[43] ICML25 70.7 80.5 79.2 52.8 64.0 60.7 84.6 89.1 83.8 − − −
MGTrack-Base[50] TCSVT25 71.3 81.0 77.6 50.2 61.1 58.2 84.7 89.7 84.6 76.2 85.4 73.6

TBIMT-384[45] KBS25 71.8 83.1 78.9 52.5 63.5 60.1 84.2 89.1 83.9 75.3 85.7 72.9

LoMTrack-384 Ours 72.6 82.9 80.5 53.8 65.4 61.9 84.7 89.4 84.4 77.4 87.0 75.8

 

表 3     在 UAV123[31] 和 TNL2K[33] 数据集的对比结果

数据集 SiamFC ECO SiamRPN++ TransT OSTrack SeqTrack ARTrack F-BDMTrack EVPTrack AQATrack TemTrack LoMTrack

UAV123 46.8 53.5 61 69.1 68.3 69.2 67.7 69 70.2 70.7 70.8 70.8

TNL2K 29.5 32.6 41.3 50.7 54.3 54.9 57.5 56.4 57.5 57.8 58.8 59.7
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合使得专家精准适配又避过拟合, 从机制层面支撑

LoMTrack在 OTB100指标领先.
  

表 4     OTB100 数据集算法对比

# Tracker AUC NormP P

1 DiMP 68.4 84.2 89.4

2 STARK 68.1 84.2 88.7

3 ToMP 70.0 85.9 90.8

4 OSTrack 69.4 84.2 91.0

5 SuperDiMP 70.1 85.1 90.8

6 GRM-L30 66.2 79.7 86.8

7 LiteTrack-B9 67.7 81.5 88.2

8 LoMTrack 70.8 86.9 92.5
  

3.3    消融实验

为了展示所提方法的有效性, 本节从专家数量

以及 top-k, 负载均衡机制, LoRA应用范围, 不同模

块冻结等多个方面进行消融实验. 

3.3.1    专家数量以及 top-k
为确定 TR²-MoE中专家数量与激活专家数的

最优配置, 本文在精度与推理速度之间进行权衡实

验. 在 TR2-MoE中, 专家数量与激活专家数量是影

响检测精度和推理速度的关键设计参数: 为在二者

之间寻求更具实用价值的平衡, 本文将测试范围限

定为最多 4个专家和最多激活 2个专家, 并系统测

试多种参数组合下的精度表现. 具体实验结果见表

5, 随着专家数量与激活专家数量的增加, 检测精度

呈现逐步上升的趋势, 但这一过程也会伴随推理速

度的下降, 这体现精度与速度的权衡特性, 而本文所

限定的测试范围, 正是为了在精度提升的边际效益

与速度损耗之间, 锁定更具实用价值的参数区间.
  

表 5     专家数量与 top-k 数量分析

# 专家 top-k AO 0.5SR 0.75SR

1 2 1 74.2 84.2 72.6

2 4 1 74.7 84.5 73.1

3 4 2 75.7 85.8 73.3
  

3.3.2    解码器交替结构

为验证解码器中 DSSMamba与交叉注意力非

对称设计的必要性, 本文在 LaSOT上对比五种层数

组合 . 不同 DSSMamba与交叉注意力层数组合在

LaSOT上的消融结果如表 6所示. 全 DSSMamba方
案 AUC仅 70.1%, 说明纯状态空间建模缺乏充分的

模板-搜索交互, 定位精度受限. 全交叉注意力方案

精度最低, 表明全局注意力在长序列上存在注意力

弥散的问题, 损害长程建模能力. 随着 DSSMamba
层数减少, 性能先升后降, 在两层 DSSMamba与两

层交叉注意力时 AUC达到最优的 71.2%, 同时保持

31.9 FPS的推理速度. 这表明浅层 DSSMamba以线

性复杂度高效聚合全局上下文, 深层交叉注意力专

注于精确匹配, 二者分工协作, 在长程建模能力与计

算效率之间取得了最佳平衡.
 
 

表 6     解码器交替结构的消融实验

DSSMamba 交叉注意力 AUC NormP P FPS

4 0 70.1 80.2 76.9 25.7

3 1 70.7 80.9 77.7 29.6

2 2 71.2 81.5 78.3 31.9

1 3 70.3 80.4 77.2 33.9

0 4 69.9 80.3 76.9 36.2
  

3.3.3    验证三重正则化机制

为验证 TR2-MoE中三重正则化机制的各自贡

献, 本文在 GOT-10k数据集上进行消融实验, 结果

见表 7. 完整配置取得 75.7% 的 AO, 三项指标均为

最优. 移除路由扰动后, AO降至 74.0%, 表明路由扰

动有助于增强门控泛化性、避免对单一专家组合的

过度依赖. 移除隐空间正则化后, AO下降至 73.7%,
验证了隐层正则化对抑制专家间过度共适应的关键

作用. 移除负载均衡损失后, AO降至 73.9%, 说明均

衡的专家利用率对维持训练稳定性不可或缺. 上述

结果表明, 三种正则化机制分别从路由泛化、专家独

立性与负载均衡性三个维度互补协同, 共同保障了

TR2-MoE的动态路由能力.
 
 

表 7     TR2-MoE 模块中正则化机制的消融实验

路由扰动 隐空间正则化 负载均衡 AO 0.5SR 0.75SR

√ √ √ 75.7 85.8 73.3

× √ √ 74.0 84.3 71.9

√ × √ 73.7 84.3 72.2

√ √ × 73.9 84.1 72.1
  

3.4    可视化与定性分析
 

3.4.1    不同属性场景下的 AUC 性能评估

本节对不同场景属性下的跟踪性能进行细致评

估, 进一步结果如图 6所示. 该雷达图直观呈现了

LoMTrack与当前主流先进跟踪器在该数据集各属

性场景下的 AUC性能对比 . 在相机运动、光照波

动、目标形变、低分辨率、运动模糊、目标暂离视野、

快速运动等多类高挑战场景中, LoMTrack均展现出

显著优势, 其性能明显优于其它对比算法. LoMTrack
在多项挑战性场景中的卓越性能, 不仅体现了其对

复杂动态环境的理解能力, 更彰显在真实多变场景

中保持稳定跟踪的强适应性与鲁棒性.
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图 6   LaSOT[32] 数据集上不同属性的 AUC 评分
 
 

3.4.2    LaSOT 数据集可视化展示

在 LaSOT长时目标跟踪各类典型挑战场景的

对比结果如图 7所示, LoMTrack展现出了相较其它

算法的全面优越性. 无论面对相似外观带来的干扰、

复杂背景造成的杂乱影响、目标形态的动态形变, 还
是各类额外元素的干扰, LoMTrack的跟踪框都能始

终精准且稳定地贴合目标主体, 既能适配目标的状

态变化, 也能有效抵御外界干扰因素的影响. 而其它

算法在这些场景下, 常出现框位偏移、目标包裹不完

整或是受干扰发生漂移的情况.
  

Ground Truth OSTrack MixFormer-22k
SeqTrack LoMTrack

图 7   LaSOT[32] 测试集可视化对比结果
  

4    结　论

针对视觉目标跟踪任务中模型微调参数量大、

易发生灾难性遗忘及场景适应性弱等挑战, 本文提

出一种高效跟踪框架 LoMTrack. 在编码器端, 采用

LoRA进行低秩自适应, 在冻结预训练权重、保留通

用视觉知识的同时, 将可训练参数量降低数个数量

级, 有效规避灾难性遗忘. 在解码器端, 设计了 TR2-
MoE机制, 通过路由阶段的随机正则化、专家内部

的结构化约束以及负载均衡的自适应归一化, 实现

场景自适应的专家稀疏激活与稳定协作, 显著增强

模型在多样化跟踪挑战下的泛化稳健性与训练鲁棒

性. 在多个基准数据集上的广泛实验表明, LoMTrack
不仅在性能上超越多种先进方法, 更从实验上验证

了其在抗遗忘能力与场景泛化性方面的综合优势,
证明了所提方案的有效性与先进性.
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