
 

医生专长和患者偏好双驱动的个性化在线择医决策模型

廖虎昌，陈　瑞，吴性丽†

(四川大学 商学院，四川 成都 610064)

摘　要: 在线问诊平台的海量医患信息导致患者择医决策时难以高效决策. 医生推荐研究多基于单一平台医患交

互数据, 不仅存在冷启动问题, 而且未充分考虑患者个性化偏好. 为此, 提出医生专长和患者偏好双驱动的个性化

择医决策模型. 首先, 通过对多平台患者评论文本挖掘, 构建患者择医决策指标体系; 其次, 运用词嵌入算法和余

弦相似度处理患者咨询文本, 获得基于患者病情相似性的备选医生初始集; 随后, 通过 LDA主题模型和加权

Jaccard相似系数分析医生专长信息和相似患者文本, 获得基于医生专长和患者病情相似性的备选医生扩展集,

从而缓解冷启动问题; 最后, 从评论文本中提取患者群体偏好与个体偏好, 构建基于偏好分解的择医决策模型, 揭

示影响患者择医的关键属性及其间的补偿关系, 实现个性化医生选择. 基于四个在线问诊平台的实例研究验证了

所提方法的有效性.
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collaborative decision-making model
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Abstract: Online  consultation  platforms  contain  vast  amounts  of  doctor-patient  information,  making  it  difficult  for
patients  to  make  efficient  decisions  when  selecting  a  doctor.  Existing  research  on  doctor  recommendations  were
primarily  based  on  interaction  data  from  a  single  platform,  which  often  faces  the  cold-start  problems  and  fails  to
adequately  consider  patients'  personalized preferences.  The study presents  a  collaborative  decision-making model  for
doctor selection that integrates both doctor expertise and patient preferences. First, by analyzing patient reviews across
multiple platforms, an indicator system for patient decision-making is developed. Second, initial candidate doctors are
identified  based  on  the  similarity  of  patients’  illnesses  by  processing  consultation  texts  using  word  embedding
algorithms and cosine similarity.  Subsequently,  the  LDA topic  model  and weighted Jaccard similarity  coefficient  are
used to analyze doctor expertise information and similar patient texts, expanding the pool of candidate doctors based on
both  doctor  expertise  and  patient  illness  similarity,  thereby  resolving  the  cold-start  problem.  Finally,  a  preference
disaggregation-based doctor selection decision model is constructed, extracting both group and individual preferences
from  review  texts  to  identify  key  attributes  influencing  patient  choice  and  compensatory  relationships  among  them,
thereby  enabling  personalized  doctor  recommendations.  An  empirical  study  on  four  online  consultation  platforms
confirms the effectiveness of the proposed method.
Keywords: online doctor recommendation；doctor expertise；Patient preference；Preference disaggregation；User-
generated content

 

0    引　言

在线问诊平台汇集了不同医院及科室的专业医

生资源, 提供问诊记录、健康科普文章与患者评价等

海量多源异构信息, 为患者提供了新的就医方式. 面
对海量的医患信息, 如何获取患者的需求与偏好并

为其精准推荐医生, 从而提升在线问诊效率与就医
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满意度, 已成为在线医疗服务平台亟待解决的关键

问题.
医生推荐方法主要包括基于传统推荐算法的医

生推荐模型、基于机器学习的推荐模型和基于多属

性决策的推荐模型. 基于传统推荐算法的医生推荐

模型主要包括基于内容、协同过滤及混合推荐方法.
其中, 基于内容的方法多利用Word2vec等技术计算

咨询文本相似度, 从而形成基于相似患者或相似医

生的推荐集合
[1]. 为提升推荐效果, 部分研究通过挖

掘医患交互文本 (如咨询内容与医生回复)[2] 或融合

多类用户行为数据
[3]
构建协同过滤推荐模型. 此外,

也有学者尝试融合多种算法实现混合推荐, 例如, 叶
佳鑫等

[4]
结合患者咨询文本与其决策机理进行医生

推荐, Pan等[5]
则基于患者浏览行为与医生服务资源

容量构建动态排名优化模型. 针对基于机器学习的

医生推荐模型面临的医患交互数据稀缺的挑战, 部
分学者通过迁移学习

[6]
或神经网络

[7]
等方法从语义

上缓解数据稀缺问题. 针对在线问诊平台中医患交

互数据稀疏的问题, Yuan与 Deng[8] 引入知识图谱构

建医患关联; Zhang和 Li[9] 提出融合推荐系统与知

识图谱嵌入的联合学习模型. 在此基础上, Qian等[10]

通过融入患者决策偏好进一步提升了推荐效率. 尽
管基于机器学习的推荐模型能够弥补数据稀缺问题,
但其依赖于大规模医患数据, 且“黑箱”式推荐结果

难以获取患者信任. 基于多属性决策的医生推荐模

型借助 TOPSIS[11]、DNMA[12]
等多属性决策方法综

合量化医生各方面属性, 并结合患者偏好信息构建

择医决策模型.
患者择医行为受到医生个人特质、能力和在线

声誉等因素以及患者病情特征和就医偏好等的综合

影响. 研究发现, 咨询量
[13]
、医生首次会诊的响应时

间
[14]

和职称
[15]

等是影响患者择医的重要因素. 有学

者从患者评论中挖掘偏好信息发现
[16, 17], 技术、诊断

及时性和医术医德等是影响患者择医的偏好属性.
也有学者

[18-20]
从跨平台视角研究在线问诊, 但这些

研究集中于医生行为跨平台影响或平台间引流策略,
尚未融合患者的评论进行择医属性挖掘. 学者发现,
患者择医存在对不同属性进行优先级排序和权重分

配的复杂权衡现象 , 最终影响其择医决策 . 例如 ,
Sun等[21]

以好大夫 15个主要医疗科室为例, 揭示了

高隐私疾病患者在择医过程中表现出的显著属性权

衡机制, 即削弱对电子口碑的信任而倾向于选择高

质量平台和专业医生; Zhou等[22]
将医生态度等十个

核心服务属性划分为认知、行为与匹配三类不确定

性, 发现患者择医决策时优先依赖响应等“认知类”

属性而弱化对专业技能等“行为类”属性的考量;
Wu等[23]

引入模糊测度和 Choquet积分模型刻画属

性间的交互关系, 发现“价格”与“周好评率”呈现互

补关系, “评论数”与“周好评率”存在冗余效应.
尽管现有医生推荐方法在提升推荐效率和医患

匹配准确性方面取得一定进展, 但在应对数据稀疏、

冷启动及个性化推荐时仍面临挑战. (1) 现有研究多

依赖历史医患交互数据构建相似患者与医生的推荐

集合, 忽视了医生专长信息的作用, 致使缺乏历史记

录的新医生或冷门医生即使专长匹配也难以获得推

荐, 引发冷启动问题. (2) 现有医生推荐研究主要基

于患者评论挖掘同类型患者的群体偏好, 尚未考虑

个体偏好和不同风险承受能力对患者择医决策的影

响. (3) 现有研究通过调节效应模型或建模等方法探

讨属性间相互作用对患者择医决策的影响, 忽略了

患者不同的风险偏好, 且缺乏属性间的补偿效应分

析, 未能揭示属性间如何通过补偿机制影响患者决

策. (4) 学者们大多基于单一平台数据进行患者偏好

分析, 较少从跨平台评论中挖掘患者的群体偏好, 难
以提供全面的择医行为决策分析. 因此, 有必要整合

多个在线问诊平台, 融合定量属性和方面属性构建

患者择医决策指标体系, 并构建统一的偏好分解模

型以识别患者择医关键决策因素并揭示属性间补偿

效应, 为患者复杂的择医行为提供决策支持.
为解决上述问题, 结合患者客观病情特征和主

观择医偏好, 提出医生专长和患者偏好双驱动的个

性化择医决策模型. 首先, 通过跨平台患者评论文本

挖掘和方面级情感分析, 量化患者群体偏好并构建

患者择医决策指标体系. 其次, 基于患者咨询文本的

语义向量化表示与相似度匹配获得基于患者病情相

似性的备选医生初始集, 并引入医生专长信息获得

基于医生专长和患者病情相似性的备选医生扩展集,
缓解冷启动问题. 进一步地, 通过补偿型价值函数建

模患者群体共性偏好, 结合基于个体排序的偏好分

解模型捕捉个体差异化需求, 构建融合群体与个体

偏好的可解释择医决策模型. 基于四个在线医疗平

台真实数据的实验表明, 该方法在缓解医生冷启动

问题的同时, 能有效满足患者个性化需求并提供可

解释的推荐结果. 

1    决策模型

当目标患者产生线上就诊需求时, 其择医过程

通常包括信息检索、医生列表浏览、信息对比和决策

等环节. 在线问诊平台一般根据综合热度为患者提

供所在科室医生推荐列表, 患者会关注平台推荐的

多个医生的职称等属性信息并参考其他患者的就诊
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评论信息进行对比和筛选. 在这一过程中, 患者面临

多属性权衡的复杂决策, 而现有推荐机制仅依赖热

度排序, 未能有效结合患者病情与个体偏好, 导致决

策环节缺乏个性化支持.
在线评论信息反映了同类型患者关注的属性及

其情感倾向, 为目标患者的决策提供了重要参考. 然
而, 不同在线问诊平台的评价机制和内容存在差异,
单一平台的评论文本难以全面反映同类型患者关注

的就医属性. 因此, 有必要挖掘跨平台患者评论文本,
通过主题聚类识别同类型患者关注的核心就医属性,
并利用情感分析量化患者群体属性偏好, 进一步结

合平台定量属性构建更全面的患者择医决策指标体

系. 在线问诊平台的医患信息体量大且属性多元, 这
使得患者难以筛选出与自身病情高度匹配的医生.
此外, 由于患者病情特征和需求与同类型患者存在

差异, 其择医风险偏好和服务期望等方面存在个体

差异. 因此, 如何整合多源信息, 构建能够融合患者

病情特征和偏好以及医生专长的择医决策模型以辅

助患者决策成为亟待研究的问题.
为此, 提出医生专长和患者偏好双驱动的个性

化择医决策模型. 模型框架如图 1所示. 该模型主要

由三部分组成:
1) 基于患者咨询文本实现医生预筛选. 通过词

B

嵌入算法将原始医生集合的患者咨询文本向量化,
使用余弦相似度计算咨询文本间相似度, 为目标患

者匹配相似病情患者问诊过的医生, 得到备选医生

初始集 .

B

2) 基于医生专长优化和扩展医生推荐集合. 通
过潜在狄利克雷分配 (Latent  Dirichlet  Allocation,
LDA)主题模型挖掘医生专长信息中的潜在疾病主

题 , 并将医生划分为不同的疾病群组 . 利用加权

Jaccard相似系数计算同一疾病群组内医生专长间相

似度, 并融合相似患者的咨询文本特征和医生专长

相似度得到基于病情特征的备选医生扩展集 .

R

3) 基于患者群体偏好和个体偏好的医生推荐.
基于补偿型价值函数构建群体偏好模型, 获取基于

群体偏好的属性独立权重和属性间补偿系数; 通过

直接排序法获取目标患者的个体偏好, 构建优化模

型求解属性独立权重和属性间补偿系数; 融合患者

群体偏好和个体偏好计算医生最终表现得分, 为患

者提供综合病情匹配、医生专长相似度和患者偏好

的医生推荐集 .
决策模型用到的主要符号见表 1.

 

1.1    基于病情相似性的备选医生初始集

患者咨询文本包含病情描述和就诊经历等多方
 

医生原始集合

基于咨询文本获
取备选医生初始集

O = {a ,a ,...,a }1 1 m

基于病情相似性的备选医生初始集

评论数据
客观属性

情感分析
主题提取

计算患者咨
询文本相似度

备选医生初始集

c1
c2

...

cn

a1

a2

am

...
...

...

...

...

.........

g (a )1 1

g (a )1 2

g (a )1 m

g (a )2 1

g (a )2 2

g (a )2 m

g (a )n 1

g (a )n 2

g (a )n m

A

基于医生专长获
取备选医生扩展集

考虑医生专长的备选医生扩展集

备选医生扩展集 医生专长相似度

基于补偿价值函
数的群体偏好模型

基于个体排序
的个体偏好模型

构建基于患者偏
好的择医决策模型

整合患者群体
偏好和个体偏好

构建择医决策模型
实现个性化医生推荐

最终医生推荐集 R

考虑患者偏好的择医决策模型

患者偏好

独
立
权
重

补
偿
系
数

c vscj v

c vsc1 2

c vsc1 3

c vsc16 17

C jv

C12

C13

C1617

... ... ...

C′jv

C′12

C′13

C′1617

c j

c1

c2

cn

w j

w1

w2

wn

′w j

′w1

′w2

′wn

... ... ...

a1

a2

...

am2

 c1

...

g (a )1 1

g (a )1 2

g (a )1 m2

...

g (a )2 1

g (a )2 2

g (a )2 m2

 c2

...

cn

...

...

...

...

...

g (a )n 1

g (a )n 2

g (a )n m2

 c1  c2 cn...
x1  x2

xn... x j

 p w j

 p w 1

 p w 2

 p w n

 p w j

 p w j

 p w j ...

图 1    医生专长和患者偏好双驱动的择医决策模型框架图
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tih

dih

d dih

αi |d| |dih|
n

A

面信息, 其中病情描述反映了患者的疾病特征. 患有

相似疾病的患者往往具有相近的诊疗需求, 其历史

择医决策可为目标患者提供参考. 基于此, 从历史患

者咨询文本 中筛选出病情特征文本, 经过分词和

停用词等数据预处理后 ,使用连续词袋模型

(Continuous Bag-of Word, CBOW)模型进行患者咨

句向量表达 . 为衡量患者的病情相似性, 将患者

咨询文本相似度计算转化为向量空间中的相似度评

估. 余弦相似度因其对向量方向的敏感性而被广泛

用于语义文本的相似度计算
[24]. 运用式 (1)计算目标

患者咨询文本向量 与历史咨询文本向量 的余弦

相似度 , 取值范围为 [0,1], 其中,  和 分别表

示向量的大小. 将相似度前 的历史患者对应的就诊

医生作为目标患者的初始决策范围, 得到医生候选

集 . 该集合融合了相似病情患者的择医经验, 为医

生选择提供了基础决策范围.

αi = cos(d,dih) =
d× dih

|d| · |dih|
. (1)

t11

d = (−0.183,

0.545, 0.030, 0.037, . . . ,−0.324) d11 = (−0.261,

0.703,−0.129,−0.031, . . . ,−0.370)

举例说明病情相似度的计算过程. 假设目标患

者的咨询文本为“情绪低落不开心, 容易疲劳, 学习

效率不高”. 某历史患者的咨询文本 为“情绪低

落, 爱发脾气, 注意力不集中, 不爱上学, 失眠”. 将两

条咨询文本进行分词和停用词过滤, 利用 CBOW模

型训练词向量, 并对目标患者和历史患者咨询文本

中词向量取平均得到句向量, 分别为

和

. 运用式 (1)计

算两条咨询文本的余弦相似度为 0.974, 表明目标患

者的病情与该历史患者病情相似度较高. 

1.2    考虑医生专长的备选医生扩展集

A

基于患者咨询文本数据获取备选医生初始集

时, 该集合考虑相似病情患者的就诊医生, 能够反

映同类型患者的择医经验, 但其推荐范围仅局限于

有历史交互记录的医生. 面对缺乏医患交互数据的

新医生和冷门医生, 其无法进入初始推荐集, 是问诊

平台面临的冷启动问题. 为缓解新医生和冷门医生

的冷启动问题, 本节引入医生专长特征以扩展备选

医生的推荐范围.
ai

Di = (bi1, bi2, . . . , biq)

biq = 1 q

医生专长指医生擅长诊疗的疾病. 医生 的专

业知识可用向量 表示 , 其中

代表医生擅长疾病 , 反之则为 0. 由于平台

数据的局限性, 该专长向量存在两方面问题: 一是部

分疾病维度的信息缺失, 二是即使信息完整, 向量维

度高且整体稀疏, 难以直接用于相似度计算.

q

p(q)

p(q) θ

biq = 1

针对信息缺失问题, 采用频率统计方法对缺失

值进行补充. 对于疾病 , 统计其在全体医生中专长

信息出现的频率, 并计算概率 , 如式 (2)所示. 若
高于预设阈值 , 则认为该疾病在医生群体中具

有普遍性; 对于在该疾病维度上专长信息缺失的医

生, 将其补全为 1, 即令 . 通过此方法, 可以在

一定程度上恢复因信息录入不全而缺失的常见专长

标记.

p(q) =

m∑
i=1

biq

m
. (2)

针对医生专长信息高维和稀疏问题. 采用 LDA
主题模型对医生专长文本进行语义聚类. LDA 能够

从医生专长数据中识别出潜在的疾病主题, 并将每

位医生归属于若干疾病主题分布. 通过将擅长诊治

同一大类疾病的医生划分至相同主题簇, 可有效降

 

表 1     主要符号说明

符号 定义

O = {a1, a2, . . . , am} ai i

i ∈ {1, 2, ...,m}
所在科室医生原始集合, 其中,  表示第 位医

生, 

A
m1

基于患者病情相似度的备选医生初始集, 假设

医生有 位

B
m2

基于医生专长向量的备选医生扩展集, 假设医

生有 位

R 最终的医生推荐集

C = {c1, c2, . . . , cn} cj j
j ∈ {1, 2, ..., n}
决策属性集合, 其中,  表示第 个属性,

W = {w1, w2, ..., wn}T
wj

j wj ⩾ 0
n∑

j=1

wj = 1

群体偏好下的属性权重集, 其中,  表示第

个属性的权重,  且

W ′ = {w′
1, w

′
2, . . . , w

′
n}

T
w′

j

j w′
j ⩾ 0

n∑
j=1

w′
j = 1

个体偏好下的属性权重集, 其中,  表示第

个属性的权重,  且

ti = {t1, t2, . . . , til} ai tih
ai h

医生 的所有评论文本, 其中,  表示医生

的第 条评论文本

Di = (bi1, bi2, . . . , biq)
ai biq

ai q biq ∈ {0, 1}
医生 的专长信息向量表达, 其中,  表示医

生 专长的第 个疾病, 

d 目标患者咨询文本句向量

dih ai h医生 的第 位患者咨询文本句向量

P (i) ai

P (i) = {q|biq = 1}
医生 擅长的疾病类别集合,

cj(ai) ai j ∀i, j医生 第 个属性的属性值, 

gj(ai) ai j ∀i, j医生 第 个属性的边际值, 

Cjv
j v

∀j, v ∈ {1, 2, ..., n}, j < v

基于群体偏好的第 和第 个属性间的补偿系

数, 

C ′
jv

j v

∀j, v ∈ {1, 2, ..., n}, j < v

基于个体排序的第 和第 个属性间的补偿系

数, 

V (ai)
ai

∀i
基于群体偏好估算的医生 的综合表现得分,
 

V (ai)
′ ai

∀i
基于个体偏好估算的医生 的综合表现得分,
 

K(ai)
ai

∀i
基于群体偏好和个体偏好估算的医生 的最

终表现得分, 
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低后续寻找相似医生的计算成本, 提高医生专长匹

配的效率.

q

p(q) ≈ 1

p(q) ≈ 0

为量化不同疾病专长在医生专长相似度计算中

的贡献程度, 引入疾病专长的信息熵. 信息熵是衡量

事件信息价值的指标, 能够有效度量疾病专长在医

生群体中分布的不确定性. 若疾病专长 在医生群体

专长中出现概率接近 0.5, 表明该疾病专长在不同医

生间分布不确定性大, 对区分医生专长差异有更大

信息量, 其对应熵值更高, 应赋予该疾病专长更高权

重
[25]. 反之, 若医生均擅长某疾病, 即 或极

少数医生擅长, 即 , 则该疾病专长的熵值较

低, 该疾病专长的权重应更低. 因此, 定义疾病专长

的权重如式 (3)所示.

w(q) = −p(q)log2p(q)− (1− p(q))log2(1− p(q)).
(3)

ai aj βij

在获取疾病专长权重的基础上, 采用式 (4)所示

的加权 Jaccard相似系数计算同一疾病专长群组内

任意两位医生 和 的专长相似度 , 取值范围为

[0,1]. 该相似度考虑了医生共有的专长疾病集合, 并
通过基于信息熵的疾病权重强化了常见疾病在区分

医生专长时的信息贡献.

βij =

∑
q∈P (i)∩P (j)

w(q)∑
q∈P (i)∪P (j)

w(q)
. (4)

A

B

h

αi A ai

aj βij

S(i, j) ⩾ ϑ

ϑ

为弥补新医生或冷门医生因缺乏医患交互数据

而无法纳入备选医生初始集 的不足, 本文融合患

者病情特征和医生专长信息, 结合咨询文本相似度

与医生专长相似度构建备选医生扩展集 . 具体而

言, 对于目标患者与历史患者 的咨询文本相似度

, 以及备选医生初始集 中的医生 与其所在疾

病群组的任意医生 的专长相似度 , 运用式

(5)计算融合相似度. 融合相似度采用乘积形式筛选

出与患者病情相关同时具备相应疾病诊疗能力的医

生. 将融合相似度 的医生加入候选集. 可
根据实际情况调整融合相似度阈值 的大小. 该方法

借助同疾病主题下医生专长相似度计算, 将缺乏历

史数据的新医生或冷门医生纳入推荐列表, 从而缓

解冷启动问题.

S(i, j) = αi · βij. (5)
 

1.3    考虑患者偏好的择医决策模型

患者择医决策是一类复杂的多属性决策问题,不
仅涉及病情相似度与医生专长, 还需考虑价格、职称

等多维属性. 各属性间可能存在补偿效应, 即某一属

性的优势能够弥补其他属性的不足, 从而影响最终

决策. 为模拟这一复杂决策机制, 本研究首先基于补

偿型价值函数构建群体偏好模型, 以提取同类患者

的共性偏好; 进而构建基于个体排序的个体偏好模

型, 捕捉目标患者的个性化需求; 最后融合群体与个

体偏好, 形成综合决策模型, 实现可解释且个性化的

医生推荐.
(1) 群体偏好建模

为帮助就医经验匮乏的患者在在线问诊平台中

选择合适的医生, 本文通过挖掘跨平台患者的偏好

属性并量化其偏好, 为其提供相似群体的择医决策

经验. 在线问诊平台中的群体偏好体现了患者对价

格、职称等多维属性的共同价值取向与权衡结果. 患
者需综合多维服务属性与个体需求进行决策, 而风

险承受能力是这一综合过程中的关键影响因素
[26].

风险厌恶型患者优先关注方案的优势属性, 风险中

立型患者侧重属性的平均表现, 风险寻求型患者则

对劣势属性表现出更高的容忍度.
gj(ai) ai j wj

j Cjv j v

V (ai) ai

令 为医生 的第 个属性的边际值,  为

属性 的权重,  是属性 和属性 间的补偿系数.
为量化不同风险偏好下的患者群体在多个属性间的

权衡行为, 采用如式 (6)所示的补偿型价值函数, 建
模群体偏好

[27]. 该模型通过补偿系数刻画属性间的

补偿关系.  表示医生 的综合表现得分.

V (ai) =
n∑

j=1

wjgj(ai) +
1

n− 1

∑
j<v

Cjv|gj(ai)−

gv(ai)|, ∀i ∈ {1, 2, . . . ,m2}. (6)

si ai

B

令 是医生 的真实综合表现得分. 假设模型

估算综合得分与真实表现得分之间的误差由患者评

价波动等随机因素引起, 且其总体可近似为均值为

零的正态分布, 以此为基础构建式 (7)所示的偏好分

解模型. 该模型以扩展医生候选集 为输入, 以最小

化补偿型价值函数估算得分与真实得分之间的误差

平方和为目标函数. 这一优化目标可有效度量估算

结果与真实值的偏离程度, 从而使得出的属性权重

与属性间补偿系数更准确地反映群体偏好特征. 约
束条件包括权重归一化约束与补偿系数的合理取值

范围.

minZ =
m2∑
i=1

(V (ai)− si)
2

s.t.



n∑
j=1

wj = 1, wj ⩾ 0, ∀j ∈ {1, 2, . . . , n}

−min{wj, wv} ⩽ Cjv ⩽ min{wj, wv},
∀j < v ∈ {1, 2, . . . , n}

(7)

(2) 个体偏好建模
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n

xj j

j

有就诊经验和明确个体需求的患者, 通常能有

效表达个体偏好. 直接排序法是获取个体偏好的有

效方式. 具体而言, 让患者对 个属性进行主观评估.
可依据重要程度将属性划分为五个等级 (非常重要、

重要、一般、不重要、非常不重要), 分别赋值为 5、
4、3、2、1分. 令 表示第 个属性的得分. 则患者对

属性 的总体偏好值可用式 (8)计算.

wP
j = xj/

n∑
j=1

xj. (8)

wP
j

C ′
jv B

j v w′
j j

C ′
jv Cjv

j j

总体偏好值 是融合了属性间补偿效应的复

杂偏好表达, 无法表征属性的独立贡献. 为求解个体

偏好下的属性权重和补偿系数, 构建偏好分解模型

如式 (9), 其中,  表示医生候选集 中医生的属性

和属性 间的补偿系数,  表示属性 的独立权重.
模型 (9)以最小化基于个体偏好的属性间补偿系数

与基于群体偏好的属性间补偿系数 的平方误

差和为目标, 旨在使不同偏好的补偿系数相近, 从而

获取最优的独立权重和补偿系数估计. 约束条件满

足独立权重归一化和补偿系数的合理取值范围. 核
心约束是属性 的独立权重和属性 与其他属性的平

均补偿系数之和等于患者提供的总体偏好值.

minZ =
∑
j<v

(C ′
jv − Cjv)

2

s.t.



w′
j +

1

n− 1

∑
j ̸=v

C ′
jv = wP

j

n∑
j=1

w′
j = 1, w′

j ⩾ 0, ∀j ∈ {1, 2, . . . , n}

−min{w′
j, w

′
v} ⩽ C ′

jv ⩽ min{w′
j, w

′
v},

∀j, v ∈ {1, 2, . . . , n}, j < v

(9)

(3) 基于患者偏好的综合择医决策

γ ∈ [0, 1]

γ

1− γ

γ

γ

γ = 1 γ = 0

基于患者群体偏好和个体偏好, 引入个体偏好

系数 以调节两类偏好在最终决策中的相对

重要性. 具体而言,  表示个体偏好在综合择医决策

中所占权重,  表示群体偏好所占权重. 对于就

诊经验丰富的患者, 可将 设置为较高值, 此时决策

结果主要反映患者个体偏好; 反之, 对于就诊经验不

足或不了解医生属性的患者, 可将 设置为较低值,
此时主要根据同类型患者的群体偏好辅助患者择医

决策. 特别地,  和 分别对应完全由个体偏

好和完全由群体偏好驱动的择医决策.
V (ai)

′

ai ai

K(ai) B

K(ai)

令 为基于个体偏好的补偿型价值函数估

算的医生 的综合表现得分. 医生 的最终表现得

分 可通过式 (10)计算. 对医生候选集 中的

所有医生按 进行重新排序, 得到最终的医生推

R荐集 .

K(ai) = (1− γ)V (ai) + γV (ai)
′
. (10)

 

2    案例分析 

2.1    案例描述

“抑郁症”是最常见的慢性精神疾病, 其诊疗过

程依赖医患间的持续沟通与信任建立. “好大夫在

线”“39健康网”“丁香医生”和“平安好医生”是国

内主流的在线问诊平台, 包含大量患者评论数据. 因
此, 本文从这四个平台的在线评论中挖掘抑郁症患

者群体的择医偏好属性. 截至 2025年 7月 3日, 剔
除未开通在线问诊服务和没有评论数据的医生, 通
过 Python和八爪鱼获取“好大夫在线”94名医生共

11 511条患者评论, “39健康网”414名医生共 8 69
0条患者评论, “丁香医生”53名医生共 12 508条患

者评论, “平安好医生”50名医生共 672条患者评

论. 四个平台共计 33 381条患者评论数据. 剔除没有

实际意义和重复评论并去除表情和符号等, 最终得到

30 199条患者评论.
以“好大夫在线”平台作为抑郁症患者择医场

景进行择医行为分析. 截至 2025年 1月, 该平台注

册医生数量达 28万, 累计服务患者达 1亿人
], 具备

可靠的数据基础. 影响患者择医行为的因素包含医

生、平台和其他患者的定量属性信息以及同类型患

者群体偏好属性. 利用平台的“按疾病查找”功能,
采集抑郁症相关的医生、平台与患者三个维度的属

性及医生专长信息. 经异常值剔除与缺失值处理后,
共获得 94名医生的专长信息和 12项影响患者择医

的定量属性, 具体包括: 医生职称、诊疗满意度、态

度满意度、一般回复时长、价格、总访问、诊后评价

数、心意礼物、病友推荐度、总文章、诊后报到患者

数、总患者量.

ai cj

通过 BERTopic主题模型, 挖掘跨平台患者评

论, 获取同类型患者群体偏好属性
]. 最终获取 6个属

性: 治疗效果、专业资质、医疗环境、就诊体验、治疗

方式和医疗费用. 采用依存规则、自定义特征词典

和 BosonNLP情感词典, 进行方面级情感分析, 得到

医生 在属性 上的平均情感得分, 以量化决策属

性. 具体的决策属性信息如表 2所示.
由于医疗费用与价格均表示就医费用, 因此删

除医疗费用, 最终保留 17个患者择医属性. 价格、总

访问、总患者量、诊后评价数、心意礼物、病友推荐

度、总文章、诊后报到患者数、就诊体验等属性呈现

偏态分布. 为增强模型拟合能力, 将其进行对数变换.
为消除属性间的尺度差异, 将效益型指标进行归一
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c16

化处理, 使其属性值映射至 [0, 1]区间. 价格和一般

回复时长属于成本型指标, 因此, 对其取值进行反向

归一化. 最终构建完整的决策矩阵, 作为后续偏好分

解模型的输入数据. 各属性的描述性统计如表 3所
示. 不同属性的均值存在显著差异, 表明患者在就医

决策过程中对择医属性存在不同态度. 标准差反映

患者群体对属性评价的离散程度. 其中,  (就诊体

验)的标准差最小, 表明患者在就诊体验方面的评价

较为一致. 

2.2    案例求解

(1) 基于病情相似性的医生筛选

O = {a1, a2, . . . , a94}
以好大夫在线的 94位抑郁症医生构成原始医

生集合 . 从 11 511条初始患者

评论中筛选出包含患者病情特征的文本, 最终保留 4 457
条咨询文本. 对此数据集进行 Jieba分词及停用词处

理. 使用 CBOW模型训练评论语料, 将词向量维度

设为 100, 得到患者咨询文本句向量.
为直观展示患者择医行为分析过程, 随机选取

编号为 634的患者作为目标患者 , 其咨询文本为:
“脾气大, 经常为小事发脾气, 把自己的伤口出血觉

得舒服, 胸闷气促, 感觉过敏, 身体忽冷忽热, 紧张担

心, 半夜醒来, 存在可疑幻听, 做恶梦, 恶心想呕, 独
自哭泣等; 自己跟医生聊, 不喜欢有人陪同”. 该患者

真实就诊医生序号为 10号 , 诊断标签为“适应障

碍、混合型焦虑症和抑郁反应”. 运用式 (1)计算目

标患者与其他 4 456名患者的咨询文本相似度. 结果

如图 2所示, 相似度整体呈右偏分布. 根据相似度排

A =

序结果, 选取与 634号目标患者病情最相似的前十

位患者所就诊医生, 得到备选医生初始集 {93,
31, 27, 33, 14, 5, 45, 11, 4, 60}.
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表 2     医患匹配决策属性

属性编号 属性名称 属性描述 数值类型 取值范围

c1 医生职称 医师专业技术职务等级. 分类变量; 1: 主治医师; 2: 副主任医生; 3: 主任医师 离散数值 {1, 2, 3}
c2 诊疗满意度 患者对诊疗服务质量与诊疗效果的综合满意度评分 连续数值 [0, 1]
c3 态度满意度 患者对医务人员服务态度的满意度评分 连续数值 [0, 1]
c4 一般回复时长 医生对患者咨询的平均响应时长 连续数值 (0, +∞]
c5 价格 医生线上服务的收费 连续数值 (0,+∞]
c6 总访问 医生主页的累计访问总量 连续数值 [0, +∞]
c7 诊后评价数 患者就诊后在平台发布的有效评价总数量 连续数值 [0, +∞]
c8 心意礼物 患者向医生赠送的虚拟心意礼物数量 连续数值 [0, +∞]
c9 病友推荐度 就诊患者对医生的推荐意愿综合评分 连续数值 [0, 5]
c10 总文章 医生在平台发布的健康科普文章总数量 连续数值 [0, +∞]
c11 诊后报到患者数 完成平台诊后报到登记的患者总人数 连续数值 [0, +∞]
c12 总患者量 医生累计接诊的患者总数量 连续数值 [0, +∞]
c13 治疗效果 症状缓解、康复进度及药物有效性等 连续数值 [−7, +7]
c14 专业资质 医生的专业能力和职业操守 连续数值 [−7, +7]
c15 医疗环境 就医的环境 连续数值 [−7, +7]
c16 就诊体验 线上或线下服务态度、响应速度、沟通质量等 连续数值 [−7, +7]
c17 治疗方式 治疗方式的选择, 如中西医 连续数值 [−7, +7]
c18 医疗费用 就医费用如费用、收费、价格 连续数值 [−7, +7]

 

表 3     患者择医属性的描述性统计

属性 均值 中位数 标准差

c1 0.888 1.000 0.256
c2 0.726 0.733 0.240
c3 0.843 0.857 0.207
c4 0.301 0.250 0.283
c5 0.538 0.546 0.160
c6 0.541 0.516 0.209
c7 0.677 0.684 0.184
c8 0.557 0.586 0.182
c9 0.161 0.079 0.230
c10 0.373 0.371 0.260
c11 0.726 0.761 0.185
c12 0.794 0.808 0.133
c13 0.659 0.664 0.159
c14 0.528 0.524 0.133
c15 0.417 0.336 0.146
c16 0.499 0.500 0.126
c17 0.426 0.409 0.206

第x期 廖虎昌 等: 医生专长和患者偏好双驱动的个性化在线择医决策模型 7



(2) 考虑医生专长的备选医生扩展集

A

基于医生间的专长相似度, 扩充备选医生初始

集 , 解决新注册医生和冷门医生冷启动问题. 由于

94位医生的注册时间都早于 2022年 4月, 因此仅定

义诊后评价数低于 40的医生为冷门医生. 冷门医生

集合为{22, 23, 61, 66, 71}.
O

Di

θ = 0.5

A ai

aj βij

ϑ = 0.7

B =

a10 a66

运用 LDA对原始医生集合 的专长信息进行

主题聚类. 基于困惑度和一致性指标确定 LDA模型

的最优主题数量为 2, 分别是疾病主题 0“神经内科

专科医生”和主题 1“精神心理科医生”. 为将医生专

长信息归类至相应疾病主题, 设置主题概率阈值为

0.6, 即当医生专长信息在某一疾病主题的后验概率

超过 0.6时, 将其归入对应疾病主题. 最终主题 0和
主题 1分别包含 25和 70个医生专长文本 , 其中 ,
69号医生同时隶属于两个主题. 此外, 统一医生专长

的医疗术语, 并利用向量 量化医生专长信息. 使
用式 (2)的频率统计方法补全医生专长的缺失值, 其
中令阈值 . 运用式 (3), 计算疾病权重. 运用

式 (4), 计算候选集 中的医生 与其所属疾病主题

内医生 的医生专长相似度 . 运用式 (5), 计算医

生专长的融合相似度. 令融合相似度阈值 .
图 3展示了 634号目标患者备选医生的融合相似度.
最终得到备选医生扩展集 {93, 31, 1, 27, 33, 14,
5, 45, 19, 11, 4, 60, 72, 78, 10, 32, 37, 43, 85, 3, 56, 81,
46, 66, 82, 44, 48}. 推荐的医生包括目标患者的真实

就诊医生 , 冷门医生 和其他擅长目标患者疾

病的同领域医生.
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图 3   目标患者备选医生在病情和专长上的相似度
 

(3) 考虑患者偏好的择医决策模型

c12

根据 1.3节构建的偏好分解模型, 估计患者群体

偏好. 医生的总患者量越大, 表明更多患者满意该医

生的整体服务属性并进行就医. 因此, 将医生的总患

者量 ( )作为医生的真实综合表现得分. 采用式

(7), 构建群体偏好分解模型, 得到基于群体偏好的属

性权重和属性间补偿系数.

c1 c10 c14

基于患者的择医属性排序 , 获取患者个体偏

好.假设目标患者就医时关注医生资质 ( ,  ,  )

c2 c7 c9 c11 c13和治疗效果 ( ,  ,  ,  ,  ), 其属性的重要性排

序如表 4所示. 基于式 (8), 量化患者对属性的总体

偏好值. 利用式 (9), 构建个体层面的优化模型, 得到

基于个体偏好下的属性权重和属性间补偿系数.
 
 

表 4     患者个体偏好信息

属性 c1 c2 c3 c4

重要程度 重要 非常重要 一般 不重要

xj 4 5 3 2

wP
j 0.071 0.089 0.054 0.036

属性 c5 c6 c7 c8

重要程度 非常不重要 不重要 重要 一般

xj 1 2 4 3

wP
j 0.018 0.036 0.071 0.059

属性 c9 c10 c11 c13

重要程度 重要 重要 非常重要 非常重要

xj 4 4 5 5

wP
j 0.078 0.078 0.098 0.089

属性 c14 c15 c16 c17

重要程度 非常重要 一般 一般 一般

xj 5 3 3 3

wP
j 0.098 0.054 0.059 0.054

 

c1 c7

c11

c6 c7 c11 c1

c3

基于群体偏好和个体偏好信息, 采用偏好分解

模型分别估计属性权重, 结果如图 4所示. 从图 4可
看出, 抑郁症患者群体择医时对不同属性的偏好存

在显著差异. 其中, 医生职称 ( )、诊后评价数 ( )
和诊后报到患者数 ( )是影响患者决策的主要因

素, 表明患者在择医过程中对于医生持续服务能力

( ,  ,  )和专业资质 ( )的高度重视. 此外, 患者

也关注态度满意度 ( )等服务体验相关的属性.
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图 4   基于偏好分解模型估计的属性权重
 

c1

c3 c7 c11

c1 c3

c13

通过偏好分解模型获取属性间补偿系数, 结果

如图 5所示. 从图 5可看出, 医生的职称 ( )与态度

满意度 ( )、诊后评价数 ( )和诊后报到患者数 ( )
等属性间存在较强补偿关系. 当某一个属性, 如职称

( ), 不具优势时, 其他属性, 如服务态度 ( )和治疗

效果 ( ), 可以弥补其不足. 这也表明患者在权衡上

述关键择医属性时, 具有较高风险容忍度.
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γ = 0.5

采用式 (10)整合同类型患者群体偏好和目标患

者个体偏好, 其中, 取个体偏好系数 , 得到医

生的最终表现得分及排序如表 5所示.
 
 

表 5     医生综合得分及排序

医生序号 医生综合得分 排序

14 0.806 1

3 0.801 2

4 0.791 3

93 0.789 4

45 0.758 5

46 0.753 6

11 0.748 7

33 0.741 8

27 0.740 9

37 0.728 10

1 0.727 11

85 0.713 12

44 0.705 13

31 0.701 14

43 0.700 15

81 0.689 16

5 0.664 17

48 0.651 18

72 0.614 19

10 0.613 20

32 0.601 21

82 0.587 22

60 0.573 23

56 0.570 24

19 0.544 25

78 0.478 26

66 0.351 27
  

2.3    结果分析

(1) 灵敏度分析

为比较患者在不同个体偏好系数下的医生推荐

γ

γ a10

a3 a4 a14

c1 c10 c2 c7 c9 c11

γ

差异 , 进行敏感性分析 . 结果如图 6所示 . 当 从

0到 1, 即属性权重由取决于群体偏好转变为取决于

个体偏好时, 医生的排名位置不断发生变化. 当目标

患者个体偏好系数 增大时, 其真实就诊医生 排

名越靠后, 表明该医生并非患者的最优选择. 而医生

、 、 在不同偏好下排名均位于前 5名, 这 3名
医生在专业资质 ( ,  )和治疗效果 ( ,  ,  ,  )
等患者关注属性上的边际值高于真实就诊医生, 表
明医生推荐结果满足患者个体偏好. 其他大部分医

生的排序也随着 的不同而略有变化, 但总体而言医

生排名较为稳定. 上述结果表明, 本文方法在考虑个

体偏好基础上, 能兼顾推荐结果的稳健性.
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图 6   不同个体偏好系数下的医生排名
 

(2) 对比实验

在获取医生扩展集的基础上, 本文构建了兼顾

患者群体偏好与个体偏好的多阶段决策模型. 为检

验多阶段决策的必要性, 将该模型与支持向量机进

行对比; 支持向量机虽能处理非线性关系, 但未引入

患者个体的决策偏好. 为验证考虑属性间非完全补

偿关系的必要性, 将所提模型与两种典型的偏好分

解模型进行比较: 一种是基于加性价值函数的偏好
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图 5    基于偏好分解模型估计的两两属性间的补偿系数
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分解模型, 该模型假设各属性间完全可补偿, 通过加

权和计算综合属性得分; 另一种是基于 Choquet 积
分的偏好分解模型, 该模型能够刻画属性间的交互

关系.

B

γ = 0.5

c12

c12

对比模型实验设置如下: 实验采用医生扩展集

中 27位医生的相同数据, 以编号为 634的目标患

者的个体偏好作为输入 , 并设置个体偏好系数

. 支持向量机模型以最小化模型拟合值与

“总患者数”( )的预测误差为目标, 求解群体偏好

参数 . 基于加性价值函数的偏好分解模型和基于

Choquet积分的偏好分解模型以最小化模型估算的

综合得分与“总患者数”( )的平方误差和为优化

目标, 求解群体偏好参数. 基于 Choquet积分的偏好

分解模型在个体偏好建模时, 核心约束条件替换为

患者的个体偏好权重与模糊测度的 Shapley值一致

性
[10], 运用式 (10)融合群体偏好参数和个体偏好参

数, 输出各模型医生排序.

c12

各模型输出的医生排序结果如表 6所示. 以“总
患者数”( )作为真实综合表现得分获取真实排序,
选取 Spearman等级相关系数为评价指标, 比较各模

型输出的医生排序与真实排序的一致性, 结果为: 本
模型 (0.807)、支持向量机模型 (0.778)、基于加性价

值函数的偏好分解模型 (0.766)、基于 Choquet积分

的偏好分解模型 (0.601). 本模型在考虑患者个体偏

好基础上, 在医生排序一致性方面表现最佳. 支持向

量机模型排序拟合能力一般, 表明多阶段和可解释

性决策结构更好地贴合患者择医过程. 基于加性价

值函数的偏好分解模型和基于 Choquet积分的偏好

分解模型未能有效捕捉属性间可能存在的不完全补

偿关系, 其排序一致性低于本模型. 对比试验验证了

本模型的优势, 即能够捕捉到影响患者择医决策的

关键因素和复杂偏好. 此外, 模型具有个性化和可解

释性, 为在线问诊平台患者提供了可靠的医生推荐

依据.
(3) 消融实验

γ = 0.5

为进一步验证本文方法的可行性, 设计 3组消

融实验 , 分别将“医生专长部分与患者偏好部分”

“患者偏好部分”和“医生专长部分”消去, 并测试模

型表现. 对比实验 1和实验 2, 可测试“医生专长部

分”对缓解冷门医生推荐问题的效果. 对比实验 1和
实验 3、实验 2和本文模型, 可测试“患者偏好部分”

在满足个体择医需求方面的作用. 实验以 634号目

标患者的个体偏好为基础, 选取目标患者认为“重

要”和“非常重要”的 8个属性作为关键偏好属性,
并设置 . 实验随机抽取 15位患者 (包括 634
号患者)作为目标患者进行测试.

为量化评估模型在满足患者个体偏好方面的表

现, 提出“偏好概率”作为评价指标. 首先, 定义目标

患者主观评分为重要和非常重要的属性为患者的关

键偏好属性. 其次, 比较推荐列表的前 5位医生与目

标患者真实就诊医生在关键偏好属性上的边际值.
若前 5位推荐医生在某一关键偏好属性上的边际值

均不低于目标患者真实就诊医生, 则判定该属性满

足患者个体偏好. 基于此, 计算满足上述判定条件的

关键偏好属性的比例, 所得比值即为“偏好概率”.
该指标取值范围为 [0,1], 其数值越大, 表明推荐医生

列表在患者关注的属性维度上越能满足其个体偏好

需求.
偏好概率结果如表 7所示. 融入同类型患者群

体偏好和目标患者个体偏好后, “偏好概率”均显著

提高, 其中, 本文方法的指标值最高. 结果显示, 实验

1的医生推荐列表中均未包含冷门医生, 实验 2有
7位患者的推荐列表纳入了冷门医生, 表明医生专长

部分能够有效缓解医生冷启动问题. 此外, 本文方法

能够提高冷门医生的推荐比例, 更好地满足患者个

 

表 6     不同模型的医生排序结果

排序 本文方法
支持

向量机

基于加性价值函数的

偏好分解模型

基于Choquet积分的

偏好分解模型

1 14 93 3 1

2 3 2 14 2

3 4 12 93 3

4 93 3 4 12

5 45 14 83 93

6 46 83 57 47

7 11 46 45 14

8 33 4 46 84

9 27 1 38 6

10 37 38 2 83

11 1 44 13 81

12 85 57 8 41

13 44 84 11 4

14 31 45 27 45

15 43 7 33 44

16 81 13 12 46

17 5 41 17 57

18 48 47 64 8

19 72 87 87 35

20 10 88 39 33

21 32 15 37 7

22 82 11 79 13

23 60 37 89 72

24 56 79 21 85

25 19 33 54 73

26 78 39 16 38

27 66 85 90 64
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性化择医需求, 实现精准医生推荐.
  

表 7     消融实验下的偏好概率

患者

编号
咨询文本

咨询文本+
医生专长

咨询文本+
患者偏好

咨询文本+
医生专长+
患者偏好

115 0.5 0.5 0.375 0.50

246 0.625 0.625 0.625 0.625

579 0.125 0.25 0.5 0.5

634 0.125 0.125 0.25 0.375

1 230 0.25 0.25 0.125 0.375

1 601 0.25 0.25 0.25 0.25

1989 0.125 0.125 0.25 0.5

2 480 0.125 0.125 0.25 0.25

2 799 0.25 0.25 0.25 0.25

3 015 0.125 0.125 0.5 0.5

3 210 0.625 0.625 0.625 0.75

3 500 0.375 0.375 0.375 0.5

4 010 0 0 0.25 0.375

4 294 0.125 0.125 0.125 0.125

4 302 0.25 0.25 0.5 0.5

均值 0.258 0.267 0.35 0.425
  

2.4    管理启示

结合案例结果, 获得以下管理学启示:
(1) 在线问诊平台应构建多元属性驱动的医生

推荐机制. 案例分析发现, 患者群体在择医过程中不

仅关注医生专业资质, 还高度重视态度满意度等服

务质量相关属性. 现有平台需要整合多平台评论信

息与定量属性, 构建更加完整的医生信息展示体系,
为患者决策提供有效信息.

(2) 平台推荐机制应考虑属性间的补偿效应. 案
例结果发现, 职称与服务态度、治疗效果等属性之间

存在较强补偿关系. 例如, 部分职称相对较低但能够

提供优质服务的冷门医生, 同样具备较高的推荐价

值. 基于此, 平台应综合考虑病情匹配、医生专长与

服务能力综合推荐医生, 以缓解热门医生过载和冷

门医生冷启动问题, 促进医疗资源的均衡配置.
(3) 平台医生推荐机制应考虑患者的个性化偏

好. 案例表明, 当个体偏好权重提高时, 患者真实就

诊医生的推荐排序下降, 表明其并非是满足患者个

体偏好的最优匹配. 因此, 平台应结合患者病情特

征、就诊经验与个体偏好, 动态调节群体偏好与个体

偏好权重, 提高推荐结果与患者需求的匹配程度.
表 8展示了提出的推荐模型与传统的在线医生

推荐方法的特点和优劣势, 包括基于传统推荐算法

的医生推荐、基于机器学习的医生推荐、基于多属性

决策的医生推荐. 相较于上述方法, 本文方法的创新

体现在:
 
 

表 8     在线医生推荐方法比较

推荐模型 特点 优势 劣势 文献

传统推荐算法 基于医患交互数据进行相似度匹配 实现简单, 可解释性强
存在冷启动问题, 忽略患者偏好,

个性化不足
[1-5]

机器学习 利用患者、医院、医生等多源数据学习与预测
缓解数据稀疏,

能捕捉复杂非线性关系
依赖大规模标注数据, 可解释性较弱 [6-9]

多属性决策
以患者群体偏好属性为核心, 采用多属性

决策方法综合排序
决策过程透明, 可解释性强

缺乏病情特征融合, 侧重群体共性偏好,
个性化不足

[11-12]

本文方法 融合患者病情文本、医生专长与患者偏好协同决策
兼顾病情匹配与主观偏好,

可解释且个性化, 缓解数据稀疏
依赖多源数据

 

(1) 在医生推荐机制层面, 在考虑患者客观病情

特征的基础上, 提出了融合医生专长与患者偏好的

双驱动推荐策略, 通过结合医生专长信息有效缓解

医生冷启动问题.
(2) 通过构建融合患者群体偏好与个体偏好的

偏好分解模型, 实现个性化医生推荐, 提升了择医决

策的准确性.
 

3    结　论

为解决患者在海量数据环境下的择医决策问题,
构建了一种融合同类型患者群体偏好和个体偏好的

“专长-偏好”协同择医决策模型. 首先, 通过主题建

模和情感分析, 挖掘和量化患者在多个在线医疗平

台的择医偏好属性; 接着, 基于患者咨询文本相似度

和医生专长, 实现医生预筛选. 在此基础上, 结合偏

好属性构建考虑属性间补偿效应的偏好分解模型,

得到患者的复杂群体偏好和个体偏好, 从而构建基

于患者偏好的择医决策模型, 实现可解释的医生推

荐. 最后, 利用“好大夫在线”等在线问诊平台的真

实数据进行测试, 并开展对比试验和消融实验, 验证

本文方法的有效性.

本研究存在以下不足. 第一, 提取的择医偏好属

性仅基于单一疾病患者群体, 缺乏跨科室对比研究,

而不同科室患者的择医偏好可能显著不同. 未来研

究中可以考虑开展多科室、跨疾病的患者偏好对比

研究, 并推动模型跨平台的迁移应用. 第二, 将医生

专长简化为 0-1变量, 未充分考虑医生对某类疾病
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介于“擅长”和“不擅长”中间的诊治水平. 未来可尝

试引入中文医学预训练语言模型, 对医生的专长信

息和个人描述等生成语义嵌入向量, 从而优化医生

专长的向量表达方式. 第三, 偏好分解模型假设误差

项服从正态分布, 然而, 在线评论数据可能包含虚假

评论或主观偏差带来的噪声, 影响数据正态性分布.
针对潜在的数据质量风险, 可引入虚假评论识别与

过滤机制, 或引入鲁棒性更强的损失函数以构建优

化模型.
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