
 

频率调制机制的图像分类网络

袁　姮1†，孙　名1，王婧旖2

(1. 辽宁工程技术大学 软件学院， 辽宁 葫芦岛 125105；
 2. 辽宁工程技术大学 电子与信息工程学院， 辽宁 葫芦岛 125105)

摘　要: 针对现有图像分类网络频率特征关注缺乏的问题, 提出一种频率调制机制的图像分类网络 (FMM-Net).

首先, 构建上下文自适应感知卷积 (CAAC), 实现对目标边缘、细节等信息的自适应捕捉. 其次, 提出频率调制卷

积 (FMC), 通过可学习缩放因子处理频率信息, 调整输入频率信息的贡献度, 实现对图像频率特征的有效提取. 然

后, 设计频率调制注意力 (FMATT), 使得模型在提取空间特征的同时, 实现对频率特征的动态关注和激活. 最后,

基于上下文自适应感知卷积、频率调制卷积及频率调制注意力, 构建出频率调制机制的图像分类网络. 与当前先

进的网络模型相比, 所提出网络可显著提升图像分类性能.
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Image classification network with frequency modulation mechanism
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Abstract: To address the lack of attention to frequency features in existing image classification networks, we propose
an image classification network with frequency modulation mechanism (FMM-Net). First, we develop context-adaptive
aware convolution (CAAC) to adaptively capture information such as object edges and details.  Second, we introduce
frequency-modulated  convolution  (FMC),  which  processes  frequency  information  through  an  enable-learning  scaling
factor  to  adjust  the  contribution  of  input  frequency  information,  thereby  enabling  effective  extraction  of  image
frequency features. Next, we design frequency-modulated attention (FMATT), which enables the model to dynamically
focus  on  and  activate  frequency  features  while  extracting  spatial  features.  Finally,  based  on  the  difference-aware
module,  frequency-modulated  convolution,  and  frequency-modulated  attention,  we  construct  an  image  classification
network with a frequency modulation mechanism. Compared to current state-of-the-art models, the proposed network
significantly improves image classification performance.
Keywords: frequency  modulation  mechanism； frequency-modulated  convolution； frequency-modulated  attention；
scaling factor；image classification；neural network

 

0    引　言

图像分类是计算机视觉领域的重要任务之一,
在人脸识别、视觉搜索、医疗影像分析和自动驾驶等

场景有着广泛的应用
[1]. 从信号处理的角度解析图

像, 深入挖掘其在幅度、相位等维度的深层特征, 可
突破传统像素级分析的局限. 这种跨学科的分析可

以为图像分类提供更丰富、鲁棒的判别依据, 有助于

应对目标姿态差异、无关信息干扰及图像尺寸多样

等挑战, 显著提升分类的准确性与泛化能力.
文献 [2-4]等展现出卷积神经网络的早期探索.

He等[5]
提出 ResNet, 设计残差结构, 实现了卷积神

经网络的里程碑式跳跃. Liu等[6]
提出了 ConvNeXt

模型, 其对 ResNet架构进行系统性的超参数调优,
显著提升了卷积神经网络的分类准确率, 但性能的

提升高度依赖于较强的训练策略. He等[7]
提出残差

特征重用 Inception网络, 使用不同大小的卷积核, 使
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得网络可获取不同粒度的特征 . 近年来 , 视觉

Transformer[8-10] 在图像分类领域发展迅速, 能够很好

地捕获全局上下文信息, 更适合处理序列数据.
上述工作多以考虑局部或全局特征的有效利用

为主, 忽略了对图像频率的考虑. 为解决上述问题,
Xin等[11]

提出 DGSD模块, 凸显不同频段的优势, 对
双频数据进行互补学习. Chen等[12]

提出 FreqFusion,
充分利用低分辨率和高分辨率特征的频率特性, 增
强特征质量. Yuan等[13]

提出 HGDConv, 其结合梯度

计算的思想, 在卷积权重中引入多角度、多方向的差

分操作, 通过比较特定像素点的局部差异, 增强特定

方向上的特征提取能力, 提升高频特征表达能力.
Hu等[14]

设计 BPGHD, 通过融合高频差异特征图和

残差图, 有效地利用高频差异信息. Yuan等[15]
提出

FANet, 其设计频率感知卷积, 重点关注图像的高频

特征和低频特征, 增强模型对频率特征的感知能力.
尽管以上工作充分考虑到了图像频率特征的重

要性, 但现有研究在频率调制方面仍存在明显不足.
在信号处理领域, 频率调制指通过改变载波信号的

频率来传递信息的一种调制方式, 其幅值保持恒定,
具有良好的抗干扰能力. 当前, 在人工智能与信号处

理交叉领域, 频域分析与深度学习的融合正掀起新

一轮的研究浪潮, 学者们相继对频率调制进行了研

究
[16-18]. 受以上思想启发, 模型在处理频率信息时, 若

不加调制地处理, 会抑制高能量主导分量承载的有

效信息, 同时放大低能量弱主导分量中的干扰信息,

使得模型受无关信息干扰, 进而影响模型性能.
基于此, 本文提出一种频率调制机制, 并在图像

分类任务中加以验证. 主要贡献总结如下: 1)构建了

上下文自适应感知卷积 (CAAC), 实现对目标边缘、

细节等信息的自适应捕捉; 2)提出了频率调制卷积

(FMC), 通过缩放因子处理频率信息, 动态调整输入

频率信息的贡献度, 实现对图像频率特征的有效提

取; 3)设计了频率调制注意力 (FMATT), 使得模型

在提取空间特征的同时实现对频率特征的关注和激

活; 4)基于以上设计的 CAAC、FMATT与 FMC, 构
建出频率调制机制的图像分类网络 (FMM-Net), 在
与十三种先进同类模型的对比实验中, FMM-Net在
分类准确率方面展现出一定的优势. 

1    频率调制机制的图像分类网络 

1.1    CAAC 模块

CAAC模块用于浅层特征提取阶段, 主要由可

学习参数、空洞卷积、中心差分卷积
[19]

等操作构成,
其模块结构如图 1所示. 中心差分卷积通过引入差

分操作, 捕获编码中心与邻域像素间的朝向梯度差

异, 将感知焦点锐化至边缘、纹理等高频信息, 充分

提升模型对图像细微结构的提取能力; 空洞卷积在

不引入额外参数的前提下, 捕获大范围的低频语义

上下文; 可学习参数的使用旨在打破固定参数对模

型映射空间的限制, 优化特征感知能力; 三者结合可

进一步实现目标边缘、细节特征的有效捕捉. 建立起

长距离依赖, 使模型更精准地理解图像内容.
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图 1   CAAC 模块结构示意图
 

Xin Xin ∈ RC×H×W

C H W

Xin θ

Xr

首先, 假设输入特征为 ,  , 其
中 、 、 分别代表特征图的通道数、高度及宽

度. 特征图 进行使用可学习参数 的中心差分卷

积, 得到 .

Xr = Xin ∗Ki − θ · (Xin ∗Kdiff). (1)

Ki Kdiff θ其中,  表示标准卷积核,  表示差分卷积核,  代

表可学习的修正系数.
Xr

κ

然后, 为使感受野进一步增大, 对 进行空洞卷

积操作 , 卷积核大小设为 7、步长设为 1、填充设为

Xr

Xd

9、扩张率设为 3. 随后, 将输出与 相乘, 阶段输出

为 .

Xd = Xr ∗ κ, (2)

κ = ⌊ Xr + 2p− [k + (k − 1)(d− 1)]− 1

s
+ 1⌋.

(3)

⌊⌋ k s

p d Xd

其中,  代表向下取整,  代表卷积核大小、 代表步

长、 代表填充、 代表扩张率, 阶段输出 .

α β Xr最后 , 将可学习的修正参数 和 分别 和
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Xd Xout相乘, 最终特征图为 .

Xout = α ∗Xr + β ∗Xd. (4)

综上, CAAC模块可使网络既能建立长距离依

赖以理解整体布局, 又能锁定细微结构以细化局部

表征, 显著提升复杂场景下的特征辨识度. 

1.2    FMATT 模块

FMATT模块用于骨干网络的 Stage1深层特征

提取阶段, 模块结构如图 2所示. 该模块主要由傅里

叶变换、自适应平均池化、全连接层、傅里叶逆变换

等操作构成. 先将特征图转换到频域, 通过可学习的

频域滤波进行幅度调制, 再转换回空域, 整体融入残

差块中跳跃连接处, 在浅层特征建立长距离依赖的

基础上, 动态地实现频率特征的全局依赖, 加强模型

对频率特征的关注和激活.
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图 2   FMATT 模块结构示意图
 

F ∈ RC×H×W C H

W

F Re Im

假设 为输入特征图, 其中 、 、

分别代表特征图的通道数、高度及宽度 . 首先 ,
经过傅里叶变换后输出实部 和虚部 .

F (u, v) = Re (u, v) + j · Im (u, v), (5)

Re(u, v) = f(x, y)cos (2π(ux+ vy))dxdy, (6)

Im(u, v) = −f(x, y)sin (2π(ux+ vy))dxdy.
(7)

u v x y其中,  和 分别代表着水平方向 轴和垂直方向 轴

对应的频率分量.

A(u, v) P (u, v)

A(u, v)

其次, 分别计算幅度谱和相位谱, 将生成的幅度

谱和相位谱分别设为 和 . 其中, 生成

的幅度谱 主要用于后续生成权重.

A(u, v) =
√
(Re(u, v)2 + Im(u, v)2), (8)

P (u, v) = atan 2(Im(u, v), Re(u, v)). (9)

A(u, v) G

fA

fA

ReLU Sigmoid

Re

Im

Re Im

然后, 对幅度谱 进行自适应平均池化 ,
生成通道描述符 , 自适应捕捉每个通道在整个特

征图中的全局分布信息, 反应每个通道的重要性和

特征响应的全局分布. 通道描述符 经过全连接层,
全连接层中包括线性层、 激活函数、

激活函数等操作, 生成对应傅里叶变换后实部 和

虚部 的缩放因子, 并将两个缩放因子应用于原始

实部 和虚部 .

fA = G(A(u, v)), (10)

φ = σ(W2 · γ(W1 · fA)). (11)

φ W1

δ W2

σ Sigmoid

γ ReLU

其中,  代表全连接层后的输出,  代表经过通道压

缩的比例 后的线性层,  代表输出对应实部缩放

因子和虚部缩放因子的线性层,  代表 激活

函数,  代表 激活函数.

Re Im wr wi

最后, 将生成的缩放因子分别应用到傅里叶变

换后输出的实部  和虚部 对应的权重 和

上, 并转换成复数张量, 进而通过傅里叶逆变换转换

回空域.

Fw = (Re(φ) · wr + j · Im(φ) · wi), (12)

Fout(x, y) = Re
{ H−1∑

u=0

W−1∑
v=0

Ψ(u, v)
}
, (13)

Ψ(u, v) =
1√
HW

Fw(u, v) · E, (14)

E = e j·2π ·
(u · x

H
+

v · y
W

)
. (15)

ReLU

本文将 FMATT模块与 3 × 3卷积、批归一化及

激活函数共同置于残差块中跳跃连接处 ,
FMATT模块并非只依赖于卷积的局部感受野, 而是

通过幅度调制抓住全局稳固的依赖关系, 确保有效

的频率信息在网络中进行传递, 进而加强网络对深

层语义的理解. 
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1.3    FMC 模块

对于卷积神经网络中频率特征感知不足的问题,
Yuan等 [15]

在 2026年提出 FAConv, 但所提卷积仅

进行频率信息的普通处理而未涉及缩放调制 . 受
FAConv启发, 本文设计 FMC模块. 但两者在核心

机制上存在显著差异, FAConv各通道间的频率感知

方式固定、缺乏自适应调节能力; 而 FMC模块中设

计的可学习缩放因子可为每个频率特征通道分配一

个可训练的缩放系数, 对于与目标任务强相关的频

率分量, 其对应的缩放系数在训练过程中趋向于较

大数值, 从而放大该通道的特征响应, 而对于冗余或

干扰性频率分量, 系数则被优化至较小量级以实现

有效衰减, 不仅能关注重要频率特征, 还能抑制不重

要频率特征, 进而实现自适应调制频率特征, 形成区

别于 FAConv的频率特征提取范式. 所提模块用于

骨干网络的 Stage2至 Stage4深层特征提取阶段, 其

结构如图 3所示.
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图 3   FMC 模块结构示意图
 

ReLU

FMC模块主要由傅里叶变换、可学习的缩放因

子、傅里叶逆变换、3 × 3卷积、批归一化及 激

活函数等操作构成. 其先将特征图转换到频域, 通过

可学习的缩放因子来调整频率分布, 实现频率特征

调制, 再转换回空域, 在 Stage1深层特征提取阶段所

建立的频率特征全局依赖基础上, 更精细地捕捉局

部频率特征.

g

FC FC ∈ RC×H×W

C H W

FC ReC ImC

w h x y

首先, 输入特征图按照比例 划分进行频率调制

的 . 在频率调制阶段, 假设 , 其中

、 、 分别代表特征图的通道数、高度及宽

度 . 经傅里叶变换后输出实部 和虚部 ,

和 分别代表着水平方向 轴和垂直方向 轴对应

的频率分量.

FC(w, h) = ReC(w, h) + j · ImC(w, h). (16)

λ

ReC ImC

Fλ(w, h)

然后, 将可学习的缩放因子 应用到傅里叶变换

后输出的实部 和虚部 上, 对于重要的频率

通道, 系数自动变大, 对于不重要的频率通道, 系数

自动变小, 阶段输出 .

FC(w, h) = λ ·ReC(w, h)+ j ·λ · ImC(w, h). (17)

Fλ(w, h)最后,  经过傅里叶逆变换转换回空域.

Fout(x, y) =
1√
HW

H−1∑
w=0

W−1∑
h=0

Fλ(w, h) · E, (18)

E = e j·2π ·
(w · x

H
+

h · y
W

)
. (19)

ReLU

FMC模块主要用于替代残差块中的 3 × 3卷
积、批归一化、 激活函数等系列操作. 其旨在

实现对重要频率特征的关注、不重要频率特征的抑

制, 进而达到频率特征自适应调制的目的. 

1.4    FMM-Net

基于以上设计的 CAAC、FMATT与 FMC模块,
构建出 FMM-Net, FMM-Net选取 ResNet作为基线,
其整体框架如图 4所示, 主要分为以下五个阶段:

1)在预处理阶段, 输入特征图仅进行随机剪裁、

随机水平翻转和 Cutout等简单操作, 未进行其它复

杂操作;
2)在浅层特征提取阶段使用 CAAC模块、批归

一化及激活函数等操作, 利用可学习参数和具有大

感受野的卷积操作自适应感知上下文信息, 建立长

距离依赖, 有效捕捉目标边缘、细节特征, 使模型更

精准地理解图像内容;
3)在 Stage1深层特征提取阶段, 嵌入 FMATT

模块, 在傅里叶变换后进行幅度调制, 间接建立频率
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特征的全局依赖;
4)在 Stage2至 Stage4深层特征提取阶段, 嵌入

FMC模块, 在频率特征所建立的全局依赖基础上,

更精细地捕捉局部频率特征;
5)最后, 特征图经平均池化、全连接层等操作,

输出分类结果.
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图 4   整体框架
 
 

2    实验与分析 

2.1    实验环境及参数设置

实验硬件环境选取 NVIDIA Tesla P100的单卡

GPU, 软件环境选取 PyTorch2.5.1、 CUDA12.1及
CUDNN9.01, 编程语言选取 Python3.10.12. 在训练

阶段, 实验轮数设置为 150轮, 小尺寸数据集批量大

小为 128, 大尺寸数据集批量大小为 32, 使用 SGD
优化器, 并搭配余弦退火策略, 初始学习率为 0.1, 权
重衰减系数为 0.9, 标签平滑使用 0.1, 损失函数为交

叉熵损失函数. 

2.2    数据集

实验选取 CIFAR10、CIFAR100、ImageNette及
ImageWoof等 4个面向图像分类任务的通用数据集.
此外, 为评估模型从通用领域到特定应用领域的泛

化能力, 实验选取 NWPU-RESISC45遥感场景分类

数据集进行泛化性实验. 各数据集属性如表 1所示.
  

表 1     各数据集属性

数据集 尺寸 类别 分辨率 训练集/张 测试集/张

CIFAR10 32 × 32 10 低 50 000 10 000

CIFAR100 32 × 32 100 低 50 000 10 000

ImageNette 224 × 224 10 高 9 469 3 925

ImageWoof 224 × 224 10 高 9 025 3 929

NWPU-RESISC45 256 × 256 45 高 27 000 4 500
  

2.3    影响实验结果的因素
 

2.3.1    残差块结构的作用

FMATT模块、FMC模块嵌入残差块的位置直

接影响 FFM-Net的分类性能. FMATT模块的设计

初衷在于利用幅度调制建立频率特征的全局依赖,
而 FMC模块的设计初衷在于利于缩放因子实现动

态捕捉局部频率特征, 两个模块功能互补且处理阶

段不同, 故将两个模块分别嵌入至两个独立的残差

块, 而非堆叠于同一残差块内. 基于此, 本节进行各

残差块位置和数量的实验. 如表 2所示, 本节列举

6种代表性的实验方案 . 其中 : C表示 FMCBlock,
A表示 FMATTBlock. 当采取第 4种实验方案时, 即
FMATTBlock置于第 1层, FMCBlock置于第 2层至

第 4层时, 模型在各数据集上的分类准确率达到最

高.
  

表 2     各残差块嵌入位置对分类准确率的影响

方案 CIFAR10/% CIFAR100/% ImageNette/% ImageWoof/%

1C+3A 96.67 82.78 94.11 89.28

2C+2A 96.92 81.88 93.73 89.08

3C+1A 96.28 80.92 94.09 88.72

1A+3C 97.15 84.00 94.40 89.21

2A+2C 96.92 82.78 93.83 88.67

3A+1C 96.62 81.90 93.99 88.93
  

λ2.3.2    FMC 模块中缩放因子 的调制作用

λ为验证缩放因子 的调制作用, 本小节在各数据

集上进行了有无缩放因子的对比实验. 如表 3所示,
引入缩放因子后, 模型性能一致提升. 

2.3.3    参数敏感性分析

为量化各模块参数取值对分类性能的响应关系,
本文设计了参数敏感性实验. 实验采用控制变量法,
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α β θ

δ

在其它条件保持不变且参数范围在合理取值区间的

情况下, 仅针对单一参数进行调优, 进而确定最优参

数值. 经大量参数测试实验后, CAAC模块中的可学

习参数 、 、 初始值最终确定为 0.5、 0.5、 0.7,
FMATT模块中的通道压缩因子 最终确定为 16,

gFMC模块中的通道划分因子 最终确定为 0.25. 

2.4    消融实验

为验证所提模块及模型的有效性, 本小节在各

数据集上开展消融实验. 如表 4所示, 当仅单一模块

作用时, 模型性能提升有限; 当两个模块协同作用时,
可以看出明显涨点; 当所有模块协同作用时, 模型性

能实现最大幅度提升. 这表明, 各模块之间具有良好

的互补性, 充分发挥对特征协同感知与调制的作用,
提升图像分类性能.

 
 

表 4     消融实验方案及结果

模型 基线 CAAC FMC FMATT CIFAR10/% CIFAR100/% ImageNette/% ImageWoof/%

BaseNet √ 96.41 80.23 93.45 86.94

Net1 √ √ 96.65 80.50 93.68 88.29

Net2 √ √ 96.22 80.23 93.50 87.40

Net3 √ √ 96.46 80.61 93.81 88.47

Net4 √ √ √ 96.95 82.79 94.00 88.98

Net5 √ √ √ 97.15 83.07 94.32 89.67

Net6 √ √ √ 97.05 83.26 93.90 89.34

FMM-Net √ √ √ √ 97.15 84.00 94.40 89.21
 
 

2.5    对比实验

为更全面验证所提模型的先进性, 选取多种当

前先进的同类模型进行对比, 包括 MSMDFormer[9]、
HGDNet[13]、 FANet[15]、MobileNetv2[20]、 Focusnet[21]、
DenseNet-BC[22]

、 SCConv-R50[23]、 FasterNet[24]、

GhostNetv3[25]、RepViT[26]
、LSNet[27] 和 GDFRNet[28].

其中, 开源代码的网络模型按照本文实验环境进行

复现, 未开源代码的网络模型优先采用原论文数据.
在四个数据集上的实验结果如表 5所示. 实验结果

表明, 所提模型在图像分类任务中展现出一定优势.
 
 

表 5     各模型对比实验

方法 来源 CIFAR10/% CIFAR100/% ImageNette/% ImageWoof/% Parms/M

MobileNetv2[20] CVPR(2020) 90.88 69.20 90.45 84.19 3.50

Focusnet[21] PR(2022) 94.86 78.29 — 83.56 11.3

DenseNet-BC[22] PAMI(2022) 94.81 80.36 — — 15.3

SCConv-R50[23] CVPR(2023) 95.92 79.89 — — 14.7

FasterNet[24] CVPR(2023) 90.35 64.48 85.38 70.07 13.8

GhostNetv3[25] CVPR(2024) 85.07 57.88 87.06 77.73 4.1

RepViT[26] CVPR(2024) 87.40 62.39 85.40 75.16 9.8

LSNet[27] CVPR(2025) 86.85 61.60 85.66 75.39 2.3

MSMDFormer[9] 计算机学报(2025) 95.65 77.46 — — 18.9

HGDNet[13] 自动化学报(2025) 96.80 80.09 91.21 83.99 21.9

FANet[15] 控制与决策(2026) 97.09 83.03 94.09 89.23 23.1

GDFRNet[28] 电子学报(2026) 96.88 80.57 90.59 82.23 56.5

FMM-Net 控制与决策 97.15 84.00 94.40 89.21 40.7
 
 

2.6    可视化实验

如图 5所示, 为直观验证 CAAC模块的作用, 本

小节对原图与模块输出的特征响应图进行可视化对

比. 特征图中, 高亮区域表示该位置特征响应较强,

暗色区域表示该位置特征响应较弱. 与标准卷积处

理后的特征图相比, CAAC模块处理后的特征图可

显著强化目标局部细节与边缘梯度信息, 无论是长

毛犬躯体、毛发褶皱边缘, 还是猫与板凳的边缘刻画

完整度, 均得到较清晰且完整的凸显. 该可视化结果

直观说明 CAAC模块能够更好地挖掘图像中梯度变

化剧烈的边缘区域与微小纹理细节, 有效捕获目标

边缘、细节等复杂特征.

如图 6所示, 为直观验证 FMATT和 FMC模块

对频率特征的影响, 本小节进行了高低频特征及频

 

表 3     缩放因子 λ 对分类准确率的影响

方案 CIFAR10/% CIFAR100/% ImageNette/% ImageWoof/%

有缩放因子 97.15 84.00 94.40 89.21

无缩放因子 97.05 83.19 94.34 88.97
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谱响应可视化. 低频区域对应图像主体结构与全局

信息, 属于高能量主导分量; 高频区域表征边缘、纹

理等细节特征, 属于低能量弱主导分量. FMATT模

块可更好地保留目标物体高频信息, 频谱分布完整

均衡. 更好地涵盖全局低频结构与全局高频细节.
FMC模块相较于 FMATT模块, 可以主动过滤冗余

全局高频, 更好地聚焦目标物体局部低频信息.
如图 7所示, 所提模型处理后的图像频谱能量

分布稳定, 体现出较优异的频域响应特性. 频谱能量

图四周高频能量分布虽弱, 但从高频特征图中可知,
相较于基线, 所提模型目标主体的高频特征呈现出

强响应、无关信息中的高频特征呈现弱响应. 同时,

 

(a)   原始图像

(b)   标准卷积处理后的特征图

(c)   CAAC 处理后的特征图

图 5    CAAC 模块处理后的特征响应图

 

(a)   原图 (b)   FMC 高频 (c)   FMATT 高频 (d)   FMC 低频 (e)   FMATT 低频 (f)   FMC 频谱 (g)   FMATT 频谱

图 6    FMATT 和 FMC 模块对频率的影响

 

(a)   原图 (b)   基线高频 (c)   FMM-Net 高频 (d)   基线低频 (e)   FMM-Net 低频 (f)   基线频谱 (g)   FMM-Net 频谱

图 7    模型频率特征可视化
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频谱能量图中心低频能量虽稍有衰减, 但从低频特

征图中可知, 相较于基线, 所提模型目标主体的低频

特征呈现强响应、无关信息中的低频特征呈现弱响

应. 可视化实验充分说明所提模型可更仅针对性关

注目标物体相关的高频分量, 稳定维持低频分量的

能量幅值, 增强高能量主导分量承载的有效信息, 同
时抑制低能量弱主导分量中的干扰信息, 不会无差

别地捕捉全局高频噪声与背景纹理, 证明所提模型

具备选择性频率聚焦能力, 进而充分实现全频带特

征的稳健表达. 

2.7    泛化性实验

为评估模型从通用领域到特定应用领域的泛化

能力, 实验选取 NWPU-RESISC45遥感场景分类数

据集进行泛化性实验. 如表 6所示, 与当前先进的遥

感场景分类模型进行对比, FMM-Net在分类准确率

上展现出更优异的性能.
 
 

表 6     模型泛化性能对比

模型 来源 准确率/%

MGS-Net[29] TGRS(2023) 94.69

SAGN[30] TIP(2023) 93.59

DMME[31] 光学学报(2025) 96.41

THViT[32] 遥感学报(2025) 94.94

E-AF-ST[33] 电子与信息学报(2026) 94.70

FMM-Net 控制与决策 96.02
  

3    结　论

针对现有图像分类模型在特征提取的过程中频

率特征关注缺乏的问题, 设计了频率调制机制的图

像分类网络. 本文构建了上下文自适应模块, 设计了

频率调制卷积和频率调制注意力. 从浅层空间特征

强化, 到深层频率特征建立全局依赖, 然后精细地捕

捉局部频率特征, 进而提升分类性能. 实验结果表明,
所提模型可实现对频率特征的协同感知与调制, 增
强高能量主导分量承载的有效信息, 同时抑制低能

量弱主导分量中的干扰信息, 实现全频带特征的稳

健表达. 相较于基线模型与当前先进的同类模型, 所
提模型具备一定的优势.

未来, 研究可探究在保证分类精度稳定的前提

下, 降低计算参数量开销, 以适配边缘设备部署; 同
时, 可将模型应用于工业检测与遥感目标识别等场

景, 充分验证其工程落地价值.
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